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Kapitel 1

Grundlagen

1.1 Einleitung

In diesem Kapitel wollen wir den Begriff des “Stochastischen Prozesses” anschaulich und formal
einfithren. Den Abschluss bildet ein Abschnitt iiber die Simulation von Zufallsvariablen mit
vorgegebener Verteilung.

Ein stochastischer Prozess ist ein mathematisches Modell fiir einen realen Vorgang, der
zufillig ist und von einem Parameter (meist der Zeit) abhéngt. Beispiele fiir zuféllige reale
Vorgénge, auf die die Theorie der stochastischen Prozesse mit Erfolg angewendet wird, sind:

e Warteschlangen (auch Netze von Warteschlangen),

e Lagerhaltung,

e Ausbreitung von Epidemien,

e Ausbreitung von Genen,

e Populationsentwicklung,

e Wasserstand in einem Staudamm,

e Aktienkurse,

e Kapital eines Versicherungsunternehmens,

e Belastung eines Bauteils eines Fahrzeugs wihrend der Fahrt,

e Temperaturverteilung auf der Erdoberfléiche.

Alle diese Beispiele sind zeitabhéngig und in der Regel nicht mit Sicherheit vorhersagbar,
weswegen sich eine stochastische Modellierung anbietet. Zu stochastischen Prozessen werden
diese Beispiele erst dann, wenn man festlegt, mit welchen Wahrscheinlichkeiten die einzelnen
Realisierungen auftreten. Man kann einen stochastischen Prozess auffassen als eine Zufallsva-
riable mit Werten nicht in R, sondern in einem geeigneten Raum von (Zeit-)funktionen. Ein
stochastischer Prozess ist also eine zufillige Funktion (mit festem Definitions- und Wertebe-
reich).
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Zu einem stochastischen Prozess gehort immer ein Zustandsraum E und eine Parameter-
menge I. Der Zustandsraum ist der Wertebereich (oder eine Obermenge davon), die Parameter-
menge der Definitionsbereich der zufalligen Funktionen. Zustandsraum F und Parametermenge
I konnen im Prinzip beliebige nichtleere Mengen sein; fiir £ werden wir aber gleich eine zusétz-
liche Struktur fordern. Wichtig sind aber folgende Spezialfélle.

endlich,
abzahlbar unendlich,
E R,
R™,
Funktionenraum,
diskret (endlich, N, Ny, Z),
kontinuierlich (R, R*, R", Kugeloberfliche, ...).

I ist in den meisten Anwendungsfillen eine Menge von Zeitpunkten. Es gibt aber auch inter-
essante Beispiele, fiir die I nicht als “Zeit”, sondern als “Ort” zu interpretieren ist. Interessiert
man sich etwa fiir die Temperaturverteilung auf der gesamten Erdoberfliche zu einem festen
Zeitpunkt, dann ist der Definitionsbereich I (z.B.) die Kugeloberfliche.

Bei der Beschreibung realer Phénomene ist die Trennung von I und E nicht immer eindeutig.
Betrachtet man zum Beispiel die Temperaturverteilung auf der Erdoberfliche als Funktion der
Zeit, so hat man unter anderen die folgenden Moglichkeiten:

o [ =R = “Zeit” und E = {f: Kugeloberfliche — R},

o | = RxKugeloberfliche = “Zeit xOrt” und F = RT™ = “Temperatur”.

Der Ubergang von einem realen Prozess zu dem mathematischen Modell eines stochastischen
Prozesses beinhaltet in der Regel gewisse Hypothesen oder Annahmen (auch Vereinfachungen)
iiber den realen Prozess sowie gegebenenfalls statistische Verfahren, z.B. zum Schétzen von
Parametern, die bei der Modellierung zunéchst nicht festgelegt wurden. Statistische Verfahren
im Zusammenhang mit stochastischen Prozessen werden oft als Zeitreihenanalyse bezeichnet.
Wir werden uns damit erst im letzten Kapitel beschéiftigen.

Gelegentlich kann oder muss man auf statistische Verfahren verzichten, etwa dann, wenn
das Modell so plausibel ist, dass es keiner statistischen Absicherung bedarf (z.B., dass bei
einem fair aussehenden Wiirfel alle Seiten gleich wahrscheinlich und aufeinander folgende Wiirfe
unabhéngig sind) oder dann, wenn die Modellierung als stochastischer Prozess vorgenommen
wird, bevor Realisierungen beobachtbar sind (etwa bei Zuverldssigkeitsuntersuchungen von erst
in Betrieb zu nehmenden industriellen Anlagen).

Wenn man ein mathematisches Modell, d.h. einen stochastischen Prozess, festgelegt hat,
dann kann man je nach Anwendung an verschiedenen Fragen interessiert sein. Zum Beispiel an

e der Berechnung gewisser Wahrscheinlichkeiten (analytisch oder numerisch),
e der Berechnung von (optimalen) Steuerungen,
e qualitativen Aussagen (z. B. Konvergenz gegen Gleichgewicht),

e der Simulation des Prozesses auf dem Rechner.
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Unter Umsténden erkennt man bei diesen Schritten, dass das Modell den realen Prozess
doch nicht hinreichend gut beschreibt. Dann bietet es sich an, eine andere Modellierung zu
versuchen und zu testen (etwa durch Simulation). Aber auch dann, wenn man hinreichendes
Vertrauen zu der Modellierung hat, sind Berechnungen und Simulationen interessant, um ge-
gebenenfalls entsprechend zu reagieren (z. B. Aktien verkaufen, Versicherungspréamien erhéhen,
Kapazititsausweitung).

1.2 Warteschlangenmodelle

Warteschlangensituationen sind in den Anwendungen sehr wichtig (Rechnernetze, Kunden in
Geschéften, Bearbeitung von Antriigen) und gleichzeitig oft recht gut und einfach durch sto-
chastische Prozesse modellierbar. In einer Reihe von interessanten Spezialfillen kann man ana-
lytische Resultate gewinnen. Selbst wenn dies nicht gelingt, kann man Warteschlangenmodelle
meist ohne grofien Aufwand auf dem Rechner simulieren. Wir werden an verschiedenen Stellen
der Vorlesung auf Warteschlangenmodelle eingehen. Hier werden wir zunéchst nur eine grobe
Beschreibung einer Teilklasse von Warteschlangenmodellen angeben, die in der Literatur beson-
ders ausfiihrlich behandelt wird. Diese Modelle werden durch vier durch Schriagstriche getrennte
Symbole gekennzeichnet:

Va/VB/AB/Kmax, (1.2.1)
mit den Bedeutungen:
Va Verteilung der Zwischenankunftszeiten,
VB Verteilung der Bedienungszeiten,
Ag Anzahl der Bediener,

Kiax maximale Kapazitét.
Hierbei sind die folgenden Annahmen tiblich:

e Die Kunden kommen einzeln an,

e die Zeitdauern zwischen zwei aufeinanderfolgenden Ankiinften sind unabhingig und iden-
tisch verteilt,

e ebenso die Bedienungszeiten.

In den ersten beiden Positionen (also Va und Vi) werden die Verteilungen der Zwischenan-
kunftszeiten und der Bedienungszeiten eingetragen. Entweder kann dort explizit die Verteilung
notiert werden oder (was iiblicher ist) durch folgende Symbole Klassen von Verteilungen (d. h.
die genaue Verteilung wird offengelassen):

e G = “general” (d.h. beliebig)
e D = “deterministisch”

e M = “Markovsch”, d. h. Exponentialverteilung
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e [ = “Erlangverteilung mit Formparameter k”, d.h. Verteilung der Summe von k un-
abhéngigen exponentialverteilten Zufallsvariablen mit demselben Parameter (k € N).

In der dritten Position (also Ap) steht eine natiirliche Zahl, die die Zahl der Bediener angibt,
unter Umsténden auch oo.

In der vierten Position (also Kyax) steht eine natiirliche Zahl, die die maximale Zahl von
Kunden im System angibt. Es wird angenommen, dass Ankiinfte bei vollem System abgewie-
sen werden (und nicht warten). Gibt es keine Kapazitéitsbeschrinkung, so 1afit man die vierte
Position meist leer, anstatt oo einzutragen.

Weitere Angaben iiber ein Warteschlangenmodell, die aus der obigen Notation nicht hervor-
gehen, werden bei Bedarf extra spezifiziert. Neben einer Festlegung von Parametern ist dies z. B.
die Regelung, in welcher Reihenfolge die Kunden bedient werden. Géngige Regeln hierfiir sind
FIFO (“first in first out”), seltener LIFO (“last in first out”, Beispiel: Stapel auf Schreibtisch),
zufillige Auswahl und Reihenfolge nach Prioritdten eventuell in Verbindung mit anderen Regeln
bei gleicher Prioritdt. Dabei ist festzulegen, ob Bedienungen auch unterbrochen werden, wenn
eine Anforderung mit hoherer Prioritit eintrifft.

Wir betonen noch einmal, dass hdufig in der Realitdt Modelle, die mit der obigen Nota-
tion beschreibbar sind, zu primitiv sind. Das heisst nicht, dass kompliziertere Modelle einer
mathematischen Beschreibung unzugénglich waren. In der Tat werden in der Literatur der letz-
ten 20 Jahre vielfach recht komplizierte Warteschlangenmodelle, die z. B. Abhéngigkeiten oder
periodische Schwankungen beriicksichtigen, untersucht.

Fragestellungen im Zusammenhang mit Warteschlangenmodellen sind zum Beispiel:

o Konvergiert die Verteilung der Anzahl der Kunden im System gegen eine Grenzverteilung,
oder “explodiert” die Verteilung?

e Verteilung der Wartezeit eines Kunden?
e Verteilung der Zeit, bis das System wieder leer ist?

e Wie dndern sich diese Grofien, wenn die Zahl der Bediener um 1 erhéht wird? (oder wenn
sich durch bessere Schulung oder besseren Leistungsanreiz die Bedienungszeitverteilung
verringert).

1.3 Stochastische Prozesse und ihre Verteilung

Wir wollen nun formal den Begriff eines stochastischen Prozesses definieren.

Definition 1.3.1. Ein stochastischer Prozess ist eine Familie (X;);er von reellwertigen Zufalls-
variablen Xy, t € I, die auf demselben Wahrscheinlichkeitsraum (2, F,P) definiert sind. Dabei
ist I eine beliebige (nichtleere) Indexmenge.

Bemerkung 1.3.2. Meist ist I eine Teilmenge von R und wird als “Zeit” interpretiert.

Oft erlaubt man auch allgemeinere Zustandsrdume FE. Um von der Verteilung einer F-
wertigen Zufallsvariablen reden zu koénnen, muss auf E eine o-Algebra £ definiert werden. Das
Paar (E, &) nennt man einen Messraum. Wir erinnern daran, dass eine o-Algebra £ iiber einer
nichtleeren Menge E eine Teilmenge der Potenzmenge 2F ist, die die leere Menge enthélt und
abgeschlossen gegen Komplement- und abzéhlbarer Vereinigungsbildung ist. o-Algebren sind die
natiirlichen Definitionsbereiche fiir Wahrscheinlichkeitsmafe.
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Definition 1.3.3. Sei (E, £) ein Messraum. Ein stochastischer Prozess mit Zustandsraum (E, &)
ist eine Familie (X;)te; von messbaren Abbildungen Xy, ¢ € I, von demselben Wahrscheinlich-
keitsraum (§2, F,P) nach (E,&). Fiir festes w € Q heisst die Abbildung X (w): I — E Pfad,
Trajektorie oder Realisierung des stochastischen Prozesses. Falls I = Ny oder I = [0,00), so
heifit die Verteilung von Xy die Startverteilung des Prozesses. (Falls E diskret ist, so spricht
man auch vom Startvektor.)

Wir erinnern daran, dass eine Abbildung X : (E1, &) — (FEa, &2) zwischen zwei Messrdumen
messbar heisst, wenn alle Urbilder unter X von Elementen in & in & liegen, also

B € & = {we Ei: X(w) € B} € &1. (1.3.1)

Man mache sich die Analogie zum Begriff der Stetigkeit einer Abbildung zwischen topologischen
Réumen klar!

Fiir Zufallsvariable ist der Begriff der Verteilung sehr wichtig. Fast immer sind die Grofien,
die einen an einer Zufallsvariablen interessieren, eine Funktion der Verteilung der Zufallsva-
riablen, zum Beispiel Erwartungswert, Varianz und die Uberschreitungswahrscheinlichkeit einer
Grenze. Fiir stochastische Prozesse gilt Ahnliches. Daher ist es unser néchstes Ziel, die Verteilung
eines stochastischen Prozesses zu definieren. Wir erinnern an die Definition der Verteilung einer
reellwertigen Zufallsvariable, d. h. des Falls |I| = 1, (E, &) = (R, B), wobei B die Borel-o-Algebra
iiber R ist, ndmlich die von den Intervallen erzeugte.

Eine Zufallsvariable X ist nun eine messbare Abbildung

X:(Q,F,P)— (R,B), (1.3.2)
und die Verteilung P von X ist das Bildmaf auf (R, B) von P unter X d.h.
P(B):=P(X'(B)):=P({w e Q: X(w) € B}), BEeB. (1.3.3)

Man sieht hier, dass die Messbarkeit von X wichtig ist! Sie garantiert némlich, dass X ~!(B) in
F liegt und somit P(X ~!(B)) iiberhaupt definiert ist.

In der allgemeinen Situation hat man statt R Funktionen von I nach E, also Elemente aus
E!, d.h. zufillige Funktionen statt zufilliger Zahlen. Um wie im reellwertigen Fall wie oben
eine Verteilung P definieren zu koénnen, braucht man auf E eine o-Algebra. Die am meisten
verwendete und {iblichste ist die Produkt-o-Algebra! £7:

Definition 1.3.4. £’ ist die kleinste o-Algebra iiber E', die alle endlich-dimensionalen Recht-
ecke enthilt, d. h. Mengen der Form

{feE" f(i) € Ey,..., f(ix) € B}, mit k € N,iy,...,ip € [LEy,...,E, €& (1.3.4)

Ubungsaufgabe: In Definition 1.3.4 und schon vorher bei der Definition der Borel-o-Algebra
brauchten wir das folgende Resultat: Sei F eine nichtleere Menge und C eine Familie von Teil-
mengen der Potenzmenge 2¥. Dann gibt es eine kleinste o-Algebra &£ iiber E, die C enthiilt.

Lemma 1.3.5. Sei (X;)ier ein stochastischer Prozess mit Zustandsraum (E,E). Definiere eine
Abbildung X : (2, F,P) — (B!, &) durch

(X (W) () := Xp(w), wetel. (1.3.5)
Dann ist X messbar, d.h. X~Y(B) € F fiir alle B € £'.

"Wir erinnern daran, dass £ nicht die Menge aller Abbildungen I — & bezeichnet, sondern die von dieser
Menge erzeugte o-Algebra.
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Beweis. Ubung. O

Nach diesen Vorbereitungen kénnen wir die Verteilung eines stochastischen Prozesses ganz
analog zur Verteilung einer Zufallsvariablen definieren.

Definition 1.3.6. Die Verteilung P eines stochastischen Prozesses (X;)ies auf (€, F, P) mit
Zustandsraum (FE, ) ist das Bildmafl von P unter der in (1.3.5) definierten Abbildung X; in
Formeln:

P(B):=P(X'(B)) =P({w: X(w) € B}), Beé&l (1.3.6)

Bemerkung 1.3.7. Aus der Verteilung P eines Prozesses (Xt)ter ist im Allgemeinen nicht
erkennbar, ob zum Beispiel im Fall I = R, E = R alle Pfade stetige Funktionen sind (vgl.
Ubungsaufgabe). Die frithere Bemerkung, dass fiir Zufallsvariablen nahezu alle interessanten
Fragen nur durch die Kenntnis der Verteilung beantwortet werden kénnen, ist daher nur mit
FEinschriankungen auf stochastische Prozesse iibertragbar. Meist versucht man, zu gegebenem
P einen stochastischen Prozess mit Verteilung P so zu konstruieren, dass die Pfade so “glatt”
oder “reguldr” wie moglich sind, zumindest rechtsseitig stetig mit linksseitigen Grenzwerten.
Wir werden darauf in dieser Vorlesung aber nicht im Detail eingehen.

1.4 Endlich-dimensionale Verteilungen

Die Verteilung eines stochastischen Prozesses ist oft ein recht kompliziertes Objekt und ist meist
nicht — oder nur mit grofler Miihe — explizit angebbar. Es stellt sich daher die Frage, ob man
Verteilungen implizit charakterisieren kann, etwa dadurch, dass man lediglich die gemeinsamen
Verteilungen zu endlich vielen Zeitpunkten angibt. Die Frage ist dann, ob dadurch die Verteilung
eindeutig festgelegt wird. Dies ist eine Frage nach der eindeutigen Fortsetzbarkeit zu einem
Wahrscheinlichkeitsmaf, dessen Werte nur auf einer Teilmenge von F gegeben sind.

Wir schreiben J C 1, falls J eine endliche nichtleere Teilmenge von I ist.

Definition 1.4.1. Sei (Xi):es ein stochastischer Prozess. Die Familie (Py)cr aller (gemein-
samen) Verteilungen P; von (Xi)es fiir alle J T I heisst Familie der endlich-dimensionalen
Verteilungen von (Xt)icr, bzw. von P, wenn dies die Verteilung von (X3)sey ist.

Die endlich dimensionale Verteilung P; ist ein Wahrscheinlichkeitsma$ auf (E7,&7). Of-
fenbar ist ﬁ] durch P eindeutig bestimmt. Man kann ﬁJ als das BildmaB von P unter der
Projektion 7;: (B, &1) — (E7,&7) interpretieren, die f € E! auf (7;f)(j) := f(j) fir j € J
abbildet (diese Abbildung 7; ist messbar!).

Der folgende Satz 1.4.3 wird nicht nur die Eindeutigkeit einer Fortsetzung in vielen Féllen
positiv beantworten, sondern auch notwendige und hinreichende Bedingungen an Familien von
Wahrscheinlichkeitsmaen P; mit J T I bereitstellen dafiir, dass die P; gerade die endlich-
dimensionalen Verteilungen einer Verteilung P sind. Dazu miissen die P offensichtlich gewisse
Konsistenzbedingungen erfiillen.

Definition 1.4.2. Sei I eine nichtleere Indexmenge, (F, £) ein Messraum, und fiir jedes J C I sei
ein Wahrscheinlichkeitsmafl P; auf (E”,£7) vorgegeben. Die Familie (P ) - heisst konsistent,
wenn fiir alle J; C I und Jo C I mit J; C Jy jeweils gilt, dass P J, gleich der Einschréankung
(oder Projektion) von P, auf Jj ist.
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Ein polnischer Raum ist ein vollstdndiger metrischer Raum mit abzéhlbarer Basis der Topo-
logie. Falls nicht anders vermerkt, versehen wir einen polnischen Raum immer mit der o-Algebra
der Borelmengen, d. h. der kleinsten o-Algebra, die alle offenen Mengen enthélt. Polnische Raume
haben sich als sehr natiirliche Zustandsrdume von stochastischen Prozessen erwiesen; siehe auch
Bemerkung 1.4.4.

Der folgende (theoretisch sehr wichtige) Satz stellt klar, dass zu konsistenten Familien von
Wahrscheinlichkeitsmaflen in natiirlicher Weise ein stochastischer Prozess gehort.

Satz 1.4.3 (Existenzsatz von Kolmogorov). Wenn E ein polnischer Raum ist und I eine Index-
menge und (Py) -1 eine konsistente Familie von Wahrscheinlichkeitsmaflen ist, dann existiert
genau ein Wahrscheinlichkeitsmafi P auf (ET,EY), so dass die Pj die endlich dimensionalen
Verteilungen von P sind. Weiter existiert ein Wahrscheinlichkeitsraum und darauf ein stocha-
stischer Prozess (Xi)ier mit Zustandsraum (E, &) und Verteilung P.

Beweis. Der Beweis ist zu aufwendig, um ihn hier zu présentieren. Der interessierte Leser sei

auf [Ba68, S. 288 ff] verwiesen. O

Eine Konsequenz von Satz 1.4.3 ist, dass, um einen Prozess (X,,)nen, mit Werten in einem
polnischen Raum zu definieren, es ausreicht, fiir jedes n € Ny nur die Verteilung des Vektors
(Xo,...,X,) anzugeben unter der Voraussetzung, dass die Folge der so definierten Verteilungen
konsistent ist.

Bemerkung 1.4.4. Die meisten interessanten Zustandsrdume (E, &) sind polnisch, z. B. R, R™,
c™, RN, C([0, 1],R™). Ohne die Voraussetzung “polnisch” ist Satz 1.4.3 falsch. Der letzte Teil der
Aussage von Satz 1.4.3 ist recht leicht zu sehen. Man kann als Wahrscheinlichkeitsraum immer
(BT, &1, P) wihlen und X;(f) := f(i) fiir i € I und f € E! wihlen. Dann ist die in Lemma 1.3.5
definierte Abbildung X gerade die Identitit und somit die Verteilung von X gleich P.

1.5 Simulation von Zufallsvariablen

Gegeben sei eine Zufallsvariable U mit einer Gleichverteilung auf [0, 1], d.h. die Verteilungs-
funktion Fy; von U ist gegeben durch

0, fallsx <0,
Fy(z) =P(U<z)=<xz, falsO<z<1 (1.5.1)
1, fallsz > 1.

Weiter sei F': R — [0, 1] eine vorgegebene Verteilungsfunktion. Man finde eine Funktion g: [0, 1] —
R, so dass die Zufallsvariable X := g(U) die vorgegebene Verteilungsfunktion F hat.

Da die meisten Rechner (Pseudo-)Zufallsgeneratoren besitzen, die Realisierungen von un-
abhéngigen, auf [0, 1] gleichverteilten Zufallsvariablen (ndherungsweise) erzeugen, braucht man
den ersten Wert dieser Folge lediglich in ¢ einzusetzen und erhélt damit eine Zufallsvariable
mit Verteilungsfunktion F'. Entsprechend kann man Folgen von unabhéngigen Zufallsvariablen
(auch mit verschiedenen Verteilungen) simulieren.

Lemma 1.5.1. Man kann
g(u) :=inf{y e R: F(y) > u}, we]0,1] (1.5.2)
wdhlen (inf () = 0o).
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Bemerkung 1.5.2. Wenn F stetig und streng monoton wachsend ist, dann ist g(u) = F~!(u)
fiir alle w € R. Graphisch kann man sich g auch fiir allgemeines F' wie folgt veranschaulichen:

SKIZZE

Man trigt die Realisierung u (die der Rechner liefert) auf der Ordinate ab und lduft von
—oo nach rechts, bis man auf den Graph von F' stoft. Der zugehorige Abszissenwert ist g(u).

Beweis von Lemma 1.5.1. Es gilt fiir u € [0, 1]
u< F(z) <= gu) <z, (1.5.3)

denn u < F(x) = g(u) < g(F(z)) <z und g(u) <z = u < F(g(u)) < F(x). (Die Aquivalenz
in (1.5.3) gilt nicht, wenn “<” auf beiden Seiten durch “<” ersetzt wird!)
Daraus folgt wegen P(U € (0,1)) =1

P(X <z)=P(gU) <z)=PU < F(x)) = F(x), x €R. (1.5.4)
Das heifit, dass X = g(U) wirklich die vorgegebene Verteilungsfunktion besitzt. O

Bemerkung 1.5.3. Die in (1.5.1) angegebene Funktion ¢ ist nicht die einzige, so dass g(U) die
vorgegebene Verteilung hat.

Beispiel 1.5.4. Wie simuliert man eine exponentialverteilte Zufallsvariable?
Sei also X ~ Exp()\) fiir A > 0, dann hat X die Verteilungsfunktion

0 falls x <0
Fx)=<" - 1.5.5
(@) {1 —e M falls 2 > 0. ( )

Wir halten ein u € (0, 1) fest. Fiir die in (1.5.1) definierte Funktion g gilt g(u) = F~!(u) =: x,
alsou = F(z) =1 — 7,

Lost man diese Gleichung nach x auf, dann erhélt man x = g(u) = —1/Alog(1 — u).

Also ist X := —1/Alog(1 — U) Exp()\)-verteilt.

Bemerkung 1.5.5. Zur Simulation von normalverteilten Zufallsvariablen ist das obige Verfah-
ren nicht sehr gut geeignet, da die Umkehrfunktion der Verteilungsfunktion F' sich nicht einfach
darstellen 148t. Ohne Beweis nennen wir eine wesentlich bessere Moglichkeit:

Seien U; und Us unabhingige, auf [0, 1] gleichverteilte Zufallsvariablen und
X1 = (=2logU)Y?cos(2xls),
Xy = (—2logU)Y?sin(27Us)

Dann sind X; und X5 unabhingig und beide N (0, 1)-verteilt. Will man nur eine N (0, 1)—verteilte
Zufallsvariable, so ignoriert man Xo.



Kapitel 2

Markovketten mit diskreter Zeit

2.1 Einleitung

Markovketten modellieren zufillige Vorgénge mit endlich oder abzéhlbar unendlich vielen Zustén-
den mit diskreter Zeit (I = Np), bei denen Uberginge zwischen den Zustéinden mit vorgegebenen
Wahrscheinlichkeiten unabhéngig von der Vorgeschichte — d. h. auf welchem Pfad man in den
gegenwirtigen Zustand kam — stattfinden. Den Zustandsraum bezeichnen wir wieder mit £. Man
kann 0.B.d.A. immer E = {1,...,n} fiir ein n € N oder £ = N wihlen. Als o-Algebra £ auf E
nehmen wir — wie bei abzidhlbaren Mengen iiblich — immer die Potenzmenge von E. Anschau-
lich kann man sich eine Markovkette als gerichteten Graphen vorstellen, wobei die Ecken die
Elemente von E darstellen und gerichtete Kanten solche Ubergiinge, die positive Wahrschein-
lichkeit haben. Jede Kante beschriftet man mit der zugehérigen Ubergangswahrscheinlichkeit,
zum Beispiel

Abbildung 2.1.1: Graphische Darstellung einer Markovkette

Eine Markovkette ist charakterisiert durch eine Funktion P: E x E — [0,1], wobei wir
P = (pij)i jer schreiben und p;; die Ubergangswahrscheinlichkeit nach j angibt, wenn man sich
gerade in ¢ befindet. P lisst sich als (eventuell unendliche) Matrix interpretieren, wobei jedem
Zustand eine Zeile und eine Spalte entspricht.

Definition 2.1.1. Eine Matrix P = (p;;)i jer heifit Ubergangsmatriz oder stochastische Matriz,

9
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falls gelten:
(1) Dij = 0 fiir alle 4,5 € F,
(11) ZjGEpij =1 fiir allei € E.

Bemerkung 2.1.2. Wir setzen immer voraus, dass die Ubergangsmatrix sich zeitlich nicht
andert (zeitliche Homogenitdt) und machen dies zu einem Bestandteil der Definition einer Mar-
kovkette. Manche Autoren lassen eine zeitliche Inhomogenitét bei der Definition einer Markov-
kette zu (d.h. P héngt noch von der Zeit n ab), behandeln dann aber meistens doch nur den
zeitlich homogenen Fall ausfiihrlicher.

Bislang haben wir den Begriff einer Markovkette noch nicht mit dem eines stochastischen
Prozesses in Verbindung gebracht. Da wir unter einer Markovkette nur den Ubergangsmecha-
nismus, der durch P gegeben ist, verstehen wollen, ist eine Markovkette nicht apriori ein sto-
chastischer Prozess. Durch P wird nicht einmal die Verteilung eines stochastischen Prozesses
eindeutig festgelegt, da P nichts dariiber aussagt, mit welcher Verteilung auf E der Prozess
starten soll. Erst eine Startverteilung und eine Ubergangsmatrix P zusammen legen eindeutig
eine Verteilung auf B fest. Wir werden spiter darauf genauer eingehen.

2.2 Simulation einer Markovkette und Beispiele

Es sei ein hochstens abzéhlbarer Zustandsraum F, eine stochastische Matrix P und ein Wahr-
scheinlichkeitsvektor a gegeben. Weiter stehe eine Folge Uy, Us, ... von unabhéngigen, auf [0, 1]
gleichverteilten Zufallsvariablen zur Verfiigung. Man simuliere damit eine Markovkette mit Start-
verteilung a und Ubergangsmatrix P. Wir nehmen hier (0.B.d.A.) an, dass E = {1,...,n} oder
FE = N ist.

Zunichst simuliert man die Startposition, d.h. eine FE-wertige Zufallsvariable Xy mit der
Startverteilung a. Wir haben schon gesehen, wie man dies macht. Um die Lesbarkeit zu verbes-
sern, schreiben wir einige Schleifen explizit aus.

1. Simulation des Startwertes X

k=0.
j=1
Wenn U; < a1, setze Xo = j, gehe nach 2.
j=2.

Wenn U; < a1 + ag, setze Xy = j, gehe nach 2.

2. Simulation von Xy,
k=k+1.
j=1
Wenn Uy1 < p;1, setze Xi = j, gehe nach 2.
j=2.
Wenn Up1 < pi1 + pie, setze X = j, gehe nach 2.



VERSION FEBRUAR 2011 11

Als Abbruchkriterium wird man meist die Uberschreitung einer gewissen Grenze von k
wéhlen. Alternativ konnte man so lange simulieren, bis ein bestimmter Zustand eine definierte
Anzahl von Besuchen erfahren hat.

Bevor wir die Theorie der Markovketten weiter behandeln, betrachten wir zunéchst einige
Beispiele.

Beispiel 2.2.1 (Symmetrische Irrfahrt auf Z). Hier ist £ = Z und

Lo falls i —j| =1,
pij = {2 i =l (2.2.1)
0  sonst.

Diese Markovkette beschreibt ein Teilchen, das pro Zeiteinheit auf Z um eins nach rechts oder
links springt, und zwar immer mit Wahrscheinlichkeit 1/2. Die Ubergangsmatrix P = (pij)ijez
ist dann eine unendlich groffe Dreibandmatrix, die auf der Hauptdiagonalen ausschliesslich Nul-
len hat und auf den beiden Nebendiagonalen immer den Wert 1/2.

Das Anfangsstiick eines Pfades der symmetrischen Irrfahrt (mit Start in Null) kann zum
Beispiel so aussehen (linear interpoliert):

le

v

NN N

Abbildung 2.2.1: Realisierung einer symmetrischen Irrfahrt

Beispiel 2.2.2 (Symmetrische Irrfahrt auf Z9,d € N). Hier ist £ = Z? und

o, falls [i — j| =1,
pij = {2d i =l (2.2.2)
0 sonst.

(Mit |- meinen wir die Summe der Betréige der Koeffizienten.) Man sieht leicht, dass 3, p pij =

1 fiir alle 4 ist, denn jeder Punkt im d-dimensionalen Gitter Z¢ hat 2d Nachbarn (d.h. Elemente
mit euklidischem Abstand 1).

Zu diesen (und vielen anderen) Beispielen kann man die folgenden Fragen stellen:

e Was ist die Verteilung von X,, (d.h. des Ortes nach n Schritten) bei bekannter Startver-
teilung?
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o Wie grof3 ist die Wahrscheinlichkeit, jemals zum Ausgangspunkt zuriickzukehren?
e Wie grof} ist die Wahrscheinlichkeit, unendlich oft zum Ausgangspunkt zuriickzukehren?

e Wie grof} ist die erwartete Anzahl von Besuchen des Ausgangspunktes (wenn der Prozess
unendlich lange lauft)?

Beispiel 2.2.3 (uiv Folgen). Folgen von unabhiingigen, identisch verteilten Zufallsgrofien sind
insbesondere Markovketten: Sei Xg, X1, Xo, ... eine Folge von u.i.v. Zufallsvariable mit abzahl-
barem Zustandsraum E. Sei b; = P(Xo = i) fiir alle i € E. Dann gilt ), ,b; = 1. Offenbar
ist (Xo, X1, X9,...) eine Markovkette mit Startverteilung b = (b;);cp und Ubergangsmatrix
P = (b))i,jek- Insbesondere sind alle Spalten P konstant, da die Zufallsvariablen Xg, X1, Xo, ...
unabhéngig sind.

Beispiel 2.2.4 (Irrfahrten). Sei X7, Xo,... eine Folge von u.i.v. Zufallsvariablen mit Zustands-
raum Z und Verteilung gegeben durch b; = P(X; = 7). Wir setzen Sy := 0 und S,, = > ;_; Xp.
Dann ist (Sy)nen, eine Markovkette mit Startverteilung a; = d;o (d.h. ap = 1 und a; = 0 fiir
alle i # 0). Die Ubergangsmatrix ist P = (bj_;); jez. Die Markovkette (Sy)nen, heift Irrfahrt
(random walk) auf Z. Fiir by = b_1 = 1/2 und b; = 0 fiir |i| # 1 erhdlt man als Spezialfall die
symmetrische Irrfahrt.

Beispiel 2.2.5 (Asymmetrische Irrfahrt mit absorbierenden Réndern). Zwei Spieler A und B
haben zusammen N Euro. In jeder Spielrunde verliert A mit Wahrscheinlichkeit p € (0,1) einen
Furo an B und gewinnt von B mit Wahrscheinlichkeit ¢ = 1 — p einen Euro. Ist einer der Spieler
pleite, so endet das Spiel.

Betrachtet man das Vermogen von A nach n Runden, so wird dies durch eine Markovkette
mit Zustandsraum E = {0,..., N} und Ubergangsmatrix

1 0 0
p 0 qg O 0
0 p O q 0 0
P = (2.2.3)
0 »p 0 q 0
0 P 0 ¢
0 0 0 1

beschrieben. Nun sind folgende Fragen von Interesse:

e Wenn das Startkapital von A ¢ Euro ist, wie grof§ ist seine Chance (irgendwann) alles zu
gewinnen ?

e Wie lange dauert das Spiel? (Verteilung, Erwartungswert).

Beispiel 2.2.6 (Asymmetrische Irrfahrt mit reflektierenden Réndern). Die Spielregeln sind
wie im Beispiel 2.2.5 mit der einzigen Ausnahme, dass ein Spieler dann, wenn er pleite ist,
in der néchsten Runde auf jeden Fall 1 Euro vom anderen Spieler erhélt. Die entsprechende
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Markovkette hat als Ubergangsmatrix

0 1 0
p 0 ¢qg O .. 0
0O p O q 0 0
P = (2.2.4)
0 »p 0 q 0
0O » 0 ¢
0 0 1 0

Fragen:

e Wie oft ist A bis zur Zeit n pleite gewesen, d.h. wie oft wurde der Zustand 0 besucht?
(Verteilung, Erwartungswert, Asymptotik fiir grofie n).

e Existiert der Grenzwert
#Pleiten von A bis n

n—oo #Pleiten von B bis n

fast sicher? Wenn ja, ist der Grenzwert deterministisch? Wie lésst er sich gegebenenfalls
berechnen?

Beispiel 2.2.7 ((s, S)-Lagerhaltungsmodell). Die tégliche Nachfrage nach Waren in einem
Lager sei gegeben durch u.i.v. Zufallsvariable X1, X9, X3,... mit b = P(X; = i) fiir i € Ny
und ZieNO b; = 1. Seien natiirliche Zahlen 5,5 € Ny mit 0 < s < § vorgegeben. Am Abend
von Tag n wird eine Bestellung aufgegeben, wenn im Lager weniger als s Einheiten vorhanden
sind. Die Bestellung trifft bis zum néchsten Morgen ein. Bestellt wird soviel, dass am néchsten
Morgen S Einheiten im Lager sind. Wir definieren den Lagerinhalt am Abend als die Differenz
vom Lagerinhalt am Morgen und der Nachfrage am Tag, auch wenn diese Zahl negativ ist, weil
die Nachfrage nicht befriedigt wurde. Man kann wahlweise annehmen, dass nicht befriedigte
Nachfrage endgiiltig verloren ist, oder aber, dass iiber Nacht entsprechend mehr bestellt und
den Kunden nachgeliefert wird. Man bezeichnet diese — von den zwei Parametern s und S
abhéngige — Bestellstrategie als (s, S)-Lagerhaltungspolitik.

Seien Y,, bzw. Z,, der Lagerinhalt am Morgen bzw. am Abend von Tag n. Dann gilt

Y, — X Yy — X, >
Yn+1:{ nT An WO AR T A = (2.2.5)

S, wenn Y, — X,, < s.

Offenbar ist (Y;,)nen, eine Markovkette mit Zustandsraum {s,...,S}. Die zugehorige Uber-
gangsmatrix ist

bo 0 0 0 o2 b
by bo 0 ... 0 Yoo b
bs by by O 0 Zabi
Py — _ : 2 - (2.2.6)
bs—s—1 bs—s—2 ... bo Zz?is—s bi

bs—s bs—s—1 ... br Do+t o1 bi



14 STOCHASTISCHE MODELLE

Fiir den Lagerinhalt am Abend gilt

Zn— X, Lp >
Zn+1 _ { n n+l, WeNN Zp =~ S, (227)

S —Xpy1, wenn Z, <Ss.

Auch (Z,)nen, ist eine Markovkette. Der Zustandsraum ist {S, S—1,5—-2,...}. (Wenn die Nach-
frage durch eine Konstante beschrankt ist, dann kann man auch einen endlichen Zustandsraum
wihlen.) Die Ubergangsmatrix Pz = (p;j)ij<s ist gegeben durch:

bi—;, fallss<i<Sundi>j,
pij = {0, falls s <i < S und i < j, (2.2.8)
bs_j, fallsi <s.

Eine wichtige Frage ist die nach den Kosten der (s, S)-Bestellpolitik mit dem Ziel der Op-
timierung der Parameter s und S. Wir machen hierzu folgende Annahmen:

e Pro Bestellung fallen Fixkosten Kp an.

e Fiir die Lagerhaltung fallen am Tag n die Kosten f;(Y;,) an, wobei f; eine nichtnegative
monoton wachsende Funktion ist (Energiekosten, Versicherungspréamien, Zinsen). f; wird
man meist als linear oder jedenfalls konkav ansetzen.

e Kosten fiir nicht sofort befriedigte Nachfrage: Wenn Z,, < 0 ist, dann fallen Kosten in
Hohe von fo(Z,) an, wobei

—Z,, falls Z, <0
Z—:{ no HAES Zn < D (2.2.9)

0 sonst,

und f2: Ng — R monoton wachsend ist (z. B. linear). Diese Kosten fallen entweder wirklich
an dadurch, dass die Ware z. B. als Ausgleich fiir die nicht sofortige Verfiigbarkeit direkt
dem Kunden zugeleitet wird oder “fiktiv’ dadurch, dass Kunden verdrgert sind und spéter
nicht mehr als Nachfrager auftreten.

e Nur von S abhéngige Lagerinvestitions- oder Mietkosten pro Tag. Diese seien durch eine
monotone Funktion f3: N — R gegeben.

Die Durchschnittsgesamtkosten der ersten n Tage sind daher

K™ = ;;(KB]I{SLSZ,...}(ZIC) + [(Ye) + f2(Z)) + f3(5)>~

Die variablen Bestellkosten pro Einheit haben wir hier nicht beriicksichtigt. Im Hinblick auf eine
Optimierung von s und S ist dies dann zuléssig, wenn erstens diese Kosten pro Einheit nicht
von der Bestellmenge abhéingen (es also keinen Mengenrabatt gibt) und zweitens die Nachfrage
nicht von der Bestellstrategie abhéngt. Letzteres wollen wir hier annehmen. Damit dies realistisch
ist, konnen wir annehmen, dass Kunden als Ausgleich fiir nicht sofort lieferbare Ware (die am
nichsten Morgen nachgeliefert wird) soviel pro Einheit erhalten, dass dies keinen Einfluss auf
die kiinftige Nachfrage hat. Diese Ausgleichszahlungen werden unter fs beriicksichtigt.
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Selbstverstédndlich kann man auch andere Annahmen machen, ohne dass die Markoveigen-
schaft zerstort wird.

Interessant ist die Frage der Konvergenz der Zufallsvariablen K (™) (die eigentlich erst durch
die Festlegung einer Startverteilung zu Zufallsvariablen werden) fiir n — oo. Wir werden in
Beispiel 2.7.2 zeigen, dass die K™ nicht nur mit Wahrscheinlichkeit 1 konvergieren, sondern
dass dieser Grenzwert sogar deterministisch ist. Wir werden auch sehen, wie man ihn berechnet.
Diesen Grenzwert, der noch von s und S abhéngt, kann man dann optimieren, indem man s
und S so wihlt, dass er ein globales Minimum annimmt.

Beispiel 2.2.8 (Verbreitung von Geriichten). In einem von N Dérfern (N > 2) sei ein Gerticht
entstanden. Aus den N Dorfern werden zu jeder Zeiteinheit n = 1,2,... zwei verschiedene
zufillig ausgewihlt, die telefonisch Kontakt aufnehmen. Ist einem der beiden Dorfer das Geriicht
bekannt, so teilt es dies dem anderen mit. Kennen beide Dorfer das Geriicht, dann ist der Anrufer
enttduscht {iber den Misserfolg und erzihlt es fortan nie mehr. (Wir nehmen wohl nicht ganz
unrealistisch an, dass innerhalb eines Dorfes das Geriicht sofort allen bekannt ist, wenn einer es
kennt. Statt “Dorfer” kénnte man auch “Personen” wéhlen.)

Sei X,, = (Sp, I, Ry), wobei

Sn = Anzahl der Orte zur Zeit n, die das Geriicht nicht kennen,
I, = Anzahl der Orte zur Zeit n, die das Geriicht kennen und noch weitererzihlen,
R, = Anzahl der Orte zur Zeit n, die das Geriicht kennen, aber nicht mehr erzéihlen.

Das Modell und die Bezeichnungen (S = susceptible, I = infected, R = removed) sind an Infek-
tionsmodelle angelehnt. I sind dabei die Infizierten, die in S kénnen noch angesteckt werden,
die in R sind immun (oder gestorben). Wahrend Ansteckungen mit dem obigen Modell halb-
wegs realistisch modelliert werden konnen, ist es weniger plausibel, dass beim Zusammentreffen
von zwei Infizierten einer immun wird. Bei Infektionsmodellen werden an dieser Stelle deswegen
andere Modellannahmen gemacht.

Da S, + I, + R, = N fiir alle n gilt, enthélt X,, redundante Information. Wir betrachten
daher Y,, = (Sy, I,). Die Folge (Y5, )nen, ist offenbar eine Markovkette mit Zustandsraum

FE = {(ml,mg) € Ng: m1 + mg < N}
Die Ubergangswahrscheinlichkeiten sind (wir setzen r :== N — s — 4):

s(s —1)+2sr +r(r—1), falls §=sundi=i,

o 1 " 2s1, fallsS=s—1undi=i+1, (2.2.10)
PG = NN = 1) i(i — 1) + 2ir, falls = sund 4 =i — 1, -
0 sonst.

Interessant ist die Frage nach der Verteilung der Anzahl der Dorfer, die niemals das Gerticht
erfahren, wie diese Verteilung von N abhingt, und ob sie (bei geeigneter Skalierung) fiir N —
oo konvergiert und gegebenenfalls wogegen. Das Modell geht iibrigens auf Daley und Kendall
zuriick. Eine interessante Arbeit dazu (mit zahlreichen Literaturhinweisen) ist [Pi90].

2.3 Definition und einfache Eigenschaften

Wir kehren nun zur Theorie der Markovketten zuriick. Zunéchst definieren wir formal, was eine
Markovkette zu einer Ubergangsmatrix P und Startverteilung a ist. Dann untersuchen wir, wie
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man die endlich dimensionalen Verteilungen berechnet.

Definition 2.3.1. Sei F eine nichtleere endliche oder abzdhlbar unendliche Menge, P: Ex E —
[0, 1] eine stochastische Matrix und a: E — [0, 1] ein Wahrscheinlichkeitsvektor. Ein stochasti-
scher Prozess (Xp)nen, auf einem Wahrscheinlichkeitsraum (2, F,P) mit Werten in E heifit
Markovkette mit Ubergangsmatriz P und Startverteilung a, wenn

P(Xn41 = int1 | Xo =1i0,..., Xn =in) = Dininss (2.3.1)
fiir alle n € Ny und g, ...,ip+1 € F mit P(Xo =ig,..., X, =ip) > 0 ist und
P(Xo = i0) = a4, fiir alle i € B (2.3.2)
gilt.

Die Frage, ob dann auch P(X,11 = inq1 | Xy = in) = Dininy, im Fall P(X,, = iy) >
0 gilt, wird in Proposition 2.3.3 positiv beantwortet. Wir brauchen zunéchst eine technische
Vorbereitung.

Lemma 2.3.2. Sei (2, F,P) ein Wahrscheinlichkeitsraum, I nichtleer und hdchstens abzihlbar,
(Bi)ier € F eine Familie disjunkter Ereignisse mit P(B;) > 0, und sei B € F mit | J,.; B; C B
und P(B\ U;c; Bi) = 0.

Wenn A € F und o € [0, 1] existieren, so dass P(A | B;) = « fiir alle i € I gilt, dann folgt
P(A | B) = a.

Beweis.
P(ANB) _ YietP(ANBi) _ > i P(A| B)P(Bi) _ P(B)

FAIB)="5G) =7 B®) B(B) = “B(B)

Um Lemma 2.3.2 nutzbringend anzuwenden, definieren wir fiir n € Ny die o-Algebra F,, auf
Q2 als die Menge der Teilmengen von €2, die sich als (notwendigerweise abzdhlbare) Vereinigung
von Mengen der Form {w: Xo(w) = ig,..., Xn(w) = in} mit ig,...,i, € E schreiben lassen. Es
ist klar, dass F,, eine o-Algebra ist und in F enthalten ist. Weiter gilt F,,, C F, fir m < n.
Anschaulich beschreibt F,, die Information, die ein Beobachter der Markovkette bis zur Zeit n
hat.

Proposition 2.3.3. Fiir eine Markovkette mit Ubergangsmatriz P und Startverteilung a gilt
IP’(Xn+1 =ipt1 |[{Xn=1in}N F) = Dinini1 n € No,in,int1 € B, F € F,
sofern P({X,, = i,} N F) > 0.

Bemerkung 2.3.4. Der Fall F' = () ist besonders wichtig. F' = ) ist wegen der letzten Bedin-
gung dagegen verboten.

Beweis von Proposition 2.3.3. Wende Lemma 2.3.2 an auf

A = {Xn+1 = in+1}7

B = {X,=i,}NFE,

{(ig,...,z’n,l):IP’({onio,...,Xn:z’n}ﬂF) >0}7

Bi = {Xo=ig,....,Xp 1 =1in 1,Xp=1in}NF, i =(10y...,in—1) € I.

~
Il
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Nach Definition 2.3.1 sind die Voraussetzungen von Lemma 2.3.2 erfiillt mit o = p;,4,,,, also
folgt die Behauptung. O

Als n#chstes fragen wir uns, wie man fiir eine Markovkette die endlich dimensionalen Ver-
teilungen berechnet. Dazu geniigt es, Wahrscheinlichkeiten der Form P(Xy = ig,..., Xp = ix)
berechnen zu kénnen, da man damit alle Wahrscheinlichkeiten von Ereignissen, die nur von end-
lich vielen X; abhéngen durch Summation bestimmen kann. Sei also (X})ren, eine Markovkette
mit Zustandsraum E, Ubergangsmatrix P und Startverteilung a. Wir bestimmen induktiv nach
k die Wahrscheinlichkeiten P(Xy = ig, ..., X = i¢). Fiir k = 0 gilt nach Definition 2.3.1

P(Xo = io) = CLZ'O.

Fir k = 1 haben wir

P(X1 =11 | Xog = i0)P(Xg = ig) = aiypipiy, falls a;, >0,
P(Xo = ig, X1 = i1) = { (X1 =1 | Xo = i0)P(Xo = io) = aiopigiy, falls azy (2.3.3)
sonst,
letzteres, weil P(Xo = i, X1 = i1) < P(Xo =1i9) = a;, = 0. Also gilt in jedem Fall
P(Xo =0, X1 = 1) = Pigiy Gio-
Fiir k£ > 2 haben wir im Fall P(Xy = ig,..., Xp—1 = ix—1) >0
P(Xo = do, . .., Xy = ix)
=P(Xy = ix | Xo =1t0,..., Xp—1 = ip—1)P(Xo =0, ..., Xp—1 = ir_1)
= Pig_q1ip XigPigiq - - - Pig_oip_1
nach Definition 2.3.1 und Induktionsannahme. Im Fall P(Xy = dg,...,Xp—1 = ix—1) = 0

ist IP’(XO = 4g,..., X = i) auch Null und (nach Induktionsvoraussetzung) 0 = P(X, =
0y -y Xg—1 = Tk—1) = QigDigiy - - - Pip_oip_y» d- 0. (2.3.3) gilt auch in diesem Fall.

Wir sehen aus diesem Beweis insbesondere, dass die endlich-dimensionalen Verteilungen
einer Markovkette durch die Vorgabe von P und a festgelegt sind. Dagegen haben wir bislang
nicht gezeigt, dass zu jedem P und a auch eine Markovkette existiert (obwohl dies anschaulich
sicher klar ist — immerhin haben wir ja ein Simulationsverfahren angegeben). Die Existenz folgt
aber aus dem folgenden Satz.

Satz 2.3.5 (Existenz von Markovketten). Zu jeder stochastischen Matriz P: E x E — [0,1]
und jedem Wahrscheinlichkeitsvektor a: E — [0,1] existiert ein bzgl. Verteilung eindeutiger
stochastischer Prozess (Xi)gen, mit Werten in E und

P(Xo = i0, ..., Xk = i) = QigPigi1 - - - Pig,_1in> k € No,ig,...,i € E. (2.3.4)

Dieser Prozess ist eine Markovkette auf E mit Ubergangsmatriz P und Startvektor a. Umgekehrt
erfillt jede Markovkette zu P und a die Bedingung (2.3.4).

Beweis. Die letzte Aussage haben wir bereits gezeigt. Die Existenzaussage folgt mit dem Satz
von Kolmogorov (Satz 1.4.3), indem man zeigt, dass die durch (2.3.4) festgelegten endlich di-
mensionalen Verteilungen konsistent sind (wir beweisen dies aber nicht).
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Es bleibt zu zeigen, dass jeder Prozess mit Eigenschaft (2.3.4) eine Markovkette zu P und
a ist: Sei P(Xo =ig,..., Xp—1 = ix—1) > 0. Dann gilt

P(Xo =i, ..., Xg = iy)

]P(Xk. = ’Lk | XO = ’io,. . 'an‘—l = Z.k:—l) = P(XO — Z.O Xk = Zk 1)

_ QigPigiy - - - Pig_rip
= = Pigaix-
Qo Pigiq « + » Pig_oip_1

O]

Man beachte, dass man wegen Satz 2.3.5 Bedingung (2.3.4) auch als Definition einer Mar-
kovkette hitte wihlen konnen.

Der folgende Satz zeigt, wie man die Verteilung von X}, erhélt.

Satz 2.3.6. Fiir eine Markovkette mit Ubergangsmatriz P und Startvektor a gilt

P(Xk=J)= Y, igPigix - Pip_yj = (@P¥);,

10,01,y —1€EE

wenn man a als Zeilenvektor schreibt und den letzten Ausdruck im Sinne der Multiplikation von
Matrizen auffasst.

Beweis. leicht. O

Bemerkung 2.3.7. Man sieht leicht, dass mit zwei stochastischen Matrizen iiber derselben
Menge E auch deren Produkt eine stochastische Matrix ist. Insbesondere gilt dies fiir P*.

Im Folgenden bezeichnen wir die Koeffizienten der k-ten Potenz von P mit pgf), also insbe-
sondere pgg) = ;5 und pg) = pij-
Satz 2.3.8. Sei P(Xo =) > 0. Dann ist fir jedes j € E und jedes k € Ny
k . .
i) =P(X =3 | Xo =)
die Wahrscheinlichkeit, in k Schritten von i nach j zu kommen.
Beweis. Dies ist ein Spezialfall von Satz 2.3.6 mit a; = 1 und a,, = 0 fiir m # i. O

Bemerkung 2.3.9. Fiir grofie k ist es nicht sinnvoll, P¥ explizit durch Matrixmultiplikation
zu berechnen, sondern z.B. im Fall |E| < oo iiber die Jordanzerlegung P = AJA~!. Dann ist
Pk = AJ*A~! wobei J* wesentlich einfacher zu berechnen ist als P*. Da der Aufwand zur
Berechnung von A unabhéngig von k ist, lohnt er sich fiir grofie k.

Satz 2.3.10 (Chapman-Kolmogorov-Gleichungen). Fiir jede stochastische Matriz P = (pij)i jeE

gilt

P = ST PR G e Bymyn e N, (2.3.5)
lek

Beweis. Dies folgt aus der Beziehung P"™ = P"P™ durch Ausschreiben der Koeffizienten.
O
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Satz 2.3.11. Sei (X,)nen, eine Markovkette in E mit Ubergangsmatriz P = (pij)ijer- Dann
gilt fiir alle n, k € Ny, ig,...,ix € E und F € F, mit P{X,, =ig} N F) >0
P( Xk = ks X1 =11 | {Xpn =0} N F)
=P(Xn+h =ik, Xng1 = i1 | Xn = ip) (2.3.6)
= Pigiy - - - Pig_qip-

Beweis. Zunichst gilt im Fall P(X,, = ip, X;,—1 = i-1,...,X0 = i—p) > 0 nach Definition der
bedingten Wahrscheinlichkeit und (2.3.4) in Satz 2.3.5:

P(Xn—i-k = ik, ceey Xn+1 = i1 ‘ X, = io, Xn—l = i_l, e ,XO = Z—n) = Pigiy - - - Pij_qip- (237)
Sodann folgt die Aussage aus Lemma 2.3.2 vollig analog zum Beweis von Proposition 2.3.3. [
Bemerkung 2.3.12. Satz 2.3.11 besagt, dass die durch X,, = i,,..., Xy = ig bedingten endlich

dimensionalen Verteilungen (und damit nach Satz 1.4.3 die Verteilung) des Prozesses ab Zeit n
nur von %,, nicht aber von n oder iy bis 7,,_1 abhéingen.

Fiir die folgenden Betrachtungen ist das sogenannte Borel-Cantelli-Lemma niitzlich. In der
Formulierung verwenden wir die folgende Schreibweise: Sei (2, F,P) ein Wahrscheinlichkeits-
raum und A, As,--- € F. Dann sei

{4, wo.}:={weQ: we A, fir unendlich viele n € N}

=N U 4 (2.3.8)

m=1n=m

=: limsup A4,.
n—oo

Die Bezeichnung lim sup kommt daher, dass fiir eine reelle Zahlenfolge (ay,)nen gilt:

(—oo,limsup an) C limsup(—o0, a,) C limsup(—oo, a,| C (—oo,limsup an | (2.3.9)

n—oo n—oo n—oo n—~oo

Die Bezeichnung

liminf 4,, := {w: w € A4, fiir alle bis auf endlich viele n} (2.3.10)

n—oo
werden wir nicht bendtigen.

Satz 2.3.13 (Borel-Cantelli-Lemmata). Sei (2, F,P) ein Wahrscheinlichkeitsraum, und seien
Ay, Ay, € F.

(i) Wenn Y 2 | P(Ay,) < oo, dann gilt P({Ay u.0.}) =0.
(ii) Wenn die A, unabhingig sind und > ;> | P(A,) = co gilt, dann gilt P({Ay u.0.}) = 1.
Beweis.

(i)

m— oo
m=1n=m n=m

P({A, u.0.}) :IP( ﬁ G An) = lim IP’( [j An> < lim. i P(A,) =0. (2.3.11)
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(ii) Es geniigt zu zeigen, dass

P(( [j An)c) —0 (2.3.12)

fiir alle m € N gilt, denn dann ist P(|J 2

(ﬂm:l Un:m ) =1

ol mA ) = 1 fiir alle m € N, und somit haben wir

Nun gilt
p((U 4.)) =B( ) 42) = I Peas) = [T 2can)
n:?o o T e (2.3.13)
H exp{—P(4,)} = exp{— Z P(An)} =0,

n=m

wobei die Unabhéngigkeit beim zweiten Gleichheitszeichen benutzt wurde.

O]

Bemerkung 2.3.14. Wir werden im folgenden nur den (einfachen) Teil (i) von Satz 2.3.13
benutzen. Man beachte, dass Satz 2.3.13 besagt, dass fiir unabhéngige Ereignisse ein Null-Eins-
Gesetz der folgenden Art gilt: P({A4,, u.o.}) ist entweder Null oder Eins — andere Werte sind
nicht moglich.

2.4 Rekurrenz und Transienz von Markovketten

Wir werden nun Rekurrenz(=Wiederkehr-)eigenschaften von Markovketten studieren. Wie zuvor
sei P die Ubergangsmatrix einer Markovkette mit Zustandsraum E. Fiir j € E sei (Q, F, P;) ein
Wahrscheinlichkeitsraum und Xg, X1, ... eine darauf definierte Markovkette mit Zustandsraum
E, Ubergangsmatrix P und Startvektor a = &, wobei §;(j) = 1 und d;(i) = 0 fiir i # j. Mit
anderen Worten, P;(Xo = j) = 1, d. h., die Kette startet unter P; im Zustand j. Weiter sei

i = ]P’j([j{Xn = i}) (2.4.1)
n=1

die Wahrscheinlichkeit, dass bei Start in j der Zustand ¢ mindestens einmal irgendwann besucht
wird.

Satz 2.4.1 (Rekurrenz und Transienz).
(i) Wenn f;; =1, dann gelten

Pi({Xn=juwo})=1 und Zpﬁ»?) = 00. (2.4.2)

In diesem Fall heif$t j rekurrent.

(it) Wenn f;j; <1, dann gelten
Pi({Xn=juo})=0 und Zp” 0. (2.4.3)

In diesem Fuall heiffit j transient.
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Bemerkung 2.4.2. Die Zahl > >, pg.?) ist die erwartete Anzahl von Besuchen in j nach dem
Start, denn

0o 00 00
E; Y {Xn =i} = D E{X, =5} = > pl), (2.4.4)
n=1 n=1 n=1
wobei E; den Erwartungswert beziiglich P; bezeichnet.

Beweis von Satz 2.4.1. Sei F,, := {X,, = j, X,y # jfir alle k € N} fir n € N, und sei
Fy := {X} # j fur alle k € N}. F, ist also das Ereignis, dass zur Zeit n der Zustand j zum
letzten Mal besucht wird. Es gilt {X,, = j u.0.}° =7~ Fn, also

1-P;({Xn =jwo})=> Pi(F,), (2.4.5)
n=0

da die F), disjunkt sind. Weiter gilt wegen der Markoveigenschaft

Pj(Fn) = Pj( Xk # j fiir alle k > 1] X, = j)B;(X, = j) = Bj (Fo)pl, (2.4.6)

und
Pj(Fo) =1 = fij- (2.4.7)

(i) Fir fj; =1 folgt aus (2.4.7) P;(Fp) = 0 und damit aus (2.4.6) P;(F,) = 0 fir alle n € N.
Aus (2.4.5) folgt nun P;({X, = ju.o.}) = 1. Weiter gilt > °, pggl) = 00, denn anderenfalls
folgte aus Satz 2.3.13(i), dass P;({X,, = j u.o0.}) = 0.

(i) Fiir fj; < 1 folgt aus (2.4.7) P;(Fp) > 0, und mit (2.4.5) und (2.4.6) folgt

1-Pi({X, =jwol}) =Y Pi(F,) = Pj(Fo)(l + Zpg‘?))'
n=0 n=1

Da die linke Seite durch Eins beschrénkt ist und P;(Fp) > 0 gilt, muss >~ ; pg.?) < oo sein. Aus
Satz 2.3.13(i) folgt dann P;({X,, = j u.0.}) =0. O

Bemerkung 2.4.3. Aus dem Beweis von Teil (ii) sieht man, dass im Fall f;; < 1 die Formel

1=(1-fj) (1 + Zpg'?)) (24.8)
n=1
gilt. Die erwartete Anzahl von Besuchen in j ab dem Startzeitpunkt ist daher
) . 1
1+ > = . (2.4.9)
o L= fis

Bemerkung 2.4.4. Man koénnte die Resultate von Satz 2.4.1 anschaulich auch wie folgt be-
griinden.

Wenn f;; = 1 ist, dann kehrt man sicher nach j zuriick. Sobald man nach j zuriickgekehrt
ist, hat man wieder dieselbe Situation wie am Anfang, d.h. man wird j auch ein drittes Mal
sicher besuchen usw. Also wird man j sogar unendlich oft besuchen. Die erwartete Anzahl von
Besuchen in j ist natiirlich erst recht unendlich. Somit hat man (i) gezeigt.
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Ist andererseits fj; < 1, so hat man bei jedem Besuch eine gewisse Chance — nédmlich 1 — f;;
— niemals mehr nach j zuriickzukehren. Da man beliebig viele Versuche hat, wird dies sicher
irgendwann passieren. Daher gilt P;({X,, = j u.0.}) = 0. Es ist klar, dass die Anzahl der Besuche
in j geometrisch verteilt ist:

P;(k = Anzahl der Besuche ohne Start in j) = f]k’](l — fij)s k € Np.

Da der Erwartungswert einer solchen geometrischen Verteilung gleich f;;(1 — fjj)_l ist, ist die
erwartete Anzahl von Besuchen in j (mit Start) 1+ f;;(1— f;;) ™' = (1— f;;) 71, also insbesondere
endlich, womit (ii) und die Formel (2.4.9) gezeigt ist.

Diese Argumente sind durchaus richtig, aber an einer Stelle liickenhaft, ndmlich dort, wo
argumentiert wird, dass nach der ersten Riickkehr in j der Prozess so weiterlauft als wiirde er
(unabhiingig) neu gestartet. Die Markoveigenschaft alleine sagt nicht, dass dies stimmt, denn
sie ist nur fiir feste und nicht fiir zufillige Zeiten formuliert. Die erste Riickkehrzeit ist aber
zufillig. Wir wollen nun zeigen, dass die Markoveigenschaft auch fiir gewisse solcher zufalligen
Zeiten (“Stoppzeiten”) gilt. Diese Eigenschaft wird als starke Markoveigenschaft bezeichnet. Wir
betonen, dass die starke Markoveigenschaft zwar fiir Markovketten gilt, nicht aber fiir beliebige
“Markovprozesse”. Wir definieren zunéchst den Begriff der Stoppzeit.

Definition 2.4.5. Sei (X,,)nen, eine Markovkette mit Startverteilung a auf einem Wahrschein-
lichkeitsraum (€2, F,P). Eine Abbildung 7:  — NoU {00} heifit Stoppzeit (beziiglich (X;,)nen,)
wenn gilt:

{Tzn} S U(Xo,...,Xn), n € Np. (2.4.10)

Wir erinnern daran, dass die o-Algebra o (X, . .., X,,) weiter oben unter dem Namen F,, ein-
gefiihrt worden ist. Die Eigenschaft in (2.4.10) bedeutet also, dass sich das Ereignis {7 = n} als
Vereinigung iiber Ereignisse der Form { Xy = g, ..., X,, = i, } darstellen lisst oder — anschaulich
— dass die Tatsache, ob 7 = n gilt, d. h. zur Zeit n gestoppt wird, nur von den Realisierungen von
Xo, ..., Xy (und nicht von zukiinftigen X, 11, Xy4+2,...) abhéngt. Stoppzeiten (oder Stoppre-
geln) sind also solche, fiir deren Anwendung man keiner hellseherischen Féhigkeiten bedarf.

Beispiele fiir Stoppzeiten sind (mit einem Zustand i € E)
e 7 = Zeitpunkt des ersten Besuchs in ¢

o 7 = Zeitpunkt des fiinften Besuchs in .

Abgesehen von Spezialfillen ist aber

o 7 = Zeitpunkt des letzten Besuchs in ¢

keine Stoppzeit, da man ohne hellseherische Féahigkeiten nicht sicher sein kann, dass man nicht
doch noch einmal nach i zuriickkehrt (es sei denn, f; wire Null).

Offensichtlich sind Stoppzeiten eine Verallgemeinerung fester (deterministischer) Zeiten,
d. h. die konstante Abbildung 7 := n € Ny ist eine Stoppzeit. Zur Formulierung der starken
Markoveigenschaft ist es niitzlich, die o-Algebra F, — die sogenannte 7-Vergangenheit — als
natiirliche Verallgemeinerung von F,, im Spezialfall 7 = n zu definieren. Dabei soll ein Ereignis
F in F; liegen genau dann, wenn das Eintreffen oder Nichteintreffen von F' aufgrund der Beob-
achtung Xy, ..., X, erkennbar ist. Wir definieren F, als die Menge der Teilmengen von 2, die
sich als (notwendigerweise abzéhlbare) Vereinigung von Mengen der Form

{w: 7(w) =n, Xo(w) =10,..., Xpn(w) =iy}
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fiir n € Ny, 4,...,i, € E und einer Teilmenge von {w: 7(w) = oo} in F schreiben lassen. Man
beachte, dass insbesondere {w: 7(w) = n} € F; fiir alle n € Ny gilt. Man rechnet leicht nach,
dass F, eine o-Algebra ist.

Satz 2.4.6 (Starke Markoveigenschaft). Sei (X,)nen, eine Markovkette mit Ubergangsmatriz
P und Startverteilung a. Weiter sei T eine Stoppzeit fir (X,)nen,. Dann gilt die starke Marko-
veigenschaft, d. h.

[P(XT+1 =01, Xogk = U | {X = io} NEN {’7’ < OO}) = Digiq - - - Pig_1ip (2411)

fiir alle F € Fr, k € N, ig,...,ip € E, fiir die P{X; =ig} N FN{r <oo})>0.

Beweis. Sei zunidchst F,, € F,, mit den Eigenschaften F,, C {r = n} fir ein n € Ny und
P({X, =1io} N F,) > 0. Dann folgt aus Satz 2.3.11

P(Xrp1 =v1,..., Xoqp = ix [ { X7 =do} N FY)
= P(Xn+1 =101, ..., Xntk =tk | {X = Zo} N Fn) (2412)

= Pigi1 Pivio - - - Pip_1ig-

Fiir beliebiges F' € F; schreibe man

F:U({T:n}ﬂF)U({T:oo}ﬁF). (2.4.13)

n=0

Dann gilt {r = n} N F € F,, nach Definition von F,. Mit Lemma 2.3.2 folgt die Behauptung,
indem man

Bi={r=i}nFn{X; =1} und I ={ieNy: P(B;) >0} (2.4.14)
setzt. O

Bemerkung 2.4.7. Satz 2.4.6 besagt, dass die beiden bedingten endlich dimensionalen Ver-
teilungen der Prozesse (X,ik)ken, gegeben 7 = n, Xo = ig,..., X, = iy und gegeben X, = i,
gleich sind. Mit Satz 1.4.3 sind dann auch ihre Verteilungen gleich.

Beispiel 2.4.8. Wir wollen untersuchen, ob die symmetrische Irrfahrt auf Z¢ rekurrent ist,
genauer, ob die Null ein rekurrenter Zustand ist.

Zunichst behandeln wir den Fall d = 1; wir betrachten allgemeiner die asymmetrische
Irrfahrt auf Z, d.h., mit einem Parameter p € (0,1) und ¢ = 1 — p ist die Ubergangsmatrix
P = (pij)i jez gegeben durch

p, falls j =i+1,
pij =14¢q falsj=1i—1, (2.4.15)

0 sonst.

Es gilt fiir alle n € N

2n
PO(XQn = O) = ( n >pnqn und Po(X2n+1 = O) = O, (2416)
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also

o (h) (20 > (2n)!

— n_n __ PN 0 ¢}

PLIEDS (n>p =Y e (2.4.17)
k=1 n=1 n=1

Wir wollen untersuchen, ob die Reihe konvergiert oder divergiert, um mit Satz 2.4.1 zu entschei-

den, ob 0 rekurrent oder transient ist. Hierzu benutzen wir die bekannte Stirlingformel (Beweis
z.B. in [Fe68] oder [No97])

nl ~ 2m(@)n, (2.4.18)

e
wobei ~ bedeutet, dass der Quotient beider Seiten mit n — oo gegen 1 konvergiert. Somit gilt

(2n)! 5, V2m2n(2n)* e *p"q" _ (4pg)"

nl? 2mn2ntle—2n TN

(2.4.19)

Setzt man dies in die Reihe in (2.4.17) ein, so sieht man, dass sie genau dann divergiert, wenn
4pq = 1ist, d. h. wenn p = ¢ = 1/2 ist. (Man mache sich klar, dass das Ersetzen von asymptotisch
gleichen Ausdriicken an der Konvergenz oder Divergenz der Reihe nichts dndert!) Somit haben
wir gesehen:

e Die eindimensionale symmetrische Irrfahrt ist rekurrent.

e Die eindimensionale asymmetrische Irrfahrt (d.h. mit p # 1/2) ist transient.

Genau genommen miissten wir sagen: Der Zustand 0 ist rekurrent bzw. transient. Es ist aber
offensichtlich, dass wegen der rdumlichen Homogenitdt diese Eigenschaft allen Zustdnden zu-
kommt, was die obige Sprechweise rechtfertigt.

Im Fall d > 2 zeigt eine dhnliche, aber aufwéindigere Rechnung: Die symmetrische Irrfahrt
ist

e rekurrent fiir d = 2,

e transient fiir d > 3.

(vgl. [Fe68, S. 360 f] oder [KT75, S. 67 ff]).

2.5 Klassifikation der Zustinde

Wir kehren nun wieder zu allgemeinen Fragen iiber Markovketten zuriick. Ist bei einer Mar-
kovkette ein Zustand rekurrent, dann ist immer noch die Frage nach der Verteilung der ersten
Riickkehrzeit interessant und dabei speziell die Frage, ob diese Zeit einen endlichen oder un-
endlichen Erwartungswert hat. Da das Nachpriifen von Kriterien fiir Rekurrenz oder auch fiir
die Endlichkeit des Erwartungswertes der Riickkehrzeit mit einem gewissen Aufwand verbunden
ist, stellt sich die Frage, ob man wirklich fiir jeden Zustand einer Markovkette diese Kriterien
getrennt abpriifen muss. Gliicklicherweise ist dies nicht so. Man kann ndmlich die Zusténde ei-
ner Markovkette recht einfach so in Klassen einteilen, dass alle Zustédnde einer Klasse dieselben
Rekurrenzeigenschaften haben. Wir werden dies im Folgenden prézisieren und beweisen.

Im gesamten Rest dieses Kapitels sei E eine endliche oder hochstens abzéhlbar unendliche
Menge, und P = (p;j)i,jer sei eine stochastische Matrix auf E. Mit X = (X})ren, bezeichnen
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wir eine Markovkette auf F mit Ubergangsmatrix P. Die Kette sei auf einem Wahrscheinlich-
keitsraum (2, F,P) definiert. Falls die Markovkette im Zustand i € E startet, schreiben wir P;
statt P.

Fiir einen rekurrenten Zustand j € E sei R,(j ) der (zuféllige) Zeitpunkt der k-ten Riickkehr
in den Zustand j, wobei wir R(()] ) = 0 setzen. Ferner sei T,Ej ) = Rl(j ) _ R,(c{)l fir £ € N die
Zeitdauer zwischen dem (k — 1)-ten und k-ten Besuch in j. Wegen der Rekurrenz von j sind die

Rl(cj ) alle fast sicher endlich und damit die T ,gj ) wohldefiniert. Es ist plausibel, dass bei Start in

j (d.h. unter IP;) die Variablen T; 1(j ), T2(j ), ... wi.v. sind, denn nach der ersten Riickkehr nach j
verhilt sich der Prozess beziiglich seiner Verteilung ja genauso wie am Anfang bei Start in j,

) )

und was nach jo passiert, ist unabhéngig von dem, was vor jo

nun formal.

passierte. Dies beweisen wir

Satz 2.5.1. Wenn j rekurrent ist, dann ist (T,gj))keN eine Folge von u.i.v. Zufallsvariablen auf
(Q, F,Pj).

Beweis. Zunichst zeigen wir, dass jo ), Réj ), ... Stoppzeiten sind. Dann folgt die Behauptung
aus der starken Markoveigenschaft.

Nun gilt

{jo) :TL}:{XI %],,Xn—l 7&]7Xn:j}7

. (2.5.1)
{jo) =n}= {Xn = j, es gibt genau ein k € {1,...,n — 1} mit X} :j},
und so weiter. Diese Ereignisse liegen offensichtlich in o(X7,..., X)), denn ihr Eintreten oder

Nichteintreten kann man aufgrund der Realisierung von X bis X, erkennen. Daher sind jo ), jo )
Stoppzeiten. n

Mit E; bezeichnen wir den Erwartungswert beziiglich P;, d.h. bei Start in j.

Definition 2.5.2. Seien ¢,j € E.

a) Sei j rekurrent. Dann heifit j positiv rekurrent, wenn E;T: 1(j ) < 00 und nullrekurrent, wenn

EjTl(j ) = . (Die Begriffe “positiv” und “null” beziehen sich auf den Kehrwert von EjTl(j ).)
b) Der Zustand j heifit erreichbar von i, und wir schreiben ¢ — j, wenn ein n € N existiert

M) - 0.

mit Dy

c¢) Wenn ¢ — j und j — ¢, dann sagt man, dass ¢ und j kommaunizieren, und wir schreiben
1 7.

d) Der Zustand j heifit absorbierend, wenn aus j — i folgt, dass ¢ = j. Dies ist dquivalent zu
pj; = 1 und zu p§?) =1 fiir alle n € N.

e) Eine nichtleere Menge M C E heifit kommunizierende Klasse, wenn

(i) i <> j fiir alle 4,5 € M,
(ii) wenn i € M, j € F und i — j, dann folgt j € M.

f) Ist j Element einer kommunizierenden Klasse, dann heifit j wesentlich, sonst unwesentlich.

P
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g) Ist E selbst eine kommunizierende Klasse, dann heifit die Markovkette irreduzibel.

Bemerkung 2.5.3. Jeder Zustand j liegt in hochstens einer kommunizierenden Klasse. Der
einzige Kandidat ist offenbar M = {i € E: j — i}.
Man sieht leicht, dass eine Markovkette (oder ihre Ubergangsmatrix P) genau dann irredu-
(n)
- > 0.

zibel ist, falls fiir jedes Paar ¢,j € E ein n € N existiert mit p; ;

Satz 2.5.4. “—7” ist eine Aquivalenzrelation auf der Menge der wesentlichen Zustinde. Die
zugehorigen Aquivalenzklassen sind die kommunizierenden Klassen.

Beweis. “—” ist offensichtlich reflexiv und symmetrisch auf der Menge der wesentlichen Zusténde.
Wir zeigen, dass “«<” auch transitiv ist:

(1)

") > 0 und p;?) > 0. Daher

Es gelte i <» 7 und j <> k. Dann existieren ny,ngs € N mit p ;

gilt

P =N TP = p ) > o, (2.5.2)
leE

d.h. i — k. Ebenso folgt k — i. Die zweite Aussage des Satzes ist klar.

Bemerkung 2.5.5. Fiir unwesentliche Zusténde gilt nicht immer ¢ < 4, z.B. dann nicht,
wenn p;; = 0 fiir alle j € F gilt. Gelegentlich wird auch auf der Menge aller Zusténde eine
Aquivalenzrelation eingefithrt. Um die Reflexivitét i < ¢ auch fiir unwesentliche Zusténde i zu

8-1) > 0 fiir ein n € Ny (statt nur n € N) ist.

Q‘
(3) OO

&) Q‘i

Abbildung 2.5.1: Beispiel einer Markovkette

garantieren, definiert man dann “¢ — 5”7, wenn p

Beispiel 2.5.6. {C}, {G,H}, {D, E, F'} sind kommunizierende Klassen. A und B sind unwe-
sentlich, aber A <+ B. C ist absorbierend.
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Wir zeigen im weiteren, dass Rekurrenz, Transienz, positive Rekurrenz und die noch zu
definierende Periode von Zustdnden Klasseneigenschaften sind, d.h., wenn ¢ und j in derselben
(kommunizierenden) Klasse sind, dann sind beide rekurrent oder beide transient usw.

Satz 2.5.7. Sei i € E rekurrent und i — j, dann gilt j — i und j ist rekurrent.

Beweis. Um j — i zu zeigen, fithren wir einen Widerspruchsbeweis. Angenommen, es gilt nicht
j =i, d.h. p™ = 0 fiir alle n € N. Wihle ng € N mit p\™ > 0. Dann gilt

i ij
= P;({X,, =i nur endlich oft })
> Pi(X'rLo = j:X’no—l-l 7é ivX’no—i-Q 7é i: .- )

> PE;LO)PJ(Xl #i,Xo #1i,...) (253)
= >0,
was ein Widerspruch ist. Also gilt j — 3.
Nun zeigen wir die Rekurrenz von j. Seien r und s € N gewéhlt mit pg-:) > 0 und pl(;) > 0.
Dann gilt p( rnts) > pgz)pg?)pg) fiir jedes n € N. Also folgt
o0
Z (r4n+ts) _pgz p”)Zp“ = 00, (2.5.4)
d.h. j ist rekurrent. O

Korollar 2.5.8. Unwesentliche Zustinde sind transient. Aquivalent: rekurrente Zustinde sind
wesentlich.

Beweis. Sei i rekurrent, und setze C; = {j € E: i — j}. Nach Satz 2.5.7 ist C; eine kommuni-
zierende Klasse, d. h. 7 ist wesentlich. ]

Korollar 2.5.9. Rekurrenz und Transienz sind Klasseneigenschaften.
Beweis. Folgt sofort aus Satz 2.5.7. O

Bemerkung 2.5.10. Es gibt Markovketten ohne wesentliche Zusténde, z. B.: =N, p; ;11 =1
fir ¢ € N, p;; = 0 sonst.

Definition 2.5.11. Sei j € E mit f;; > 0, und sei d die grofite natiirliche Zahl, so dass
}:P ) = kd) + P{(TY) = 00) = 1. (2.5.5)

Dann heif3t d Periode von j. j heifit periodisch, wenn d > 1 und aperiodisch, wenn d = 1 ist.

Beispiel 2.5.12. Bei der eindimensionalen symmetrischen Irrfahrt haben alle Zustéinde Periode
2.

Satz 2.5.13. Wenn i < j, dann sind i und j beide transient oder beide rekurrent und ¢ und j
haben dieselbe Periode. Insbesondere sind Rekurrenz, Transienz und die Periode Klasseneigen-
schaften.
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Beweis. Die erste Aussage folgt aus Satz 2.5.7. Wir zeigen die zweite Aussage: Sei i <« j. Dann
gilt fi; > 0 und f;; > 0, und die Perioden d; bzw. d; von ¢ bzw. j sind daher definiert. Seien
(n2)

n1 und ny € N gewéhlt mit pz(;“) > 0 und Py > 0. Nun ist ny + ny offenbar ein ganzzahliges
Vielfaches von d; und

pyr ) > pliplmplie), (2.5.6)
d. h. pg-?) = 0, wenn n kein Vielfaches von d; ist. Somit gilt d; < d;. Entsprechend folgt d; > d;
und somit d; = d;. O

Bemerkung 2.5.14. Die Tatsache, dass auch die positive Rekurrenz eine Klasseneigenschaft
ist, formulieren wir in Satz 2.6.14.

2.6 Grenzwertsitze und invariante Verteilungen

Wir betrachten zwei Arten von Grenzwertséitzen fiir Markovketten: solche fiir die n-schrittigen
Ubergangswahrscheinlichkeiten und solche fiir die Aufenthaltshiufigkeiten N, (j) im Zustand j
bis zur Zeit n, jeweils fiir n — co. Zun#chst erledigen wir die erste Frage fiir transiente Zusténde.

Satz 2.6.1. Ist j € E transient, dann gilt lim,— o p( "~ fir allei € E.

Beweis. Wenn j € E transient ist, gilt > ° pg J) < oo nach Satz 2.4.1 und daher insbesondere

hmn_,oopg-j) =0.Sei 7 € F und

IO =Xy # G Xt # 5. X = ) (2.6.1)

die Wahrscheinlichkeit, j von ¢ aus nach k Schritten erstmalig zu besuchen. Es gilt >~7 fi(f) =
fi; <1, vergleiche (2.4.1). Sei i # j. Dann gilt

>y Z Zf(f Y Z f;f) = fij Zpﬂ < 0. (2.6.2)
n=1

n=1k=1 nk

Somit gilt lim,, s pz(?) = 0. O
Lemma 2.6.2. Sei C eine aperiodische Klasse, und seien i,j € C. Dann existiert ein ng =

no(i,j) € N, so dass pz(»;b) > 0 fiir alle n > ng gilt.

Beweis. Sei j € C' und A := {n € N: pg-?) > 0}. Da j wesentlich ist, folgt A # (). Wegen der
Aperiodizitit von j folgt die Existenz von r € Nund a4, ...,a, € A, so dass ggT (a1,...,a,) = 1.
Mit dem euklidischen Algorithmus lassen sich ci,...,¢. € Z bestimmen, so dass cia; + - -- +
crap = 1. 8ei s := > _ja,und n = sz +ymitn € N, z € Np, und 0 < y < s. Dann gilt
n = > (x+yer)ag. Sei zo = (s — 1)max{|ci],...,|e|}. Fiir alle n > ng := sxo gilt dann
sk := x + ycg, > 0 fiir alle k£ und

p§7j7') — p]jZk 1 Skak) Hp]skak H(pgj ))sk > 07 (263)
k=1
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(m)

da ai,...,a, € A. Ist i € C, dann existiert m € N, so dass pij >0 und somit

oy 2 o) > 0 (2:6.4)

(n)

fiir alle n > ng, also P > 0 fiir alle n > ng := m + nyg. O

Satz 2.6.3. Sei C eine rekurrente Klasse, i, k € C' und

7 = K, (i WYX, =k, Xn1 #4,..., X1 2 i}) (2.6.5)

n=1

die erwartete Zahl von Besuchen in k vor der Riickkehr nach i bei Start in i. Dann gelten

0< ﬁ,(j) < 0 und TI‘k = ZT( Djk- (2.6.6)
jec
Bemerkung 2.6.4. Schreibt man 7 = (fy))jec als Zeilenvektor und setzt ﬁgi) = 0 fir

j € E\C, so lautet (2.6.6) in Matrixform: 7 = 7 p.

Beweis von Satz 2.6.3. Wir zeigen zuerst die zweite Behauptung in (2.6.6). Man beachte,
(i)

dass 7, = 1 gilt und definiere oo x 0 = 0. Es gilt

o0
ny)pﬂf =3 ) PuXn =4, Xn 1 £, X1 #0)pji + Pik
jec n=1jeC\{i}

) 2.6.7
ZZPi(XnHZk‘,Xn#iv---,Xl#i)+Pi(X1:k’) (267

—(%)

_ﬂ-k’

wobei wir beim vorletzten Gleichheitszeichen die Markov-Eigenschaft benutzt haben.

Nun zeigen wir 0 < 77,(;) < oo fiir kK # i. Wegen der Rekurrenz existiert ein n € N mit

pg) > 0. Nach dem eben Gezeigten gilt 79 = 7P, also auch 7 = 7@ P" fiir alle n € N.
Insbesondere gilt
1=m") =" 7"p\, (2.6.8)
jeC
also folgt ﬁ,(j) < 00, da alle Summanden > 0 sind.

Weiter gibt es ein m € N mit pgzl) > (0 und somit

m) = S m Pl > wOplhn = pi > 0. (2.6.9)
jec

O]

Bemerkung 2.6.5. Satz 2.6.3 dient uns hauptsichlich als Hilfssatz zum Beweis von Grenz-

(4)

wertséitzen, ist aber auch fiir sich genommen interessant. Um die 7, zu berechnen, muss man
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das lineare Gleichungssystem in (2.6.6) mit der Normierungsbedingung ﬁgz) = 1 und Nebenbe-

dingungen 0 < ﬁ,(;) < oo fir k € C losen. Wir werden in Satz 2.6.8 sehen, dass die Losung

eindeutig ist. Man beachte, dass sich (2.6.6) auch durch Simulation (approximativ) losen lisst:

Man simuliere eine Markovkette mit Start in ¢ bis zur ersten Riickkehr nach ¢ und merke sich

die Zahl der Besuche in allen anderen Zustédnden. Dies wiederhole man oft (z. B. 1000 Mal) mit

unabhéngigen Zufallszahlen. Die( 1)\/[ittelwerte der Zahl der Besuche in k& € C iiber die Simulati-
2

onsléufe ist eine Naherung fiir 7,
Man beachte weiterhin, dass

Sl =g (2.6.10)
keC
gilt, insbesondere also ¢ positiv rekurrent ist genau dann, wenn ), ﬁ,(j) < 00.
Definition 2.6.6. Eine Loésung 7w von
m =P, 7= (m)icr € [0,00]%, (2.6.11)

heifit invariantes Maf von P (oder der Markovkette). Gilt zusitzlich ), 7 = 1, dann heifit
w invariantes Wahrscheinlichkeitsmafl oder invariante Verteilung von P.

Bemerkung 2.6.7. (i) Ein invariantes Mafl = # 0 ist ein Linkseigenvektor von P zum FEi-
genwert 1.

(ii) Der Vektor (ﬁ,(;))ke g aus Satz 2.6.3 ist fiir jedes ¢ € C ein invariantes Mafl von P, wenn
man ﬁ,(;) =0 fiir k ¢ C definiert.

(iii) Ist 7 ein invariantes Wahrscheinlichkeitsma$, dann gilt fiir die speziell gewihlte Startver-
teilung a = 7
P(X, =j) = (xnP"); =7}, j€ E,neN. (2.6.12)

Von dieser Eigenschaft her kommt die Bezeichnung “invariant”. Man zeigt leicht, dass
dann automatisch sogar

]P’(X() =10,...,Xp = Zn) Z]P’(Xl = 7;07-~-7Xn+1 = in), n € No,i9,...,i, € F,
(2.6.13)
gilt. Man sagt, (X, )nen, ist ein stationdrer Prozess.

Satz 2.6.8. Ist C eine rekurrente Klasse, dann existiert bis auf konstante Vielfache (€ [0, 0])
genau ein invariantes Maf 7 auf C, genauer: es existiert ein 7 € [0,00)F mit mj, = Zjec TiDjk
fir alle k € C und 7, = 0 fiir alle k € E\ C und 7, > 0 fiir alle k € C und fiir jedes invariante
Maf © mit 7, = 0 fir alle k € E\ C ezistiert ein ¢ € [0,00|, so dass T = cmy, fir alle k € E
gilt (mit der iblichen Konvention co x 0 =0).

Beweis. Die Existenz von 7 folgt aus Satz 2.6.3. Zu zeigen bleibt die Eindeutigkeit. Sei also 7
invariant auf C. Wenn 7 = oo auf C gilt, so ist 7 ein konstantes (ndmlich unendliches) Vielfaches
jedes 7@ also kénnen wir annehmen, dass ein i € C' existiert mit 7; < co. Dann gilt fiir alle
keC

Tk = Zﬁgp]k = TiPik + Z TjPjk = TiPik + Z (mpij + Z lepjlj)pjk

Jjec JEC\{i} JEC\{4} J1€C\{i}

= TiPik + T Z DijPik + Z Z i Dj1iPik = « - - -

jeC\{i} JeC\{z} j1eC\{i}

(2.6.14)
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Also gilt
> Y PiX1 A4 Xo Ay, Xt # 6, X = k) = iy (2.6.15)
m=1
und somit ' ‘
UEDY Dy > > mry py =mm) =m,  neN. (2.6.16)
keC keC

Da zu jedem k € C ein n; € N existiert mit p,(g’“) > 0 und da m; < oo ist, gilt also in (2.6.15)

Gleichheit fiir alle k € C, also ist

me=mE),  keC, (2.6.17)
und somit ist 7 konstantes Vielfaches (nimlich m;-faches) von 7. O

Bemerkung 2.6.9. Aus Satz 2.6.8 folgt insbesondere, dass sich die invarianten MaBe 7 aus
Satz 2.6.3 fiir verschiedene ¢ nur um konstante Vielfache unterscheiden.

Satz 2.6.10. Wenn es eine invariante Verteilung m gibt, dann sind alle j € E mit 7; > 0
rekurrent.

Beweis.
o= m=3 Y mpy = D mfed vy Y opy
n=0 n=0keFE keE\{j} n=0 n=0 (2 6 ]_8)
S ) _ N ()
< (Z ”’f) D_P = 2p
keE n=0 n=0
Also ist j rekurrent nach Satz 2.4.1. O

Korollar 2.6.11. Auf einer transienten Klasse C' gibt es keine invariante Verteilung.

Bemerkung 2.6.12. Es kann aber auf einer transienten Klasse C' durchaus invariante Mafe
geben, wie das Beispiel der asymmetrischen Irrfahrt auf Z zeigt. Hier ist m; = 1, ¢ € Z ein
invariantes Maf}, aber auch m; = (p/q)’, i € Z, d.h. auf transienten Klassen sind nicht notwen-
digerweise alle invarianten Mafle proportional.

Satz 2.6.13. Sei 7 eine invariante Verteilung auf einer (notwendigerweise rekurrenten) Klasse

C. Dann gilt
1
m=—me1, ieC. (2.6.19)
E T}

Beweis. Wegen Satz 2.6.8 ist 7 eindeutig, und wegen Satz 2.6.3 gilt m;, = aﬁg) fiir alle k € C
mit einem festen i € C' und einem o« > 0. Da ), ~ ﬁl(j) = EiTI(Z) und » ;.o mp = 1, folgt
a= (EiTl(Z))_l, und damit die Behauptung. O

Nach diesen Vorbereitungen erhalten wir die folgenden wichtigen Aussagen 2.6.14 bis 2.6.16.

Satz 2.6.14. Sei C' eine rekurrente Klasse. Dann sind dquivalent:
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(i) Es existiert ein i € C, das positiv rekurrent ist.
(ii) Es gibt auf C eine invariante Verteilung.

(111) Alle i € C sind positiv rekurrent.

Insbesondere ist positive Rekurrenz eine Klasseneigenschaft.

Beweis.
(iii)=-(i) Das ist trivial, da C # 0.

i)=(ii) Nach (i) gilt 70 = E;T, ) < 50. Nach Satz 2.6.3 definiert = (E;T N-170 gy
(i)=>(ii) g keC Tk 1 1 k
k€ C und 7 =0 fiir £ € E \ C eine invariante Verteilung .

(ii)=-(iii) Dies folgt unmittelbar aus Satz 2.6.13.

O

Satz 2.6.15. Die Markovkette mit Ubergangsmatriz P sei irreduzibel, aperiodisch und positiv
rekurrent mit (nach Satz 2.6.1/ existierender) invarianter Verteilung w. Dann gilt

lim p\" =m;,  i,j€E. (2.6.20)

n—oo Y

Beweis. Diese Aussage wurde frither (z.B. [Fe68]) rein analytisch bewiesen. Sie besagt insbe-
sondere, dass unter den Voraussetzungen des Satzes die Verteilung von X,, im Grenzwert n — oo
nicht vom Startpunkt Xg = ¢ abhéngt, die Verteilung der Markovkette also unabhéingig vom
Start gegen die Gleichgewichtsverteilung 7 konvergiert. Heute bevorzugt man den folgenden
“stochastischen” Beweis, der zwar kaum kiirzer, aber anschaulicher ist. Die darin verwendete
Kopplungstechnik (coupling technique) findet auch bei anderen Beweisen nutzbringend Anwen-
dung. “Gekoppelt” werden dabei zwei Markovketten mit unterschiedlichem Startpunkt.

Sei W = (Wg)ken, = (Xk, Y )ken, eine Markovkette mit Zustandsraum E x E und Uber-
gangswahrscheinlichkeiten p(; iy (k) = pipj fir alle 4,j,k,1 € E. Mit anderen Worten: Die
Komponenten X = (X}3)x und Y = (¥3) sind unabhingige Markovketten mit derselben Uber-
gangsmatrix P. Wir betrachten einige Eigenschaften von W = (Wp,)y.

(i) Fiir jedes Quadrupel i, j, k, [ existiert nach Lemma 2.6.2 ein ng = no(i, 7, k, 1), so dass
pEZ}),(k,l) = pgg)pg-?) >0, n > ny, (2.6.21)
da P aperiodisch ist. Also ist auch die Markovkette W irreduzibel und aperiodisch.

1 an pritt leicht nach, dass m¢; ,y = mm;, 1,7 € eine Invariante Verteilung m von

M Sft leick h, dass 7 ) . i,j € E eine i . Verteil ~ W
definiert. Also ist nach Satz 2.6.10 die Markovkette (W) rekurrent und nach Satz 2.6.14
sogar positiv rekurrent.

Sei nun ig € E beliebig. Dann gilt wegen (ii) fir i,j5 € F

P(i,j)(Wn == (io,io) u. O.) =1. (Warum?) (2.6.22)
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Sei 7 der erste Zeitpunkt, an dem die Markovkette W den Zustand (i, i) erreicht. Dann gilt
(undefinierte bedingte Wahrscheinlichkeiten setze man Null):

|plk —p]k | = ‘IP’ (.))(Xn =k, 7 <n) + P, (Xn =k | 7> n)P; (T >n)
—Pu Yo =k, 7<n) =P,y (Yo =Fk|7>n)Pq (1> n)‘ (2.6.23)
< P gy (Xn =k, 7 < 0) = P 5y (Yo = k7 < )| + P gy (7 > ).

Fiir n — oo geht P(; j)(7 > n) gegen Null, da P ;)(7 < oo) = 1. Der letzte Ausdruck in
den Betragsstrichen ist fiir alle ¢, 7, k,n identisch Null, wie wir gleich formal zeigen werden.
Anschaulich ist dies klar, denn wenn 7 < n ist, X und Y sich also schon in iy getroffen haben,
dann haben sie danach dieselbe Verteilung.

Nun folgt der formale Beweis.

= Z P(’L,j) (Xn =k | T=1m, Wm — (107Z0))P(Z,j)(7- = m)

(n—m) (2.6.24)
= Z Diyk zg T = m)

= Z Py (Yo =k [ 7= m, Wiy = (i0, i0)) Py (T = m)

wobei wir bei der dritten und vierten Identitét die starke Markoveigenschaft (Satz 2.4.6) ver-
wendet haben.

Wenn wir (2.6.24) in (2.6.23) einsetzen, erhalten wir
: () _ () _
Jim [py” —py/[ = 0. (2.6.25)

Sei nun € > 0 beliebig und Ey C F endlich, so dass ZkeE\Eo i, < €. Dann folgt

-] = ’Zm ) it )‘ < N mlp) - pl| e, (2.6.26)
keE ke Eo
also mit (2.6.25)
limsup |mj — pg.l)\ <e. (2.6.27)
Da ¢ > 0 beliebig war, folgt die Behauptung. O

Wir wollen nun das Analogon von Satz 2.6.15 im nullrekurrenten Fall zeigen.

Satz 2.6.16. Die Markovkette mit Ubergangsmatriz P sei irreduzibel, aperiodisch und nullre-
kurrent. Dann gilt

lim p™ =0, i,jeE. (2.6.28)

n—oo Z‘j
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Beweis. Wie im Beweis von Satz 2.6.15 definieren wir die Markovkette W, die wie in Satz 2.6.15
irreduzibel und aperiodisch ist. Wir unterscheiden zwei Félle je nachdem ob W transient oder
rekurrent ist (beides ist moglich):

Falls W transient ist, gilt fiir 4, 7 € E nach Satz 2.6.1: (])E;-L))2 = pgbz) G 0 fiir n — oo,
also folgt die Behauptung.
Falls W rekurrent ist, dann definieren wir 7 wie im Beweis von Satz 2.6.15, woraus (2.6.25)

g}) > 0. Dann
existiert eine Teilfolge (1, ), S0 dass lim,, p(n’") =a. Wegen ), p ﬁ,(;) = E;T1 = oo existiert

eine endliche Menge M C E mit ), ,, 7rk) > 27r§) Wiéhle mg so grof}, dass \pggm) —al < a/2

fiir alle m > mp und k € M (benutze (2.6.25)). Dann gilt fir m > myg

) =N wpem) > Z*“ >, (2.6.29)

keE keM

folgt. Angenommen, es giibe ein Paar (i,j) € E x E, so dass « := limsup,, ., p

was unmoglich ist. ]

Bemerkung 2.6.17. Natiirlich kann man die Sétze 2.6.15 und 2.6.16 auch fiir nicht irreduzible
Markovketten formulieren, wenn man annimmt, dass ¢,j in einer aperiodischen positiv bzw.
nullrekurrenten Klasse liegen.

Wir wollen nun noch sehen, was man im periodischen Fall sagen kann und gleichzeitig die
wichtigsten Resultate der Sitze 2.6.1 bis 2.6.16 zusammenfassen.

Satz 2.6.18. a) Ist j € E aperiodisch und positiv rekurrent, so gilt

lim p;) = E T(J = fymj, i€E, (2.6.30)

wobei w die auf der Klasse von j konzentrierte invariante Verteilung ist.
b) Ist j € E nullrekurrent, so gilt lim,, pﬁ?) =0 fir allei € E.

c) Ist j € E positiv rekurrent mit Periode d > 1, dann gilt

= 7;d, (2.6.31)

wobei w die auf der Klasse von j konzentrierte invariante Verteilung ist.
d) Ist j € E transient, so gilt lim, pz(.;l) =0 fir allei € F.

e) (Verallgemeinerung von c¢)). Ist j € E positiv rekurrent mit Periode d > 1, dann gilt

. (nd+r) . d *,7
nlgrolopij E, T( )fw =mid f;j (2.6.32)

wobei r € {1,...,d} und f;;r =y derr).

Beweis.
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a) Ist ¢ in derselben Klasse wie j, so ist f;; = 1, und die Behauptung folgt aus Satz 2.6.15
und Satz 2.6.13. Anderenfalls gilt (mit fz(f) aus Satz 2.6.1):

n

p =37 P, (2.6.33)
k=1

Wegen 1 > pg-?_k) — (I["EjTl(j))*1 =mund ) o, fi(f) = f;; folgt die Behauptung allgemein.
(Man beachte, dass hier die Vertauschung von lim und unendlicher Summation zuléssig
ist.)

b) Wir zeigen zunéchst lim,,_,o pg.?) = 0. Im aperiodischen Fall folgt dies aus Satz 2.6.16. Im

periodischen Fall mit Periode d ist die Markovkette (Xg,), aperiodisch und j ebenfalls
nullrekurrent, also lim;,, . p(.nd)

Jj
pg.;”) = 0, also ist lim,,_, p('n)

) JJj
m = (B;T7)~1 = 0).

= 0. Wenn m kein ganzzahliges Vielfaches von d ist, gilt

= 0. Fiir i # j folgt die Behauptung dann wie in a) (mit

c¢) Folgt analog zum periodischen Fall in b). Dabei beachte man, dass (Xg,), ebenfalls die
invariante Verteilung 7 hat und die erwartete Riickkehrzeit von (Xg,), nach ¢ gleich 1/d
mal derjenigen von (X)), ist.

d) Dies ist Satz 2.6.1.

e) Einfache Verallgemeinerung von c).

Wir formulieren noch zwei einfache Folgerungen.

Korollar 2.6.19. a) Jede Markovkette auf einem endlichen Zustandsraum E hat mindestens
einen positiv rekurrenten Zustand.

b) Jede endliche Klasse C' ist positiv rekurrent.

Beweis.

a) Wire dies nicht so, dann gilte lim,, p(m = 0 fiir alle 4, j € FE nach Satz 2.6.18b) und

ij
d), was aber wegen 1 = ZjeEpgl) — 0 unmoglich ist.

b) folgt ebenso (ersetze oben E durch C).

Die folgende Aussage folgt unschwer aus Satz 2.6.18.

Satz 2.6.20. a) Es existiert eine eindeutige invariante Verteilung genau dann, wenn es ge-
nau etne positiv rekurrente Klasse gibt.

(n)

b) Es existiert ein m € [0,00)" mit Y icp ™ = 1 und lim, pi;l =m; fir allei,j € E genau
dann, wenn es genau eine aperiodische positiv rekurrente Klasse C' gibt und f;; = 1 fiir
allei € B, j € C gilt.
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Beweis. Ubungsaufgabe. O

Ohne Beweis prisentieren wir noch zwei sogenannte “starke” Grenzwertséitze, die fast si-
chere Aussagen iiber das Verhalten fiir n — oo machen. Wir erinnern daran, dass N,(j) =
Y o { X}, = j} die Zahl der Besuche im Zustand j bis zum Zeitpunkt n bezeichnet.

Satz 2.6.21. Sei C' eine rekurrente Klasse, ﬁ,(j) fir i,k € C wie in Satz 2.6.3 und Ny(j) die
Anzahl der Besuche der Markovkette (Xj)k=1,..n in j. Dann gilt

. =(1)
NET Nn(]) _ 7rj _ A
P; (nan;O No(h) 711(;)> =1 i,5,k € C. (2.6.34)

Beweis. [Br68, S. 143 f]. O

Satz 2.6.22. Sei C eine positiv rekurrente Klasse und © € [0,00)F die zugehirige invariante
Verteilung, d. h. die eindeutige Losung von

T =nP, d omi=1, =0, jE€E\C. (2.6.35)
e’

Weiter gelte fiir ein f: E — R:

D Gl < oo (2.6.36)
jeC
Dann gilt
P, (nhl%o % Sorx) =3 f(j)ﬂ'j> =1, ieC. (2.6.37)
k=1 JEE

Beweis. Dies ist ein Spezialfall des Ergodensatzes fiir stationdre Prozesse (siehe z.B. [Br68,
S. 118 ff]). O

Bemerkung 2.6.23. Wihlt man speziell f(k) = d;;, fir ein j € C, dann folgt

Nn(y .
]Py-( lim W) _ wj) -1, ieC. (2.6.38)

n— oo n

2.7 Beispiele

Beispiel 2.7.1. Ist die symmetrische Irrfahrt auf Z (siehe Beispiel 2.2.1) positiv rekurrent?

Es gilt p(()%n) ~ (7m)*1/2 nach Satz 2.4.8. Da pé%n_l) = 0 fir alle n € N ist, gilt also

limy,— 00 p(()g) = 0. Da 0 ein rekurrenter Zustand ist, folgt nach Satz 2.6.18c), dass 0 nullrekurrent
sein muss. Da die symmetrische Irrfahrt irreduzibel ist, ist sie (oder Z) nullrekurrent. Alternativ
folgt die Nullrekurrenz aus Satz 2.6.14 und der Tatsache, dass 7 definiert als m; = 1 fiir alle
it € Z ein unendliches invariantes Mafl der Kette ist.

Beispiel 2.7.2 ((s, S)-Lagerhaltungsmodell, Fortsetzung von Beispiel 2.2.7). Betrachte zunfichst

Y,, := Lagerinhalt am Morgen des Tages n. (2.7.1)
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Wir nehmen an, dass P(X; > 0) > 0 gilt.

Die Menge C := {j € {s,...,5}: S — j} ist eine kommunizierende Klasse, die den Zustand
S enthélt. Sie ist endlich und daher nach Korollar 2.6.19 positiv rekurrent. Alle anderen Zusténde
(sofern vorhanden) sind unwesentlich und damit transient. C' kann periodisch oder aperiodisch
sein; dies hangt von der Verteilung von X ab. Es gilt offensichtlich f;; = 1 fiir allei € {s,..., S},
j € C. Die Markovkette (Z,,), mit

Zy, := Lagerinhalt am Abend des Tages n (2.7.2)

besteht ebenfalls aus einer positiv rekurrenten Klasse C und eventuell weiteren unwesentlichen
Zustédnden. Man kann zeigen, dass auch hier f;; = 1 fiir alle j € C und alle i € {5, -1,...}
gilt.

Wir betrachten nun die durchschnittlichen Kosten pro Tag,

1 n
K™ = =% Kost Tag k 2.7.3
- ; osten am Tag k, ( )

und stellen die Frage, ob K™ konvergiert, und wenn ja, wogegen.
Wie in Beispiel 2.2.7 erldutert wurde, kann man die Kosten aufspalten wie folgt:

KM —

S

ST (Kplis 10, y(Z0) + F1(Y) + fao(Z7) + f3(5)), (2.7.4)
k=1

wobei die vier Summanden die Bestellkosten, die Lagerhaltungskosten, die Kosten fiir nichtbe-
fristete Nachfrage und die Lagerinvestitions- und Mietkosten modellieren.

Seien 7(%) bzw. 7Y) die (eindeutigen) invarianten Verteilungen der Markovketten (Zj)
bzw. (Yy)r. Nach Satz 2.6.22 gelten die drei Grenzwertaussagen

n s—1
1
EZKBH{S—I,S—Z,...}(Z]C) — Kp Y w7, (2.7.5)
k=1 j=—00
1< S v
ngl(Yk) — Zf1(j)7rj(- ), (2.7.6)
k=1 j=s
1 — ! p
~Y hZ) — )] fo(=)m$? (2.7.7)

jeweils mit Wahrscheinlichkeit 1, wobei wir bei der letzten Konvergenz annehmen, dass die rechte
Seite endlich ist (ansonsten wiirden bei nichtnegativem fy die durchschnittlichen Kosten gegen
unendlich konvergieren). Genaugenommen gelten die Grenzwertaussagen zunéchst nur unter der
Voraussetzung, dass man in den positiv rekurrenten Klassen von (Y,,), und (Z,), startet. Man
kann aber leicht einsehen, dass diese Zusatzvoraussetzung nicht notig ist.

Somit haben wir gezeigt, dass die durchschnittlichen Kosten pro Tag fiir n — oo einen deter-
ministischen Grenzwert haben. Dieser ldsst sich durch zwei invariante Verteilungen ausdriicken,
die sich wiederum als Losung von zwei linearen Gleichungssystemen berechnen lassen. Dieser
Grenzwert der Kosten hingt noch (auf im allgemeinen komplizierte Weise) von s und S ab. In
vielen Fillen ist es interessant, diese Funktion beziiglich s und S zu minimieren. Wir gehen auf
dieses Problem nicht n&her ein.
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In vielen Fillen diirfte die (auf einem Rechner in der Regel schnelle) Auswertung der Grenz-
funktion an z. B. 100 Wertepaaren (s, .S) bereits einen guten Uberblick iiber verniinftige Wahlen
von s und S liefern.

Beispiel 2.7.3 (M/G/1-Warteschlange). Sei X (¢) die Anzahl der Kunden im System zur Zeit
t > 0 bei einer M/G/1-Warteschlange. Der stochastische Prozess (X (t)):>0 hat in der Regel nicht
die Markoveigenschaft (nur dann, wenn auch die Bedienungszeiten exponentialverteilt und damit
gedéchtnislos sind). Wenn aber 71 < 75 < ... die (zufilligen) Zeitpunkte sind, an denen die Be-
dienungszeit eines Kunden endet, dann definiert Y,, := X (7,+), n € N, eine Markovkette (Y,)n,
da die Zwischenankunftszeiten gedéchtnislos sind. Dabei definieren wir X (7,+) = limg,, X (s).
Man bezeichnet (Y;,), als eine in (X (t))i>0 eingebettete Markovkette.

Sei G die Verteilungsfunktion der Bedienungszeit. Wir nehmen an, dass G(0) = 0 ist
und der Erwartungswert v der Bedienungszeit endlich ist. Den Parameter der (exponential-
verteilten) Zwischenankunftszeiten nennen wir A. Der Zustandsraum von (Y,),, ist offenbar Np.
Wir berechnen zunichst die Ubergangsmatrix P von (Yy,),. Danach beschiftigen wir uns mit
der Frage, ob die Markovkette positiv rekurrent ist. Diese Eigenschaft ist sicher wiinschens-
wert, da nach Satz 2.6.18 ansonsten die Warteschlange “explodiert” in dem Sinn, dass z.B.
limy, o P(Y;, < 1010) = 0 gilt.

Wir bestimmen nun p;; fiir 4,5 € Ny. Sei Yy die Zahl der Kunden, die am Ende einer
Bedienungszeit noch im System sind. Den néchsten Kunden, der bedient wird, bezeichnen wir
mit der Nummer 1 usw. Sei zunédchst ¢ > 1 und K die Zahl der Kunden, die wihrend der
Bedienungszeit B des ersten Kunden eintreffen. Dann gilt

pij =PY1=j|Yo=1)
—P(K =j—i+1]|Yy=1)

2.7.8
{fooo]P’i(K:j—iJrl|B:x)dG(x), falls j —i+1 >0, (2.78)
0

sonst.
Wir berechnen nun den Integranden: Im Fall j —¢+ 1 > 0 gilt
P(K=j—i+1|B=x)=P(K>j—i+1|B=x)-P(K>j—i+2|B=uxz). (2.79)

Die Wahrscheinlichkeit, dass innerhalb der Zeit x mindestens k Kunden eintreffen, ist gleich
der Wahrscheinlichkeit, dass die Summe von k& unabhéngigen Exp(\)-verteilten Zufallsvariablen
einen Wert kleiner oder gleich x annimmt. Diese ist gegeben durch
T )\kyk—l Y
P(K>k|B=x)= / e dy, ke N. (2.7.10)
o (k—1)!

Setzt man dies mit k = j —i+ 1 bzw. k = j —i+ 2 in (2.7.9) ein, so ergibt sich

T \j—itl i T \J—it2, it
P(K=j—i+1B=2x)= / A Y / MY ey (2.7.11)
o (=9 o (—i+1)!
Indem man das erste Integral partiell integriert, sieht man, dass die rechte Seite von (2.7.11)
gleich (A\z)?~"*le=?*/(j — i + 1)! ist. Die Zahl der im Zeitraum 2 ankommenden Kunden ist
daher Poisson-verteilt mit Parameter Az. Somit gilt fir¢ > 1und j —i+1 > 0:

o e (A.’L’)jii‘i‘l o



VERSION FEBRUAR 2011 39

Weiter gilt (wie man leicht einsieht) po; = P(K = j) = p1;. Mit der Abkiirzung

(Az)"

" e M dG(x), r € N, (2.7.13)

folgt
ch €1 C2 C3 (4
Ch €1 C2 C3 (4
0 Co C1 C9 c3 ...
P=/ij)igena = 0 0 ¢ ¢ co ... (2.7.14)
0 0 0 (&) C1

Offenbar sind alle ¢, positiv. Daher ist die Markovkette irreduzibel und aperiodisch. Fiir die
positive Rekurrenz der Markovkette ist nach Satz 2.6.14 notwendig und hinreichend, dass eine
invariante Verteilung existiert (die dann nach Satz 2.6.8 automatisch eindeutig ist).

Zur Abkiirzung definieren wir

= ¢=PK=>it+l), icN. (2.7.15)
j=i+1

Dann gilt

e ) o0 [ Azt e e
EK = chi = Zz/o (i!)e AT AG(z) = /0 A dG(z) = Av =: p. (2.7.16)
i=0 i=0

und
(o] (o)
Y e=> P(K>i+1)=EK =p. (2.7.17)
=0 =0
Alternativ kann man EK auch durch die Formel
o0
EK = 121%1 %E(z) mit  ¢(z) = z; izt (2.7.18)

(vgl. WT I) berechnen.

Die Zahl p heifit Verkehrsdichte der Warteschlange. Wegen v < oo ist sie endlich. Grofie
Werte von p entstehen durch groe A, d. h. durch kurze mittlere Kundenabsténde 1/\ oder durch
langsame Bedienung (grofle v/). Es ist daher zu erwarten, dass grofie p zu langen Warteschlangen
fiihren. Wir werden gleich sehen, dass der Wert p = 1 kritisch ist in dem Sinne, dass fiir kleinere
Werte die Markovkette positiv rekurrent ist und fiir gréflere nicht. Dies ist nicht verwunder-
lich, denn p = 1 bedeutet gerade, dass die erwartete Bedienungszeit v gleich der erwarteten
Zwischenankunftszeit A\~! ist.

Um dies alles zu zeigen, 16sen wir das lineare Gleichungssystem m = wP. Schreibt man die
einzelnen Gleichungen untereinander und addiert die ersten k fiir alle £ € N, dann erhilt man
das dquivalente Gleichungssystem

micy = ToCo
ToCy = ToC1 + T1C1 (2.7.19)

m3Cop = TC2 + TW1C2 + T2C1
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Wenn nun )2 m; = 1 ist, dann kann man alle Gleichungen addieren und erhilt

(1 - WQ)CQ = mop + Zﬂi Zéj = Top + (1 — Wo)(p — 50). (2.7.20)
=1 =1

Auflésen nach 7y ergibt mp = co — p+ ¢ = 1 — p. Durch sukzessives Einsetzen in (2.7.19) erhilt
man rekursiv alle m; fiir ¢ € N. Offenbar muss p < 1 sein, damit eine invariante Verteilung
existiert, denn sonst wire my < 0. Also ist die Markovkette im Fall p > 1 nicht positiv rekurrent.
Sei umgekehrt 0 < p < 1. Setzt man my = 1 — p und berechnet die m; aus (2.7.19) rekursiv, dann
sind offenbar alle m; positiv. Da (2.7.19) dquivalent zu m = 7P ist, bleibt nur zu zeigen, dass
Yoicom = 1 ist. Setzt man s, = Ele m; und addiert die ersten k Gleichungen von (2.7.19),
dann erhélt man

=0 =t A (2.7.21)

Hieraus folgt
1—
2(p—sp1), (2.7.22)

co

woraus sx_1 < p fiir alle k& und somit die Endlichkeit von ) >°, m; folgt. Falls > >° m; # 1 ist,
normiert man die 7; so, dass die Summe 1 ist, und sieht wie vorher, dass das normierte my gleich

1 —pist. D.h. es gilt > 7%y 7 =1 (man musste also gar nicht normieren!). Dies zeigt, dass die
Markovkette im Fall p < 1 positiv rekurrent ist.

0<mp=8k—8k1=<

Wir werden nun noch eine Formel fiir die erzeugende Funktion von 7 im Fall p < 1 herleiten
und damit den Erwartungswert der Verteilung 7 berechnen. Seien

o [o.¢]
m(z) = Zmzi, c(z) = Zcizi, fiir z € C. (2.7.23)
i=0 i=0

Beide Reihen konvergieren fiir alle |z| < 1 absolut. Multipliziert man die i-te Gleichung von
7 = mP mit z' und summiert iiber i € Ny, so erhilt man fiir 0 < |z| < 1 die Beziechung

T(z) = (2)(mo + m + Moz + M3t +...) = /C\(ZZ)(W()Z — 7o + 7(2)). (2.7.24)

Lost man die Gleichung nach 7(z) auf, dann erhélt man

cz)mo(z —1) _ (1 —p)(z —1)c(z)

z—1¢(z) z—1¢(z)

7(z) = (2.7.25)
Diese Gleichung gilt fiir alle z € C mit 0 < |z| < 1, denn aus p < 1 folgt z # ¢(2) fiir 0 < |z < 1
aus (2.7.24) und fiir z = 0 folgt die Gleichung, da beide Seiten stetig in z = 0 sind. Die Formel
n (2.7.25) ist als Pollaczek-Khintchin-Formel bekannt. Aus ihr lassen sich durch mehrfache
Differentiation nach z und Auswerten fiir z = 0 die 7; (etwas miihsam) berechnen. Einfacher
ist die Berechnung des Erwartungswertes L von 7 (die mittlere Warteschlangenléinge am Ende
einer Bedienungszeit):

L= Z im; = hm — Z 72" = lim —ﬂ(z) (2.7.26)
=0

le le
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Nunist fir0 < 2z <1

d g 2R + (2~ DE(2)) — (2~ De(z) (1 - 7(2)
LT =01-p) G , (2.7.27)

wobei ¢(z) als %/c\(z) zu verstehen ist. Nun konvergieren Z&hler und Nenner fiir z T 1 gegen
Null. Wendet man zweimal die Regel von De I’'Hopital an, so erhélt man

LA ) e
wobei -
o? :/ t2dG(t) — v? (2.7.29)
0

die Varianz der Bedienungszeit ist, denn

() = Ooc'ii— 2= 3 ooii— ()\xz)ief)‘x z) = 22 - x)2e ATz x
() =3 eiili— 1) Z/O (i-1) A6 (x) /Om 4G (x)

il

=2
(2.7.30)
also ~
a'(1) = )\2/ 22 dG(z) = N’EB? = A\?(v% 4 0?). (2.7.31)
0
Im Fall 02 = oo (aber v < 0o und p < 1) existiert zwar eine invariante Verteilung r, ihr

Erwartungswert ist aber unendlich.

Bemerkung 2.7.4. Mit denselben Methoden kann man auch die mittlere Wartezeit eines Kun-
den berechnen. Es erscheint plausibel (und ist richtig), dass die mittlere Zeit W, die ein Kunde
(wartend oder bedient werdend) im System verbringt, gleich L/X ist, denn wenn Kunden im
durchschnittlichen Abstand 1/\ eintreffen und die Durchschnittszeit L/\ bleiben, dann sind
im Mittel gerade L Kunden im System. Fiir weitere Diskussionen hierzu verweisen wir auf die
Literatur, z. B. [HS82, S. 251] oder [KT81, S. 502 ff].

Beispiel 2.7.5 (Verzweigungsprozesse). Wir nehmen an, dass zur Zeit n = 0 ein Individuum
existiert, das mit Wahrscheinlichkeiten p; genau k € Ny Nachkommen produziert. Jeder der
Nachkommen produziert wieder unabhéngig voneinander Nachkommen mit derselben Verteilung
usw. Anwendungsbeispiele sind Zellteilungsvorgénge, die Ausbreitung von Familiennamen usw.
Sei S, die Zahl der Individuen in der n-ten Generation. Offenbar ist (S, )nen, eine Markovkette
mit Zustandsraum Ny und Startwert 1. Ein solcher Prozess heifit Galton- Watson-Prozess.

Wir interessieren uns zunéchst fiir die Wahrscheinlichkeit, dass die Population irgendwann
ausstirbt. Wir setzen fiir n € Ny

dp, :=P(S, =0) und Gn(2) = Z ZFP(S, = k) = Ez5". (2.7.32)
k=0

Wir nummerieren die Individuen der ersten Generation mit ¢ = 1 bis 57 durch und bezeichnen
die Zahl der Nachkommen des i-ten Individuums der ersten Generation in der n-ten Generation
mit Sf(le. Das Baugesetz des Verzweigungsprozesses kann mit der Formel

Sa=> 8", (2.7.33)
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beschrieben werden. Im Folgenden schreiben wir kurz G statt @1. Nun folgt (vgl. WT I)

@n(z) —E" =& 151155:)1 —ZE( i=1n_ 1

k
(H S0

=1

N k)pk (2.7.34)

(EZS"*I)kpk

(2);

wobei beim fiinften Gleichheitszeichen die Unabhéingigkeit der Nachkommensanzahlen verschie-
dener Individuen verwendet wurde. Nun ist

,\*Mg ||M8

~

dp = Gp(0) = G(Gp-1(0)) = G(dn—1), neN, und dy=0. (2.7.35)

Mit anderen Worten, die Folge (d,,), entsteht durch Iteration der Funktion G mit Startwert
Null.

Im Fall pg = 0 folgt d, = 0 fiir alle n € Ny, d.h., die Population kann nicht aussterben.
Im Fall pg = 1 gilt dagegen d,, = 1 fiir alle n € N. Betrachten wir nun den interessanten Fall
0 < pg < 1. Offenbar ist die Folge (d,,)nen monoton nicht fallend und durch 1 beschrénkt. Der
Grenzwert d ist die Wahrscheinlichkeit, dass die Population irgendwann ausstirbt. Da G stetig
auf [0,1] ist, folgt d = G(d), d.h. d ist ein Fizpunkt von G. Nun ist die Funktion G = G1
offensichtlich konvex — im Fall pg + p; < 1 sogar strikt konvex — und monoton nichtfallend auf
[0,1], und es gelten 0 < py = G(0) und G(1) = 1. Daher hat G aufler dem Wert 1 hochstens
einen weiteren Fixpunkt in [0, 1]. Dies ist genau dann der Fall, wenn v = G’(1) > 1 ist (eventuell
auch 00), d.h., wenn die erwartete Zahl n von Nachkommen gréfler als 1 ist.

G(Z) G(Z)
1 A 1 F

Y
N

v>1 v<i

Abbildung 2.7.1: Erzeugende Funktion der Nachkommenverteilung

Ist also v < 1, dann folgt d = 1, d. h. die Population stirbt mit Sicherheit irgendwann aus.
Im Fall v > 1 bleibt zu untersuchen, ob d = 1 ist oder ob d die eindeutige Losung von G(z) = x
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mit z < 1 ist. Wir zeigen, dass Letzteres der Fall ist. Aus dem linken Bild erkennt man dies
leicht: Offenbar gilt d,, < 1 fiir alle n € N (Induktion). Wenn lim,, .~ d,, = 1 wire, dann géibe es
ein n mit z < d,, < 1 fiir alle geniigend grofien n und somit d,+1 = G(d,) < d,, was falsch ist.
Also muss die Folge (dy,), gegen die Losung = € [0,1) von G(x) = = mit konvergieren. Damit
haben wir den folgenden Satz gezeigt.

Satz 2.7.6. Seiv =372 jp; € [0,00] die erwartete Anzahl von Nachkommen. Wenn 0 < py <
lundv <1, dann gilt d = 1. Wenn 0 < pg <1 und v > 1, dann ist d die eindeutige Lésung
x € (0,1) von G(x) = x. Wenn po =0, dann ist d = 0.

Es ist interessant, die Verteilung der Grofle C' der gesamten Nachkommenschaft zu bestim-
men. Sei C, := 1+51+---+9, fiir n € Ny die Zahl aller Individuen bis zur n-ten Generation und
C’,(Ql die Grofle der gesamten Nachkommenschaft des i-ten Individuums der ersten Generation
(es selbst eingeschlossen) bis zur n-ten Generation. Weiter sei

H,(2) = i FP(C, = k) (2.7.36)
k=0

die erzeugende Funktion von C),. Dann gilt fiir 0 < z < 1

ﬁn(z) =E:“ = EzlJrZiS:ll oy = iE(zHZ?—l o S = k:)pk
. h=0 (2.7.37)
=z Zpk (ﬁn,l(z))k = zG(ﬁn,l(z)).
k=0
Es gilt fiir 0 <z <1 und n € Ny
Hpp1(z) = B2 < B2 = H,(2) (2.7.38)

Da fiir 0 < z < 1 die Folge (Hy,(z)), fallend und durch Null nach unten beschrénkt ist, besitzt
sie einen Grenzwert H(z). Aus der Stetigkeit von G folgt

H(z) = 2G(H(2)). (2.7.39)

Diese Fixpunktgleichung hat fiir alle 0 < z < 1 eine eindeutige Losung in [0, 1] (auch z.B. im
Fall p; = 1). Wir zeigen, dass (wie zu erwarten)

H(z) = ip(c = k)2* (2.7.40)
k=0

gilt, wenn C' = lim,,_, o, C), ist. (Dieser Grenzwert existiert wegen der Monotonie der Folge (C ),
ist aber eventuell co.) Es gilt fiir k € Ny, (aber nicht unbedingt fiir £ = oo!)

lim P(C,, = k) = P(C = k) (2.7.41)

n—oo

(man zeige dies!). Aus dem Konvergenzsatz fiir erzeugende Funktionen (WT I) folgt (2.7.40).

Wir kénnen H (z) durch (2.7.40) auch fiir z = 1 definieren. Dann ist H(1) = P(C < o0) =d.
Man beachte, dass im Fall d < 1 zwar lim,, . H,(1) = 1 existiert, aber ungleich H(1) ist.

Wir fassen noch einmal zusammen:
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Satz 2.7.7. H(z) ist fir 0 < z < 1 die eindeutige Lisung von = = 2G(x). Weiter gilt d =
H(1) =P(C < o0).

Korollar 2.7.8. Wenn v < 1, dann gilt

, (2.7.42)
wobei die rechte Seite im Fall v =1 als co zu lesen ist.

Beweis. Im Fall pyg = 0 ist C' = co und v = 1 und damit die Behauptung klar. Sei also py > 0.
Dann folgt P(C' < 00) =1, und fiir 0 < z < 1 gilt

‘iﬁ (2) = %(zG(fI(z))) — GH(2)) + zaf(ﬁ(z))%(z). (2.7.43)
Auflésen nach %(z) liefert
—imﬁz = lim G(ﬁ( ) = 1
BC = lim () =i SR = (2.7.44)

O]

Bemerkung 2.7.9. Alternativ kann man Korollar 2.7.8 wie folgt zeigen: differenziert man die
linke und rechte Seite von Gleichung (2.7.34) nach z und bildet beidseitig den Grenzwert z T 1,
so folgt ES,, = vES,,—1 und wegen ESy; = 1 per vollstdndiger Induktion ES, = v" fiir alle
n € Ng. Im Fall v < 1 folgt also

EC — iESn _ i o L (2.7.45)
n=0 n=0

1—v

Beispiel 2.7.10 (M/G/1- Warteschlange als Verzweigungsprozess). Wenn ein Kunde bei einer
M/G/1-Warteschlange das leere System betritt, so wird er als Stammvater eines Verzweigungs-
prozesses angesehen. Die Nachkommen eines Kunden sind die Kunden, die widhrend seiner Be-
dienungszeit eintreffen. Die Ged#chtnislosigkeit der Zwischenankunftszeiten garantiert, dass die
Nachkommenzahlen unabhéngig sind. Die erwartete Zahl von Nachkommen ist die Verkehrs-
dichte p. Also stirbt der Prozess fiir p < 1 mit Wahrscheinlichkeit 1 aus, fiir p > 1 dagegen mit
geringerer Wahrscheinlichkeit. Dies bedeutet, dass die in Satz 2.7.3 betrachtete Markovkette
(Yo )nen, im Fall p <1 rekurrent und im Fall p > 1 transient ist. Zusammen mit dem Ergebnis
aus Satz 2.7.3 sehen wir, dass die Markovkette positiv rekurrent bzw. nullrekurrent bzw. tran-
sient ist, je nachdem, ob p < 1, p =1 oder p > 1 ist. Im Fall p < 1 ist (1 — p)~! die erwartete
Zahl der in einer Bedienungsperiode (busy period) bedienten Kunden.

Bemerkung 2.7.11. Mit &hnlichen Methoden kann man auch die Verteilung der Linge der
Bedienungsperiode berechnen [HS82, S. 198 ff].

Wir erwdhnen noch ein Paradoxon der Warteschlangentheorie.
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Beispiel 2.7.12 (Ein Paradoxon). Es seien p < 1, L die erwartete Warteschlangenlédnge (nach-
dem ein Kunde bedient wurde), K = (1—p)~! die erwartete Zahl der in einer Bedienungsperiode
bedienten Kunden und 0 < 02 < oo die Varianz der Bedienungszeit. Dann gilt

L <00, K <oo, falls 0% < o0,
L=00,K <00, falls o?= 0. (2.7.46)
Dies scheint im Widerspruch zu der folgenden Uberlegung zu stehen: Seien p < 1 und o? = oo.
Dann gilt offenbar im Gleichgewicht EY,, = L = oo, aber

Y, < Anzahl der in der zugehoérigen Bedienungsperiode bedienten Kunden. (2.7.47)

Bildet man beidseitig Erwartungswerte, so steht aber links L = oo und rechts K < oo, was
offenbar nicht sein kann. Wo liegt der Fehlschluss?

2.8 Kartenmischen

In diesem Abschnitt beschéftigt uns die folgende Frage: gegeben sei ein perfekt geordneter Kar-
tenstapel mit N Spielkarten (nummeriert von 1 bis N). Nun wird das Blatt mit einem noch
festzulegenden Verfahren n Mischungsschritten unterworfen. Wie grofl muss n im Vergleich zu
N gewihlt werden, damit das Blatt am Ende gut gemischt ist? Zunéchst préizisieren wir, was
wir unter “gut gemischt” verstehen wollen. Vor und nach jedem Mischungsschritt ist die Rei-
henfolge der Karten durch eine Permutation von N Elementen beschrieben, also einem Element
der Permutationsgruppe Sy. Da die Mischungsschritte zuféllig sind, haben wir also bei spezifi-
ziertem Mischverfahren nach n Schritten eine Wahrscheinlichkeitsverteilung u,, auf Sy gegeben.
Vor dem ersten Mischungsschritt ist die Verteilung ein Punktmafl auf der Identitét e von Sy.
Perfekt gemischt ist das Blatt dann, wenn p,, die Gleichverteilung m auf Sy ist. Da wir kaum
darauf hoffen kénnen, dass das Blatt nach einer festen Anzahl von Schritten perfekt gemischt
ist, begniigen wir uns damit, dass die Wahrscheinlichkeitsmafle u,, und m nah beieinander lie-
gen. Dazu brauchen wir einen Abstandsbegriff fiir Wahrscheinlichkeitsmafie auf einer endlichen
Menge. Ein geeigneter Abstandsbegriff ist die Totalvariation.

Definition 2.8.1. Seien p und v Wahrscheinlichkeitsmafle auf der endlichen Menge E (ausge-
stattet mit der Potenzmenge als o—Algebra). Dann heifit

I = v == sup |u(A) — v(A)]
ACE

Totalvariationsabstand von p und v.

Es ist sehr leicht zu sehen, dass 0 < ||u — v|| <1 gilt, sowie |u —v| = %ZjeE | — vjl.

Wir betrachten nun wieder einen Kartenstapel mit N Karten und analysieren das Misch-
verfahren Top to Random. Dabei wird in jedem Mischungsschritt die oberste Karte des Stapels
abgehoben und rein zufillig an eine der N moglichen Positionen in das restliche Kartenblatt
geschoben (dabei ist auch zugelassen, dass die Karte wieder oben auf den Stapel gelegt wird).
Danach wird das Verfahren wiederholt, wobei die gewéhlten Positionen, in die die abgehobenen
Karten gesteckt werden, unabhéngig voneinander sind. Die einzelnen Mischungsschritte sind also
unabhéngige und identisch verteilte Zufallsvariable X;, i = 1,2,... und Y,, := X,, 0... 0 X7 ist die
Kartenreihenfolge nach n Schritten. Dabei ist o die Hintereinanderausfithrung von Elementen
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der Permutationsgruppe Sy. Y1, Yo, ... ist eine Irrfahrt auf der Gruppe S und daher insbesonde-
re eine Markovkette mit Zustandsraum Sy . Diese ist offensichtlich irreduzibel und aperiodisch.

Die eindeutige invariante Verteilung ist die Gleichverteilung 7 auf Sy und nach Satz 2.6.15 gilt
(n)

lim,, 00 pe? = m; = 1/N! fiir alle j € Sy. Hieraus folgt insbesondere lim,, . ||ty — 7| = 0,

wobei 1y, (j) := pg;), j € Sy. Damit wollen wir uns aber nicht begniigen, sondern herausfinden,

wie n als Funktion von N wachsen muss, damit z.B. ||u, — 7|| = 1/100 gilt.

Zunéchst stellen wir uns die Frage, ob es eine Stoppzeit T' gibt, so dass nach T Mischungs-
schritten “Top to Random” das Blatt perfekt gemischt ist, also jede Kartenreihenfolge mit genau
derselben Wahrscheinlichkeit eintritt. Sei 7" der erste Zeitpunkt, zu dem die Karte Nummer N,
die zu Beginn ganz unten im Stapel liegt, erstmalig die Position 1 im Stapel erreicht. Man mache
sich klar, dass T := T" + 1 wirklich eine Stoppzeit ist und iiberlege sich, dass das Blatt nach T
Schritten perfekt gemischt ist. Tatséchlich gilt sogar P.{Yr = j|T = k} = 1/N! fiir alle j € Sy
und alle k € N, fiir die die Bedingung positive Wahrscheinlichkeit hat. Man sagt in diesem Fall,
dass T eine stark gleichverteilte Stoppregel ist. Es ist leicht einzusehen, dass man statt 7" auch
die erste Zeit wéhlen kann, nachdem die Karte Nummer N die Position 2 erreicht hat (statt
Position 1).

Wir werden nun die Asymptotik sowohl von ET als auch der Varianz von T bestimmen und
dann zeigen, dass fiir (deterministische) n, die deutlich unterhalb von ET liegen, das Blatt nach
n Schritten schlecht gemischt ist, wihrend es fiir n, die deutlich oberhalb von ET liegen, sehr
gut gemischt ist.

In der Vorlesung zeigen wir, dass

11 1 1
ET_N(1+§+§+Z+...+N) = NlogN +yN +o(N)

gilt, wobei v ~ 0.57721566490153286060651209008240243104215933593992 (laut Wikipedia) die
Euler-Mascheroni Konstante ist, und

[e.e]

N q 1 2
— N -~ CN2, wobel ¢ := —_ = —.

2 Al
var(T) = N ; 7
Nun wollen wir zeigen, dass fiir jedes vorgegebene £ > 0, das Blatt nach n < (1 — )N log N
Schritten fiir grofie IV sehr schlecht gemischt ist, fiir n > (1 —¢)N log N dagegen sehr gut (wobei
n deterministisch ist). Die erste Aussage ist ziemlich offensichtlich, da nach (1 — ¢)Nlog N
Schritten mit sehr grofier Wahrscheinlichkeit zum Beispiel die Karte Nummer N — 10 noch
nicht die Spitze des Stapels erreicht hat und daher die letzten 10 Karten des Stapels immer
noch in der urspriinglichen Reihenfolge sind, was zur Folge hat, dass der Totalvariationsabstand
||ptn, — 7|| noch fast 1 und damit das Blatt sehr schlecht gemischt ist. Umgekehrt gilt mit der
Tschebychevungleichung

P{T > (1+¢e)NlogN} =P{T —ET > (1+¢)Nlog N — ET}
=P{T —ET >&eNlog N +O(N)}
< varl’
~ (eNlog N + O(N))?

c
~ " — 0.
e2(log N)? -
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Es ist also fiir grole N sehr wahrscheinlich, dass die Stoppzeit T nach (1 + ) N Mischschritten
bereits eingetreten ist und daher sollte das Blatt zur Zeit n sehr gut gemischt sein.

Wir wollen nun zuerst P{T" > m} noch genauer nach oben abschétzen und dann eine prizise
obere Abschétzung fiir den Totalvariationsabstand ||ug — || herleiten. Dafiir ist es niitzlich, das
zum Mischverfahren Top to Random analoge Gutscheinsammelproblem oder Coupon Collector’s
Problem zu betrachten: in jeder Schokoladenpackung befindet sich eines von N verschiedenen
Bildern und zwar jedes mit derselben Wahrscheinlichkeit. Wieviele Schokoladenpackungen muss
man kaufen, bis man von jedem Bild mindestens ein Exemplar besitzt? Ist .S diese Anzahl, so
iiberzeugt man sich sofort davon, dass S dieselbe Verteilung wie T" hat. Sei nun N € N, § > 0,
m := [Nlog N+ (N] und A; das Ereignis, dass sich das Bild Nummer 7 nicht in einer der ersten
m Schokoladenpackungen befindet, so gilt

1\m
P{T >m} =P{S >m} =P(UY, 4) < N(l — N) < Ne~(losN+8) — =8, (2.8.1)

Um rigoros zeigen zu kénnen, dass das Blatt nach n &~ (14¢)N log N Schritten sehr gut gemischt
ist, brauchen wir folgendes Lemma:

Lemma 2.8.2. Sei Yy, k > 0 wie oben definiert (mit Startwert Yo = e) und S eine stark
gleichverteilte Stoppregel, d.h. S ist eine Stoppzeit mit P{Yy, € A|S = j} = =w(A) fir alle
0<j<kund AC Sy sofern die Bedingung strikt positive Wahrscheinlichkeit hat, wobei 7 die
Gleichverteilung auf Sy ist. Weiter sei wie oben uy die Verteilung von Yy. Dann gilt

i — =l < BLS > k).

Beweis. Sei A C Sy. Dann gilt

k
pe(A) =P{Yy € A} =) P{Vi €A, S=j} +P{Yi € A, S >k}
j=0

k
=m(A)Y P{S=j}+P{Yy € A, S >k}
j=0
=7(A) + P{S > k}(P{Y} € A|S > k} — n(4))
< m(A) +P{S > k}.

Da A C Sy beliebig war, folgt die Behauptung. O

Wendet man das Lemma auf die stark gleichverteilte Stoppregel T an, so folgt unter Ver-
wendung von Gleichung (2.8.1) die folgende Aussage.

Korollar 2.8.3. Fiir >0 und k := [Nlog N + BN gilt ||ux — 7| < e P.

Das Korollar besagt, dass das Blatt “schon” nach N log N + 10N Mischschritten sehr gut
gemischt ist.

Nachdem wir das einfache aber kaum praxisrelevante Mischverfahren Top to Random mathe-
matisch analysiert haben, stellt sich die Frage, ob dies auch fiir realitdtsnihere Mischverfahren
moglich ist. Ein solches Verfahren ist Riffle Shuffle, bei dem der Kartenstapel zufillig in zwei
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Teile aufgespaltet wird (das heiit abgehoben wird) und dann der eine Teil zufillig in den an-
deren geschoben wird. Wir werden dieses Verfahren in der Vorlesung néher kennenlernen und
analysieren. Es wird sich dabei zeigen, dass die erforderliche Anzahl von Mischungsschritten von
der Ordnung log N (statt Nlog N bei Top to Random) ist. Eine gut lesbare Literaturquelle zu
diesen Mischverfahren findet sich in der Monographie von Aigner und Ziegler, [Ai04], Seite 177ff.

2.9 Mischzeiten

Wir abstrahieren nun von der speziellen Situation im letzten Abschnitt und wollen allgemeiner
fiir eine irreduzible und aperiodische Markovkette mit endlichem Zustandsraum E die Konver-
genzgeschwindigkeit der Ubergangswahrscheinlichkeiten gegen die invariante Verteilung 7 un-
tersuchen. Eine gute Literaturquelle fiir diesen Abschnitt ist die Monographie von Levin, Peres
und Wilmer [Le09]. Zunéchst definieren wir, was wir unter einem Coupling verstehen wollen.

Definition 2.9.1. Seien p und v Wahrscheinlichkeitsmafie auf F (immer mit der Potenzmenge
als c—Algebra). Ein Wahrscheinlichkeitsmafl £ auf E x E heifit Coupling von p und v, wenn p
bzw. v das Bildmaf} von £ unter der Projektionsabbildung von E x E auf die erste bzw. zweite
Komponente ist, d.h. p; = &{(7,7) : j € E} fiir i € E und analog fiir v.

Gelegentlich nennt man auch ein Paar von E—wertigen Zufallsgrofien (X,Y") ein Coupling
von p und v, wenn die gemeinsame Verteilung & von (X,Y’) ein Coupling von p und v ist. Ein
wichtiges Resultat ist das folgende:

Proposition 2.9.2. Seien u und v Wahrscheinlichkeitsmafe auf der endlichen Menge E und
A :={(i,1) : i € E} die Diagonale in E x E. Dann gilt

[ — vl = inf{€(A%)},
wobei das Infimum tber alle Couplings & von p und v gebildet wird. Weiterhin existiert ein

Coupling &, fiir welches das Infimum angenommen wird. Dieses heifst optimales Coupling.

Beweis. Sei £ ein Coupling von g und v und (X,Y") ein Zufallsvektor auf einem Wahrschein-
lichkeitsraum (€2, F,P) mit Verteilung £. Dann gilt fiir die Menge A C E:

WA) —v(A) =P{X € A} —P{Y € A} <P{X € A,Y ¢ A} <P{X £Y} = £(A°)

und daher folgt ||u —v| < inf{{(A€)}. Es bleibt zu zeigen, dass ein Coupling ¢ existiert, so dass
|p—r|| = £(A°) gilt. Die Konstruktion dieses Couplings findet man in Kapitel 4 der Monographie
[Le09]. O

Sei nun bis zum Ende dieses Abschnitts P eine irreduzible stochastische Matrix auf dem
endlichen Raum E mit (eindeutiger) invarianter Verteilung 7 und sei P}’ die Verteilung der
zugehorigen Markovkette nach n Schritten bei Start in x. Wir definieren

d(n) = Igleag ||Px - 7TH7 d(n) = ;g%}é HPm - Py H

Definition 2.9.3. Die Gréfien
tmix(€) :=min{n € Ny : d(n) < e}, € > 0 und tmix := tmix(1/4)

heilen Mischzeiten der Kette.
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Der spezielle Wert 1/4 ist etwas willkiirlich aber fiir einige Anwendungen bequem. Wir
benotigen folgendes einfache Resultat.

Proposition 2.9.4.

d(n) < d(n) < 2d(n).

Beweis. Die zweite Ungleichung folgt aus der Dreiecksungleichung fiir die Totalvariation. Wir
zeigen nun die erste Ungleichung:

| P — | = max | PR (A) — n(A)

— max| >y (PHA) = B (4) |
ye

< n _ n

yerR
< D mymax [P (A) - B} (4)]
yelr
= 2wl Pe = Py < max | Py = P,
yeE
woraus sofort die Behauptung folgt. O

Wir wollen nun Proposition 2.9.2 auf Markovketten anwenden. Dazu seien (X,,) und (Y;,)
Markovketten mit derselben Ubergangsmatrix P auf demselben Wahrscheinlichkeitsraum. Die
gemeinsame Verteilung (auf EN x EY) der Ketten ist also ein Coupling der Markovketten mit
(im allgemeinen) verschiedenen Startwerten. Wir nehmen an, dass dabei aus X,, = Y,, folgt, dass
auch X =Y}, fir alle £ > n gilt.

Theorem 2.9.5. Sei (X,,,Y,,) ein Coupling mit Xo =z und Yo =y und
Te :=inf{n: X,, =Y, },

dann folgt
[Py — Pl < Pry{re >n} und d(n) < max Py, {7. > n}.
zyel

Beweis. Die erste Aussage folgt aus 2.9.2, die zweite aus der ersten zusammen mit Proposition
2.9.4. O

In der Vorlesung werden wir mehrere Beispiele kennenlernen, fiir die wir die Asymptotik
der Mischzeiten abschéitzen, unter anderen die Irrfahrt auf einem Zykel.

2.10 Reversible Markovketten

Eine gute Referenz fiir diesen Abschnitt ist die Monographie von Olle Hiaggstrom [Ha02] (auer
dem Abschnitt iiber die Spektralliicke, den man besser in [Le09] findet). Eine wichtige Klasse
von Markovketten sind die reversiblen Markovketten.

Definition 2.10.1. Sei P : E x E — [0, 1] eine stochastische Matrix. 7 € [0,00)¥ heifit rever-
sibles Maf§ von P, falls

TiDij = TjDji fiur allei,j € £

gilt. Man sagt dann, dass (P, m) eine reversible Markovkette ist.
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Ein reversibles Mafl 7 ist immer ein invariantes MaB, denn fiir j € E gilt
> mpg =Y mipji =75 > pji =75
€N €N i€l

Umgekehrt ist aber keineswegs jedes invariante Maf reversibel (Beispiel in Vorlesung).

Wir zeigen zuerst eine Anwendung reversibler Markovketten auf Irrfahrten auf Graphen. Sei
(V, E) ein zusammenhéngender ungerichteter endlicher Graph ohne Mehrfachkanten und ohne
Schleifen. Mit d; bezeichnen wir den Grad von i € V, d.h. die Zahl der mit ¢ inzidenten Kanten.
Wir definieren eine Ubergangsmatrix auf V' durch

{l/di falls (1, ) € E,
Dij =
0 sonst.

Die durch P beschriebene Markovkette heiit (symmetrische) Irrfahrt auf (V, E). Wir zeigen,
dass mj := dj, j € V ein reversibles Ma8 fiir P ist. Im Fall (¢,7) ¢ E gilt mp;; = 0 = m;pji,
wihrend im Fall (7,7) € E gilt: mp;; = di% =1= dj% = 7jpji- Also ist 7 ein reversibles Maf

i Jj

1
von P. Weiterhin ist m; := d@(z y dj> das eindeutige invariante Wahrscheinlichkeitsmafl von

P (die Eindeutigkeit folgt aus der Irreduziblitdt und diese aus der Annahme, dass der Graph
zusammenhéngend ist).

Spektralliicke und Relaxationszeit

Zunichst sei P die Ubergangsmatrix einer Markovkette mit endlichem Zustandsraum F und
n = |E|.

Lemma 2.10.2.
(i) A =1 ist ein Eigenwert von P.
(ii) Fiir jeden (reellen oder komplexen) Eigenwert A von P gilt |\ < 1.
(iii) Ist P irreduzibel, dann hat der Eigenwert A =1 algebraische Vielfachheit 1.

() Ist P irreduzibel und aperiodisch, dann ist A =1 der einzige Eigenwert mit |\| = 1.

Beweis.

(i) f=(1,...,1)T ist ein Eigenvektor zum Eigenwert 1, da P stochastisch ist.

(ii) Sei Pf = Af fiir ein f € C"\{0} und sei i € {1,...,n} so gewéhlt, dass f; # 0. Dann folgt
fiir jedes N € N zunichst PV f = AN f und daraus

N
| = | < .
N4 = (P < max 1],

woraus (man betrachte N — oo0) |A| < 1 folgt.

(iii) Ubungsaufgabe (Tipp: Jordanzerlegung von P).
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(iv) Sei A ein Eigenwert von P mit |[A| =1 und f € C"\{0} ein zugehoriger Eigenvektor. Nach
dem Hauptsatz 2.6.15 folgt
W= PNp oy,

fiir eine gewisse Matrix I, also muss auch die linke Seite fiir N — oo konvergieren, was
aber nur im Fall A = 1 moglich ist.

O

Wir nehmen nun (bis zum Ende des Beweises von Theorem 2.10.5) an, dass (P, 7) eine
irreduzible reversible Markovkette mit endlichem Zustandsraum E mit |E| = n ist und dabei 7
sogar ein Wahrscheinlichkeitsmafl ist. Dann definiert

(f,9)x = figimi

i€l

ein Skalarprodukt auf R” (man beachte, dass m; > 0 fiir alle i € E gilt!). Wir definieren die
Matrix A = (a;;) durch a;; := 7ri1/27rj_1/2
zu der daher eine Orthonormalbasis ¢/, j = 1, ...,n aus reellen Eigenvektoren mit zugehdrigen
reellen Eigenwerten \; existiert. Offenbar ist ¢ := /7 (komponentenweise) ein Eigenvektor von
A zum Eigenwert 1 und wir nehmen ohne Einschrinkung an, dass @' = ¢ gilt. Sei nun D,
die Diagonalmatrix, bei der an der Stelle i,i der Wert m; steht. Dann gilt — wie man leicht
sieht — A = D71T/2PD;1/2 und f7 := D;I/Q@j, j = 1,...,n bilden eine Orthonormalbasis von
P mit den Eigenwerten A;, j = 1,...,n beziiglich des Skalarprodukts (.,.)r. Man beachte, dass
f'=(1,...,1)T gilt. Wir nehmen ohne Einschrinkung an, dass die Eigenwerte absteigend der
Grofle nach geordnet sind, also 1 = Ay > Ay > ... > A\, > —1 gilt.

pij- Dann ist A eine (reelle) symmetrische Matrix,

Definition 2.10.3. Sei
v = max{|Az2|, [Anl}.

Dann heifit die Zahl v, := 1 — A\, absolute Spektralliicke und v := 1 — Ao Spektralliicke von P.
Weiter heifit

trel := —

ES

Relazationszeit der Kette (oder von P).

Man beachte, dass t., = 0o gilt genau dann wenn die Kette periodisch ist genau dann wenn
die Kette Periode 2 hat genau dann wenn A\, = —1 ist.

Wir formulieren nun Abschéitzungen zwischen der Relaxationszeit und der Mischzeit einer
reversiblen Markovkette. Die Beweise beider Aussagen finden sich in der Monographie [Le09].

Theorem 2.10.4. Sei iy = min;eg m;. Dann gilt fir alle e > 0

1
tmiX(E) < log( J )trel-

Theorem 2.10.5. Fiir alle e > 0 gult

i (£) > (ta — 1108 (52 ).
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Wir betrachten nun die Anwendung reversibler Markovketten auf das Hardcore Modell.
Das Hardcore Modell

Sei G = (V, E) ein ungerichteter Graph ohne Schleifen mit |V| = k < oo. Ein Element von
{0,1}V heift Konfiguration. Ein Element ¢ € {0,1}V heiit zuldssige (Hardcore)konfiguration,
wenn aus & = 1 folgt, dass & = 0 gilt fiir alle Nachbarn j von 4, d.h. fir alle j mit (4, ) € E.
Wir interpretieren dies wie folgt: £ = 1 bedeutet, dass an dem Knoten ¢ ein Teilchen sitzt und
& = 0 bedeutet, dass sich an dem Knoten ¢ kein Teilchen befindet. Die Konfiguration £ ist also
zuléssig genau dann wenn keine zwei benachbarten Positionen von Teilchen belegt sind. Eine
interessante Aufgabe ist die, bei gegebenem G = (V, E) zufillig eine zuldssige Konfiguration zu
simulieren. Selbst fiir moderat grofie Graphen erweist sich dies als keineswegs trivial, da man
nicht einmal mit verniinftigem Aufwand berechnen kann, wieviele zuldssige Konfigurationen es
iiberhaupt gibt. Sei 7 die Gleichverteilung auf der (endlichen) Menge M aller zuléssigen Kon-
figurationen. Eine Idee ist die, zu dem Graphen eine irreduzible und aperiodische Markovkette
X zu basteln, die als Zustandsraum die Menge aller zulissigen Konfigurationen hat und die als
invariante Verteilung 7 hat. Man kann dann die Kette ausgehend von einer beliebigen zuléssigen
Konfiguration (zum Beispiel alles Null) sehr lange simulieren und weifl dann, dass die Verteilung
gegen 7 konvergiert. Wenn man Gliick hat und wie beim Kartenmischen eine Stoppzeit T findet,
so dass die Verteilung von X7 genau 7 ist, dann ist das natiirlich noch besser. Wir konstruieren
nun eine solche Markovkette. Man beachte, dass wir bei der Konstruktion nicht wissen miissen,
wie grof3 ihr Zustandsraum ist.

Konstruktion einer Markovkette mit invarianter Verteilung =«

1. Starte mit Xg =0, n = 0.
2. Wihle zufillig ein v € V.
3. Wirf eine faire Miinze.

4. Wenn die Miinze 1 zeigt und alle Nachbarn von v in X,, Null sind, dann setze X,,11(v) =1,
ansonsten setze X, 41(v) = 0. Setze X, +1(w) = X, (w) fiir alle w # v.

5. Erhohe n um 1.
6. Gehe nach 2.

Die durch diesen Algorithmus bechriebene Markovkette mit Ubergangsmatrix P ist offen-
sichtlich irreduzibel und aperiodisch. Wir zeigen, dass die Gleichverteilung 7 nicht nur eine
invariante, sondern sogar eine reversible Verteilung der Markovkette ist, das heif3t, dass

TEPEC = TCPe (2.10.1)

fiir alle £, € M ist. Um dies zu zeigen, definieren wir d := d(&, () als die Anzahl der Knoten,
an denen sich £ und ¢ unterscheiden.

1. Fall: d = 0: dann ist £ = ¢ und damit (2.10.1) trivialerweise richtig.

2. Fall: d > 2: dann ist pee = pee = 0 und damit gilt (2.10.1).



VERSION FEBRUAR 2011 53

3. Fall: d = 1: in diesem Fall unterscheiden sich £ und ¢ an genau einer Position v. Daher
sind alle Nachbarn von v Null und es gilt:

1 11
TePe¢ = ng = T¢Pge-

Damit ist die Behauptung gezeigt.

Unbefriedigend bleibt dabei, dass man nicht weif3, wie lange man simulieren muss, um eine
gute Approximation von 7 zu erhalten.

Der Gibbssampler

Obiges Verfahren ist ein Spezialfall des Gibbssamplers, den wir jetzt beschreiben. Seien S
und V endliche Mengen und 7 ein Wahrscheinlichkeitsmaf auf SV. Die im folgenden Algorith-
mus beschriebene Markovkette mit Zustandsraum E := {i € SV : m; > 0} nennt man den
Gibbssampler fiir 7.

1. Starte in irgendeinem Zustand i € E: Xg =1, n = 0.
2. Wihle zufillig ein v € V.

3. Wihle X,,11(v) geméf der bedingten Verteilung (beziiglich 7) von v gegeben alle anderen
Werte von X,,.

4. Setze Xpi1(w) = X, (w) fiir alle w # v.
5. Erhohe n um 1.
6. Gehe nach 2.

Man zeigt wieder, dass 7 ein reversibles Maf} fiir die Kette ist. Wenn diese Markovkette
irreduzibel und aperiodisch ist (was nicht immer der Fall ist), dann konvergiert die Verteilung
der Kette gegen .

2.11 Perfekte Simulation: der Propp—Wilson Algorithmus

In diesem Abschnitt behandeln wir die folgende Frage:

Sei 7 ein Wahrscheinlichkeitsmafl auf der endlichen Menge F := {s1, ..., s;} (mit typischer-
weise sehr groffem k), zum Beispiel die Gleichverteilung auf der Menge aller zuléssigen Konfigu-
rationen im Hardcoremodell. Man finde eine perfekte Simulation von 7, d.h. man bestimme eine
Zufallsvariable Y mit Verteilung 7 und ein praktikables exaktes Simulationsverfahren fiir Y.

Eine Moglichkeit ist die folgende: man wéhlt sich zunéchst eine E-wertige irreduzible und
aperiodische Markovkette mit Ubergangsmatrix P, deren invariante Verteilung 7 ist (das ist im-
mer moglich). Der im folgenden angegebene Propp—Wilson Algorithmus (1996) ergibt als Output
eine Zufallsvariable Y mit Verteilung .

Zuniichst konstruiert man sich eine zulissige Update-Funktion fiir die Ubergangsmatrix P,
das heifit eine Abbildung ¢ : E x [0, 1] — E mit der Eigenschaft, dass fiir jede U[0, 1]—verteilte
Zufallsvariable U gilt:

]P){gf)(l, U) = ]} = Dij fir alle 4,5 € E.
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Eine solche Funktion existiert immer, ist aber keineswegs eindeutig. Die Funktion ¢ definiert
eine Kopplung zwischen den Ubergingen aus verschiedenen Zustédnden.

Propp—Wilson Algorithmus
Sei Ny := 0, N1, Na, ... eine streng wachsende Folge in Ny (z.B. 0, 1, 2, 4, 8,...).

1. m:=1

2. Simuliere unabhéngige U0, 1] verteilte Zufallsvariable U_p;, ,...,U_n,, ,—1 und bestimme
die (zuféllige) Menge M,, := ¢(U_1,.) 0 ...0 ¢p(U_n,,,.)(E).

3. Wenn M,,, = {s} einelementig ist, dann setze Y := s und der Algorithmus endet, sonst
gehe nach 4.

4. Erhohe m um 1. Gehe nach 2.

Satz 2.11.1. Die Wahrscheinlichkeit, dass der Propp—Wilson Algorithmus terminiert, ist ent-
weder 0 oder 1. Wenn er terminiert, dann gilt P{Y =i} = m; fir alle i € E.

Beweis. Angenommen, der Algorithmus terminiert mit Wahrscheinlichkeit p > 0, dann existiert
ein mo € N, so dass die Wahrscheinlichkeit, dass er spétestens nach mg Schritten terminiert,
mindestens p/2 ist. Nun hat man aber fiir m — oo beliebig viele unabhéngige Versuche, so dass
die Wahrscheinlichkeit, dass der Algorithmus (nach endlich vielen Schritten) terminiert, 1 ist.

Wir nehmen nun an, dass der Algorithmus terminiert. Sei ¢ € E und € > 0. Wir werden

zeigen, dass
IP{Y =i} —m| <e.

Da der Algorithmus mit Wahrscheinlichkeit 1 terminiert, existiert ein mg € N, so dass
P{ Algor. bricht spitestens bei m = mg ab} > 1 —e.

Nun konstruieren wir uns eine Zufallsvariable Y wie folgt: sei Z unabhingig von allen Uy mit
Verteilung 7 und Y := ¢(U-1,.) o ... 0o ¢(U-n,,,-)(Z2). Da 7 eine invariante Verteilung der

Markovkette ist, ist die Verteilung von Y gerade m. Weiter gilt Y = Y falls der Algorithmus
spétestens bei m = mg abbricht, also P{Y # Y} <e. Es folgt

IP{Y =i}—m| = |P{Y =i} —P{Y =i} <P{Y =4,V #i}+P{Y #i,Y =i} <P{Y #YV} <.
Damit ist die Aussage gezeigt. O
Es ist sehr wichtig, die folgenden zwei Warnungen zu beherzigen.

Warnung 2.11.2. Man kénnte vermuten, dass man Y auch durch eine Vorwirtsiteration wie
folgt generieren kann: Fiir eine Updatefunktion ¢ und unabhéngige U0, 1]-verteilte ZufallsgroBen
Uiy, Us, ... definiert man die Stoppzeit 1" durch

T:=inf{n € N| [¢(.,Uy)o0...0¢(,Ur)(E)| =1},

d.h. T ist der erste Zeitpunkt, zu dem die Kardinalitit des Bildes von E unter Vorwirtsite-
rationen der Updatefunktion einelementig ist. Wenn T fast sicher endlich ist und wir das eine
Element mit Y bezeichnen, dann folgt im allgemeinen NICHT, dass 7 die Verteilung von Y ist.
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Dazu betrachten wir folgendes Beispiel.

E={1,2), P— ( 7 05 ) (2.11.1)

1 falls i =2,
d(i,xz) =41 fallsi=1,x<1/2,
2 fallsi=1,2>1/2.

Dann gilt Y = 1 fast sicher, aber m; = 2/3!

Warnung 2.11.3. Es ist wichtig, dass man im zweiten Schritt des Propp—Wilson Algorithmus
die schon vorher generierten Zufallsgréen Uy, ..., U_y,, , wieder recyclet und nicht neu generiert
(auch wenn das Speicherplatz kostet und eine Neugenerierung billiger wire). Wir zeigen dafiir
in der Vorlesung ein Beispiel (man kann das Beispiel in der vorherigen Warnung nehmen mit
Ny, :=m fiir alle m € Np).

Fin ernsthaftes Problem bei der praktischen Anwendung des Propp—Wilson Algorithmus ist
der oft enorme Speicherplatzbedarf und Rechenaufwand. Im folgenden interessanten Spezialfall
ist dieser allerdings recht gering. Wenn man auf der Menge F eine partielle Ordnung definieren
kann, die ein maximales Element M und ein minimales Element M besitzt — das heift fiir alle
i€ E gilt M <i< M - und die Markovkette so gebaut ist, dass eine zugehorige monotone
Updatefunktion existiert, das heifit, dass aus i > j folgt, dass ¢(i,u) > ¢(j,u) fiir alle u € [0, 1]
gilt, dann geniigt es, im zweiten Schritt des Propp—Wilson Algorithmus lediglich zu testen, ob
d(U_1,)0..0p(U_p,,,.)(M)=¢dU_1,.)o..00(U_p,,,.) (M) gilt, da in diesem Fall wegen der
Monotonie der Updatefunktion dann automatisch ¢(U_1,.)o...op(U_N,,,.)(EF) einelementig ist.






Kapitel 3

Markovketten mit stetiger Zeit

3.1 Einleitung und Beispiele

Markovketten mit stetiger Zeit (MKSZ) sind Prozesse mit hochstens abzéhlbarem Zustandsraum
E, die im Gegensatz zu Markovketten mit diskreter Zeit (MKDZ), die wir im vorigen Kapitel aus-
giebig studiert haben, mit ¢ € [0, c0) indiziert sind und die sich ebenfalls der Markoveigenschaft
erfreuen (die wir weiter unten formulieren werden). Fiir die Modellierung zeitkontinuierlicher
Systeme sind sie oft praktikabler als die Approximation durch MKDZ.! Anwendungen finden
sich in vielen Bereichen. Wir betonen wieder die Anwendung auf Warteschlangen unter Ein-
schluss von Netzen von Warteschlangen; siehe Abschnitt 3.5. Zunéchst wollen wir anschaulich
verstehen, was eine MKSZ ist und durch welche Grofien sie charakterisiert ist. Wie im diskreten
Fall wollen wir unter einer MKSZ nur den Ubergangsmechanismus verstehen. Einen stochasti-
schen Prozess — oder genauer: die Verteilung eines solchen — erhélt man erst, wenn man noch
eine Startverteilung auf E festlegt. In diesem Fall soll die Markoveigenschaft gelten, d.h., fiir
jedes n € N und jede t; < tg < --- <t, <t sowie jede i1,19,...,in,? € F gilt

P(X(t)=i| X(t1) =i1,...,X(tn) =in)
=P(X(t) =i | X(tn) =in) (3.1.1)
=P, (X(t —tn) = 1),

wobei der Index i, von P bedeutet, dass der Prozess im Zustand i, gestartet wird. Um diese
Figenschaft zu garantieren, miissen die Aufenthaltszeiten in einem Zustand bis zum n#chsten
Sprung gedichtnislos, d. h. exponentialverteilt sein (siche Ubungsaufgabe) und die Wahrschein-
lichkeit, dann in einen bestimmten anderen Zustand zu springen, muss unabhingig von allem
Vorherigen sein. Wenn die Aufenthaltsdauer in i € E Exp(c¢;)-verteilt ist und die stochastische
Matrix P = (pij)ijcr die Ubergangswahrscheinlichkeiten nach einem Sprung beschreibt, wo-
bei p;; = 0 fiir alle ¢ € F ist (man muss in einen anderen Zustand springen), so ist durch die
Parameter ¢; und die Matrix P offenbar der Ubergangsmechanismus vollstéindig beschrieben.
Zusammen mit einer Startverteilung a auf E ist damit ein stochastischer Prozess beschrieben.
Wir erlauben den Fall ¢; = 0 fiir ein ¢ € E. In diesem Fall ist ¢ absorbierend. Dagegen ignorieren
wir zunédchst den moglichen Fall ¢; = oo, in welchem man sofort springt. Wir zeigen, wie man
den Prozess simuliert:

1. Man simuliere die Startverteilung a auf E (wie bei MKDZ). Sei X (0) = ip, n = 0.

Tn diesem Kapitel werden wir Markovketten im Sinne der Definition 2.3.1 immer mit “MKDZ” bezeichnen.

o7
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2. Man simuliere die Aufenthaltszeit T, in i,. Sie ist Exp(c;,, )-verteilt.

3. Man simuliere den néchsten Zustand i,41 € E geméf der Verteilung p;,;, -
4. Setze n =n+ 1.

5. Gehe nach 2.

Bei jeder Simulation verwende man eine neue (von den vorherigen unabhéngige) auf [0, 1]
gleichverteilte Zufallsvariable und transformiere sie entsprechend. Es bietet sich an, jeweils nach
der Simulation in 2. den Plot der Realisierung zu aktualisieren. Nach Belieben baue man ein
Abbruchkriterium ein (entweder als Funktion von n oder der Zeitdauer des Prozesses). Man
kann dabei bei gewissen ¢ = (¢;);ep und P in die Situation kommen, dass selbst fiir n — oo der
Prozess “steckenbleibt”, d.h. Y ° /T, < oo mit positiver Wahrscheinlichkeit passiert. Dieses
Verhalten entspricht einer Explosion in endlicher Zeit. Hier stellt sich die Frage, ob man den
Prozess auch noch nach der Zeit Y ° T}, definieren kann oder will. Offen bleibt bei der obigen
Konstruktion, ob die Pfade rechtsstetig oder linksstetig sind. Die Verteilung einer MKSZ legt
dies nicht fest. Es hat sich aber gezeigt, dass es giinstig ist, alle Pfade rechtsstetig zu wéhlen.
Oft definiert man

qij = {Clp” falls ' # “ (3.1.2)
—c; fallsi =y,

und bezeichnet Q = (¢;j)i jer als die Q-Matriz der MKSZ. Offenbar kann man aus @ die ¢; und
jene Zeilen von P, fiir die ¢; # 0 ist, zuriickgewinnen (die anderen Zeilen von P sind ohnehin
bedeutungslos).

Bei der oben beschriebenen Simulation geniigt es offensichtlich, ¢ und die Matrix @ zu
kennen. () muss lediglich die Bedingungen ¢;; > 0 fiir alle ¢,j € £ mit ¢ # j und )| jepdij =0
erfiillen. @ und @ legen dann die Verteilung des Prozesses eindeutig fest — jedenfalls bis zur
“Explosion”, sofern diese in endlicher Zeit passiert.

Um bereits in Kiirze konkrete Beispiele fiir MKSZ behandeln zu koénnen, erwihnen wir
(Beweis spiiter; siehe Satz 3.2.7), dass
Pi(X(t) = J)

qi; = lim !

Pi(X(t) = j) B N
ing ; , i,je E,i#j, (3.1.3)

gilt. Die ¢;; heiflen daher auch Ubergangsraten. Graphisch kann man eine MKSZ #hnlich wie im
Fall einer MKDZ darstellen: man malt einen Pfeil von ¢ nach j, wenn ¢;; > 0 ist und beschriftet
ihn mit ¢;;.

Die bisherigen Betrachtungen sind recht oberflichlich und dienen lediglich dazu, eine in-
tuitive Vorstellung von MKSZ zu vermitteln. Prézise Definitionen, Annahmen, Aussagen und
Beweise folgen im Abschnitt 3.2.

Beispiel 3.1.1 (Geburts- und Todesprozesse). Geburts- und Todesprozesse nennt man solche
MKSZ, deren Zustandsraum E = Ny ist und fiir die die Q-Matrix die Form
Ai, fallsj=i+1,
Gij = Wi, fallsj=4—-1,9>1, (3.1.4)
0  sonst, wenn i # j,

besitzt. Die \; werden als Geburtsraten, die p; als Sterberaten bezeichnet. Sind alle y; = 0 (bzw.
alle \; = 0), dann heisst die MKSZ (reiner) Geburtsprozess (bzw. (reiner) Todesprozess).
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Geburts- und Todesprozesse werden zum Beispiel als (sehr einfache) Modelle zur Beschrei-
bung der zeitlichen Evolution der Grofle einer Population verwendet. Sie treten aber auch bei
bestimmten Warteschlangenmodellen auf, wie wir im néchsten Beispiel sehen werden. Ein wich-
tiger Spezialfall ist der Poissonprozess, der als reiner Geburtsprozess mit A; = A fiir alle ¢ € Ny
definiert ist, wobei A > 0 ein Parameter ist. Wir werden den Poissonprozess noch niher studieren.

Beispiel 3.1.2 (M/M/c-Warteschlange). Die Zahl der Kunden in einer M/M/c-Warteschlange
ist offenbar wegen der Gedéchtnislosigkeit der Exponentialverteilung eine MKSZ. Seien A bzw.
w die Parameter der Exponentialverteilungen der Zwischenankunfts- bzw. Bedienungszeiten (fiir
jeden der ¢ Bediener). Da Spriinge immer nur zu benachbarten Zustidnden moglich sind, ist
die Zahl der Kunden sogar ein Geburts- und Todesprozess. Die Geburts- und Sterberaten sind
gegeben durch

i falls 0 <i<eg,

, (3.1.5)
cu falls i > c.

A = A fiir alle i € Ny, Nz‘:{

Man beachte, dass die Sterberate proportional zur Zahl der Kunden ist, die gerade bedient
werden.

Beispiel 3.1.3 (M/Es/1-Warteschlange). Die Zahl der Kunden in einer M /Ey/1-Warteschlange
ist keine MKSZ, da die Es-Verteilung nicht geddchtnislos ist. Es lédsst sich aber eine MKSZ mit
groferem Zustandsraum so definieren, dass die Zahl der Kunden in einer M /Ey /1-Warteschlange
eine Funktion jener MKSZ ist. Wenn man fiir diese MKSZ alle Ubergangswahrscheinlichkeiten
(oder auch die invariante Wahrscheinlichkeitsverteilung — sofern sie existiert) berechnet, so kennt
man damit automatisch auch die (invariante) Verteilung der Zahl der Kunden in der M/Ey/1-
Schlange.

Der “Trick” besteht darin, dass man die Eg-verteilte Bedienungszeit (mit Erwartungswert
p~ 1) kiinstlich in zwei Phasen zerlegt, die jeweils Exp(2u)-verteilt und unabhiingig sind. Merkt
man sich nun zusétzlich zur Zahl der Kunden noch, in welcher Phase der Bedienung das Sy-
stem sich befindet, so hat man eine MKSZ vorliegen, da die Zeitdauern der einzelnen Phasen
gedichtnislos sind. Der Zustandsraum dieser MKSZ ist

E={0}U{(n,i): neN,ie {1,2}} = {0} UN x {1,2}, (3.1.6)

wobei “0” bedeutet, dass kein Kunde im System ist, und (n, ), dass n € N Kunden im System
sind und der Kunde, der gerade bedient wird, sich in der Bedienungsphase i € {1,2} befindet.
Es spielt dabei keine Rolle, ob sich solche Bedienungsphasen real beobachten lassen, oder ob sie
nur kiinstlich eingefiihrt wurden. Die Q-Matrix ist aus der folgenden Abbildung ablesbar.

Ubergénge von Phase 1 zur Phase 2 finden immer mit Rate 2y statt, da die Phase 1 Exp(2u)-
verteilt ist. Mit derselben Rate 2u endet die Bedienungszeit eines Kunden, wenn er sich in Phase
2 befindet, worauf sich die Zahl der Kunden um Eins verringert und der nichste Kunde in Phase
1 bedient wird. Die Ankunftsrate ist immer .

Beispiel 3.1.4 (M/Hy/1-Warteschlange). Eine Mischung aus k& € N Exponentialverteilungen
wird gelegentlich als Hyper-Exponentialverteilung bezeichnet und mit Hy abgekiirzt. Eine Zu-
fallsvariable ist also genau dann Hy-verteilt, wenn ihre Verteilungsfunktion F' die Gestalt

(3.1.7)

0, falls x < 0,
Zle ¢i(1—e ") fallsz >0
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Abbildung 3.1.1: M/Es/1-Warteschlange

hat, wobei r1,...,7x > 0, ¢1,...,qx > 0 und Zle gi = 1 gilt. Hi-Verteilungen (oder allge-
meinere Mischungsverteilungen) kénnen zum Beispiel auftreten, wenn Waren aus verschiedenen
Produktionen gemischt werden. Die ¢; sind dann die Anteile der Waren aus Produktion i. Ho-
Verteilungen bei Bedienungszeiten kénnen dadurch entstehen, dass die Kunden eine von zwei
Serviceleistungen in Anspruch nehmen, die jeweils exponentialverteilt mit verschiedenen Para-
metern sind.

Wie bei der M/Eg/1-Schlange ist die Zahl der Kunden auch bei der M /Hg/1-Schlange keine
MKSZ, kann aber als Funktion einer MKSZ geschrieben werden. Bei dieser MKSZ merkt man
sich neben der Zahl der Kunden noch den “Typ” der Bedienung (1 oder 2). In der Regel lisst
sich ein solcher “Typ” (wie die “Phase” bei M/Es/1) nicht real beobachten.

Als Zustandsraum kann man wiederum die Menge E in (3.1.6) wéhlen, wobei “0” bedeutet,
dass kein Kunde im System ist und (n,7), dass n Kunden im System sind und der Kunde, der
gerade bedient wird, vom Typ i € {1, 2} ist. Die Q-Matrix ist aus dem folgenden Graph ablesbar,
wobei g1,q2 = 1 — qq, sowie r; und ro die Parameter der Ho-Verteilung seien.

Bemerkung 3.1.5. Mit dhnlichen Methoden (nur etwas komplizierter) kann man solche War-
teschlangen behandeln, fiir die sowohl die Zwischenankunftszeiten als auch die Bedienungszeiten
jeweils (endliche) Mischungen von Erlangverteilungen (mit verschiedenen Parametern) sind. Da-
bei kann die Zahl der Bediener auch grofler als 1 sein und eine Kapazitéitsbeschrankung vorliegen.
In einem bestimmten Sinn 148t sich damit jede G/G/c/K und G/G/c-Warteschlange approxi-
mieren. Der Zustandsraum ist fiir die MKSZ so zu wéhlen, da er fiir jeden der ¢ Bediener und
fiir die Zwischenankunftszeit die volle Information iiber den “Typ” (d.h. die Komponente der
Mischung) und die Phase enthélt.

3.2 Definitionen und erste Ergebnisse

Nun zuriick zur Theorie. Gegeben sei als Zustandsraum eine abzéhlbare (nichtleere) Menge E.
Gelegentlich will man die Mdglichkeit einer Explosion in endlicher Zeit nicht a priori ausschlieflen.
Im Falle einer Explosion gibt es vielfiltige Moglichkeiten, den Prozess als MKSZ weiterlaufen
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Abbildung 3.1.2: M/Hy/1-Warteschlange

zu lassen, z. B. durch unmittelbares Springen in einen bestimmten Zustand mit “Neustart” der
Kette. Oft will man aber auch den Fall betrachten, dass der Prozess im Zustand der Explosion
verharrt. Dies erreicht man dadurch, dass man einen zusétzlichen Zustand 0 (Grab, Sarg) zu
E hinzufiigt und vereinbart, dass sich der Prozess nach der Explosion fiir immer in 0 befindet.
Dies hat zur Folge, dass }_ . Pi(X () = j) kleiner als 1 sein kann.

Wir werden nun #hnlich wie im Fall von MKDZ vorgehen und das Analogon der Ubergangs-
matrix P definieren. Wahrend im diskreten Fall durch eine Startverteilung a und die stochasti-
sche Matrix P die Verteilung der MKDZ zu a und P festgelegt ist, ist nicht klar, ob dies im
stetigen Fall mit a und der Matrix P(1) := (P;(X (1) = j))i jer auch so ist, denn aus P(1) kann
man zwar P(n) fiir n € N durch P(n) = P(1)" berechnen, aber wie berechnet man z. B. P(1/2)
aus P(1)? Um diese Probleme zu umgehen, definieren wir, was eine (sub-)markovsche Halbgruppe
(P(t))t>0 ist. Wir sehen dann in Satz 3.2.4, dass zu einer Startverteilung und einer submarkov-
schen Halbgruppe eine (beziiglich Verteilung eindeutige) MKSZ existiert. In Satz 3.2.7 zeigen
wir die schon in (3.1.3) behauptete Existenz der Grenzwerte g;; = lim¢ o ¢~ P;;(¢). Danach folgen
Aussagen (zum Teil ohne Beweis), die zeigen, dass die vorher beschriebene Simulation wirklich
die zu @ und (P(t))s>0 gehorige MKSZ simuliert. Wie im zeitdiskreten Fall werden wir uns dann
mit der Existenz und Berechnung der Grenzwerte von P;;(t) fiir ¢ — oo beschéftigen.

Definition 3.2.1. Sei E eine abzéhlbare, nichtleere Menge. Eine Familie (P(t))¢~0 von Matrizen
(Pij(t))ijer heift submarkovsche Halbgruppe auf E, wenn fiir alle ¢, j € E und alle ¢,s > 0 gilt:

(i) Py(t) =0,
(i) Xper Pir(t) <1,
(iii) Pij(t+s) = > pep Pir(t)Prj(s) (Chapman-Kolmogorov-Gleichung)

Die Familie (P(t));>0 heiit markovsch, wenn zusétzlich in (ii) das Gleichheitszeichen fiir alle
i € E gilt, und sie heifit standard, wenn zusétzlich zu (i) - (i) gilt:
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(iv) limgjo Pyj(t) = 6;5(=: P;;(0)) fiir alle 4,5 € E.

Definition 3.2.2. Sei (P(t))¢>0 eine submarkovsche Halbgruppe auf E. Weiter sei 0 ¢ F und a
eine Wahrscheinlichkeitsverteilung auf £'U{0}. Dann heifit ein E'U {0}-wertiger stochastischer
Prozess (X (t))t>0 eine Markovkette in stetiger Zeit (MKSZ) zu a und (P(t))s>0, wenn fiir alle
neN undalle 0 <t <ty <---<t, <tund alleiy,...,i,,7 € F gelten:

(i) ]P’(X(t) =i| X(t1) =d1,...,X(tn) = zn) = P,,i(t — ty), sofern die linke Seite definiert ist,
(ii) P(X(0) =) = q; fiir alle i € E U {0},
(iii) P(X(t) =0 | X(t1) = i1,..., X(tn—1) =in—1, X (tn) = 0) = 1.

Proposition 3.2.3. Eine submarkovsche Halbgruppe auf E 1Gfst sich zu einer markovschen auf
E U {0} fortsetzen durch die Definition

1 fallsi =0 und t > 0,
w0(t) = . (3.2.1)
1=> epbij(t) fallsi€ E undt>0.
In diesem Fall gilt die Bedingung (i) aus Definition 3.2.2 automatisch auch fur ij,...,i,,7 €

E U {0} (Ubungsaufgabe). Die Fortsetzung ist die einzig mogliche genau dann, wenn die Halb-
gruppe nicht markovsch auf E ist (Ubungsaufgabe).

Satz 3.2.4. Sei a eine Startverteilung auf E U {0}, und sei (P(t))t>0 submarkovsch. Dann
existiert eine MKSZ X = (X (t))i>0 zu a und (P(t))i>0 tm Sinne von Definition 3.2.1. Fir diese
MKSZ gilt fiir alle n € Ny, alle 0 =tg <ty <--- <t, und alle ig,...,1, € B:

P(X (to) = io, X (t1) = i1, .., X (tn) = in) = aiyPigi, (01 — t0) -+ Py _yin (tn — tn—1).  (3.2.2)
Insbesondere ist die Verteilung von X eindeutig durch a und (P(t))i>0 bestimmit.

Beweis. Dies folgt wie im Fall von MKDZ mit Hilfe des Satzes von Kolmogorov 1.4.3. Wir
verzichten auf eine genauere Begriindung. O

Bemerkung 3.2.5. Wie im Fall einer MKDZ kann man (3.2.2) auch als Definition einer MKSZ
zu a und (P(t));~0 wihlen.

Die bisherigen Aussagen lassen vermuten, dass sich MKSZ im wesentlichen wie MKDZ
behandeln lassen. Dies ist insofern richtig, als zum Beispiel X (0), X (s), X(2s), X(3s),... fur
festes s > 0 eine MKDZ zu a und der Matrix P(s) ist, wenn (X (t)):>0 eine MKSZ zu a und
(P(t))¢>0 ist. Deutliche Unterschiede gibt es immer dort, wo man iiberabzihlbar viele Zeitindizes
gleichzeitig betrachtet, z. B. bei supyco1) X(s), wenn E = N ist. Wir werden spéter darauf
zuriickkommen.

Ein weiterer Unterschied besteht offenbar darin, dass wir das einfache Objekt P im diskre-
ten Fall durch ein kompliziertes — ndmlich (P(t));~o — ersetzen miissen. Wihrend man P sofort
ansieht, ob es eine Ubergangsmatrix ist, ist dies fiir (sub-)markovsche Halbgruppen viel schwie-
riger. In den Beispielen sahen wir bereits, dass die Beschreibung von MKSZ durch die Q-Matrix
viel giinstiger ist. ) beschreibt das Verhalten von Pj;(t) fiir infinitesimal kleine ¢ > 0. Da man
die komplette Halbgruppe aus der Kenntnis von (P;;(t))o<t<t, fiir alle i, j € E und festes ty > 0
rekonstruieren kann, ist es plausibel, dass dies auch aus der Kenntnis von lim; ot ™1 P;;(t) = ¢;;
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moglich ist. Inwieweit dies stimmt, werden wir spéter sehen. Zunéchst beweisen wir die Existenz
der Grenzwerte ¢;;. Dazu — und im folgenden fast immer — setzen wir voraus, dass (P(t))t0
standard ist. Dies gilt nicht automatisch, aber in Anwendungsbeispielen praktisch immer. Wer
an Aussagen iiber den Nichtstandardfall interessiert ist, dem sei das Buch von Chung ([Ch67])
empfohlen. Dort kann man auch solche Beweise nachlesen, die wir nicht bringen.

Die Voraussetzung “standard” (die iibrigens bereits folgt, wenn man die Bedingung (iv) in
Definition 3.2.1 nur fiir alle i = j € FE fordert) besagt, dass man nach einer kurzen Zeit mit
grofler Wahrscheinlichkeit im Startzustand liegt (sie besagt nicht, dass man innerhalb kurzer
Zeiten den Startzustand nicht verldsst). Wir zeigen zunéchst, dass im Standardfall P;;(t) als
Funktion von ¢ gleichméBig stetig (fiir feste 7,7 € FE) ist. Ohne die Voraussetzung “standard”
braucht ¢ — P;;(t) nicht einmal messbar zu sein (siehe [Ch67]).

Es ist klar, dass (P(t))s>0 standard auf E ist genau dann, wenn die in Proposition 3.2.3
definierte Fortsetzung auf F U {0} standard ist.

Lemma 3.2.6. Sei (P(t))¢>0 standard. Dann gilt fir i € E

lim su Pii(t+ h) — Pi;(t)| = 0. 3.2.3
s 3Pyt 1) = Pyl (323)

Insbesondere ist fir i,j € E die Abbildung t — Pi;(t) gleichmdifig stetig auf [0, 00).

Beweis. Sei h > 0. Wir schitzen ab:

SR+ ) = Pyt = D27 Pl Pis(t) — 8P (1)

JEE JjEE keE
<Y |Pi(h) = 6kl P(t) = Y [Par(h) = S| D Pay(t)
JEE keE keE JEE
<Y 1Pa(h) =0l = 1= Pu(h) + > Pu(h) <2(1— Piu(h)).
kEE keE\{i}
(3.2.4)
Nun folgt die Aussage, da der Term am Ende der Ungleichungskette nicht von ¢ abhéngt und
fir A | 0 gegen Null konvergiert. O
Satz 3.2.7. Sei (P(t))t>0 standard. Dann existiert fir alle i,j € E der Grenzwert
. Pii(h) =6y
g = lim =5 —. (3.2.5)

Im Fall @ # j gilt 0 < g5 < 00, tm Fall i = j gilt 0 > q;; > —oo. Ferner gilt fiir alle i € E:

Z Gij < —Qii = - (3.2.6)
JEE: j#i
Beweis.? (Siehe z. B. [KT81] oder [GST75]).
1. Teil: 1 = j. Definiere

/
¢ :=sup
S0 h

2Der Beweis wird bei Priifungen nicht abgefragt.



64 STOCHASTISCHE MODELLE

Wir werden zeigen, dass ¢; = —¢g;; = limp o h ™1 (1 — Py;(h)) gilt. Seien ¢ < ¢/ und 0 <ty < 0o so
gewihlt, dass
1-— Pii(tO) > el
to

und seien 0 < 7 < tg und n € N so gewéhlt, dass

t t
e[ 0 ,—O).
n+1'n

Dann gilt

c< tlo(l — Pii(to)) < 7510(1 —(Pu(r))" Pi(to — nr))
S 1_<Pii(T))n+1_P i(to —n) <n(1_Pii<T))_|_1—P i(to —nr)

- to to - nrt to ’

wobei wir beim zweiten Ungleichheitszeichen die Chapman-Kolmogorov-Gleichung, beim dritten
die allgemeine Ungleichung (1 — ab) < 2 —a — b, falls a,b € [0,1] mit a = (P;(7))" und
b = P;(to—n7) und beim vierten die Beziehung (1—a") = (1—a)(1+a+a’+---+a" 1) < n(l—a)
fiir a = Pj;(7) verwendet haben.

Bei festem tg lassen wir nun 7 gegen Null und damit n — oo gehen, und somit konvergiert
der letzte Summand wegen der “standard” Eigenschaft gegen Null. Es folgt

1- P,
c< liminf¢ <dq.
710 T
Da ¢ < ¢, beliebig war, haben wir sogar
1 — P(7)
{ — 1 2
q; 7}{3 - )

wie behauptet.
2. Teil: i # j. Sei X = (X (t))t>0 eine MKSZ mit submarkovscher (standard) Halbgruppe
(P(t))¢>0 und Start in ¢. Definiere fiir i,j € E, n € Nund h >0
jPi(in)(h) = ]P’(th =i, XpF£jfuraller=1,...,n— 1)
() = P(Xpn =, Xen #j fivaller =1,...,n— 1),

Sei € € (0,1/3) vorgegeben. Da (P(t))¢>0 standard ist, existiert ein ty = to(e) > 0, so dass fur
alle t € [0,10] gilt: 1 — P;(t) <e, 1 — Pjj(t) < e und P;(t) <e. Seien n € N und h > 0 gegeben
mit nh < tg, und sei u € [nh,tp]. Dann haben wir

g

e > Pij(u >Zfz Pjj(u—rh) > (1 —¢) Zf ), also gilt Zfi(;)(h)g 1
r=1 r=1

— 6'
3.2.7)

—~

Auflerdem haben wir

Palrh) = PO+ S SO WP —m)h), r=1...m (325)
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Also folgt mit (3.2.7):

7
L

PO > Po(rh) — My > 1o _© 1—3e
iPy (k) = Pii(rh) 2 L) 2 l—e— 2> 57— (3.2.9)
Daher haben wir
n—1
Py(u) > 37 P (W) Py (h)Pyj(u— (r + 1)h) > n(1 — 3¢) Py (h), (3.2.10)
r=0

wobei wir j]:'i(io)(h) = 1 setzten und bei der letzten Ungleichung (3.2.9) verwendeten.

Fiir festes u € (0,tp] wéhle nun A > 0 und n € N mit n > 2, so dass u € [nh, (n + 1)h].
Dann folgt n > (u — h)/h und aus (3.2.10):

m > (1- 35)]3%7'}5}”. (3.2.11)

Wir lassen fiir festes u > 0 beidseitig h | 0 gehen und erhalten

1 Py(u) _ . Pij(h)
— = >1 —. 3.2.12
0> — — 2 1H;isoup N ( )
Nun geht u | 0:
o Be) P (h)
1 f 2 > —u 2.1
T T 2 e (3219
Mit € | 0 folgt, dass ¢;; = limp|o P;j(h)/h existiert und endlich ist.
3. Teil:
Sei M C FE endlich. Dann gilt
1 — Pi(h) bij(h) bij(h)
—_ > > . 2.14
h - h = h (3 )
JEE\{i} JeM\{i}

Die linke Seite geht fiir b | 0 gegen ¢; = —gy;, die rechte gegen ZjeM\{i} gij- Da M beliebig war,
folgt —gii > ZjeE\{i} qij- [

Bemerkung 3.2.8. Der Fall —gi; > ;¢\ () ¢i; kann wirklich auftreten (siehe [Ch67, S. 275
f]). Das am Anfang présentierte Simulationsverfahren funktioniert in diesem Fall nicht, da man
in einem solchen Fall mit positiver Wahrscheinlichkeit unendlich viele Spriinge in endlicher Zeit
vollfithrt. Auch der Fall —g;; = oo ist moglich ([Ch67, S. 278ff]). Dies widerspricht nicht der
Standardeigenschaft von (P(t));>0, obwohl — wie wir gleich sehen werden — in diesem Fall der
Zustand i sofort verlassen wird. Bei praktischen Anwendungen sind solche eher pathologischen
Félle allerdings von geringer Bedeutung.

Wir wollen nun im Standardfall fiir i € E die Verteilung des Zeitpunkts des ersten Sprunges,
7 =1nf{s > 0: X(s) # X(0)} (3.2.15)

bei Start in ¢ bestimmen. Wie zu Beginn des Kapitels vereinbart, bezeichet P; die Wahrschein-
lichkeit bei Start in 4.
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Wir hatten uns anschaulich bereits iiberlegt, dass bei Start in i die Zeit 7 Exp(qg;)-verteilt
sein miisste. Dies ist allerdings ohne weitere Voraussetzungen nicht richtig. Man braucht eine
Bedingung an die Trajektorien, die sichert, dass diese (auf Lebesguenullmengen) nicht zu wild
aussehen. Die Tatsache, dass (P(t)):>0 standard ist, garantiert dies nicht! Allerdings kann man
im Standardfall eine £ U {0}-wertige MKSZ X = (X (¢)¢>0 so definieren, dass sie separabel im
folgenden Sinn ist: Fiir jede abz#éhlbare dichte Menge M C [0,00) existiert ein N € F mit
P(N) = 0, so dass fiir alle w ¢ N, ¢t > 0 und ¢ > 0 die Zahl X (¢,w) im Abschluss der Menge
{X(s,w): s €[t—e,t+e]N M} liegt, wobei wir eine Teilmenge von E U {0} als abgeschlossen
bezeichnen, wenn sie endlich ist oder 0 enthilt (siehe [Ch67], S. 143 f. und S. 145 unten).

Proposition 3.2.9. Sei (P(t)):>0 standard und X eine zugehdorige separable MKSZ. Dann gilt
fir die in (3.2.15) definierte Zeit T

Pi(r >t)=e %" fiirallet >0, (3.2.16)

(wobei wir die Konvention oo -0 = 0 benutzten).

Beweis. Fiir ¢t = 0 ist die Behauptung klar. Sei ¢ > 0 und zunéchst ¢; < co. Dann gilt

Pi(r > t) =P;(X(s) = fiir alle s € [0,1))
=P;(X(k27"t) =i fiir alle n € N und alle k =0,...,2" — 1)
= lim P;(X(k27"t) =i fir alle k = 0,...,2" — 1) (3.2.17)
= Tim (Pi(127")* 7 = lim (1 — g2 7" + o(t27))%" = e,
wobei wir beim zweiten Gleichheitszeichen die Separabilitéit, beim dritten die Stetigkeit von P

und beim vierten die Markoveigenschaft benutzt haben. Der Fall ¢; = oo ergibt sich leicht mit
Hilfe eines Grenziibergangs. O

Wir wiirden nun gerne — um das Simulationsverfahren zu rechtfertigen — zeigen, dass bei
Start in ¢ die Zufallsgréfen 7 und X (7) unabhéngig sind und P(X (1) = j) = ¢;;/¢ gilt, sofern
¢; > 0. Unter der Voraussetzung “standard” ist dies selbst fiir separable MKSZ nicht unbedingt
richtig. Bevor wir zeigen, in welchem Sinne und unter welchen Voraussetzungen die Aussage
richtig ist, definieren wir, was eine konservative Q)-Matrix ist.

Definition 3.2.10. Eine Abbildung Q: E x E — R heifit eine konservative Q-Matriz, wenn
gelten

(i) ¢ij > 0 fiir alle 7,5 € E mit ¢ # j,

(11) qi ‘= —qis = Z]EE\{Z} qij < oo fiir alle 7 € E.

Bemerkung 3.2.11. Nicht jede Matrix @ = (¢;;)i jer, die sich aus einer Standardhalbgruppe
(P(t))i>0 wie in Satz 3.2.7 ergibt, ist konservativ. Andererseits ist Konservativitit eine notwen-
dige Voraussetzung dafiir, dass das beschriebene Simulationsverfahren funktioniert. Wir werden
spéiter sehen, dass es zu jeder konservativen ()-Matrix mindestens eine Standardhalbgruppe
(P(t))e>0 gibt mit der Eigenschaft, dass g;; gleich den Grenzwerten in Satz 3.2.7 ist.

Satz 3.2.12. Sei (P(t))i>0 standard und (X (t))i>o eine zugehorige separable MKSZ mit Start
ini € E. Seien j € E\{i}, ¢; € (0,00), ¢; < 00 und T wie in (3.2.15). Dann gilt fir alle uw > 0:

P; (7' > u, und es existiert s = s(w) > 0: X(t) = j fir allet € (1,7 + s]) — eaudi, (3.2.18)
4
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Ist Q konservativ, so existiert limp|o X (7 + h) = J(w) fast sicher, ist unabhdingig von T und hat
die Verteilung P;(J = j) = qij/qi, 7 € E\ {i}.

Beweis. Wir definieren die Ereignisse

B, = {w:it>u,X(t)=jfiralete (r,7+7)}, v >0, (3.2.19)
B = {w:T>u, esexistiert s = s(w) > 0: X(t) = j fiir alle t € (7,7 + 5] }. (3.2.20)

Dann gilt B, T B fiir v | 0.
Wir werden zeigen, dass

Py(B,) = e9v 24 g0y (3.2.21)
q;

gilt, woraus dann aufgrund der Stetigkeit von IP; folgt, dass P;(B) = e~ %"¢;;/q; gilt (beachte,
dass ¢; < 00).
Fixiere u > 0. Sei fir n € Nym € Nund v :=27"

By = {w: es existiert s > u, so dass X (k27") = fiir alle k27" < s,

a _ A (3.2.22)
und X (k27") =j fiir alle s < k27" < s+ }.

Dann existiert eine Menge BﬁY mit By | B’7 fiir n — oo, und wegen der Separabilitit von X
gilt P;(B)) = P;(B,). Also geniigt es zu zeigen, dass lim,, o P;(By5) = e_‘liu%e_qﬂ gilt. Fiir
n > m folgt:

Pi(Bu) =y (Pu2™) Py (By)"
e (3.2.23)
= Py(27") (27> " P27 2 1_131(2n)

wobei |z] die groite ganze Zahl echt kleiner als x sei (wegen P;;(27™) < 1 fiir n hinreichend grof§
konvergiert die Reihe). Die vier Faktoren sind fiir n — oo in obiger Reihenfolge asymptotisch

gleich
1

qi2™"

—n s —au
QZJQ ) € q]'y7 € i )

Also ist die erste Behauptung, (3.2.21), bewiesen.

Ist @ konservativ, dann folgt die Existenz des Grenzwerts J(w) und die Formel fiir die Vertei-
lung, indem man in (3.2.18) u = 0 setzt und iiber alle j € E'\ {i} summiert. Die Unabhéngigkeit
ist klar, da
4ij
4qi
nicht von u abhéngt. O

Pi(J=j|T7>u)=

3.3 Vorwirts- und Riickwirtsgleichungen

Mit Satz 3.2.12 ist das Simulationsverfahren leider immer noch nicht vollstdndig gerechtfertigt,
auch nicht im konservativen Fall. Dazu miiffite man wissen, dass z. B. auch der zweite Sprung
gegeben den zweiten Zustand unabhingig von der Zeit ist, die man im ersten und zweiten
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Zustand verbracht hat. Diese Tatsache ist richtig und 148t sich entweder durch eine Erweiterung
von Satz 3.2.12 zeigen (indem man die gemeinsame Verteilung der ersten k Spriinge und der
Sprungzeiten berechnet, was moglich, aber mithsam ist) oder aus der starken Markoveigenschaft,
die wir aber weder formulieren noch beweisen wollen (siehe z.B. [Ch67]). Wir betonen, dass
die (dhnlich wie im diskreten Fall definierte) starke Markoveigenschaft ohne Separabilitét im
allgemeinen nicht gilt und selbst im separablen Fall nicht gelten muss; z. B. dann nicht, wenn
man als Stoppzeit 7 = inf{s > 0: X (s) = 0} wihlt und ein Riicksprung nach E moglich ist. Die
Riicksprungverteilung kann ndmlich explizit von dem Verhalten von X kurz vor 7 abhéngen, ohne
dass dies die Markoveigenschaft zerstort! Die starke Markoveigenschaft kann dadurch zerstort
werden, dass die “Kompaktifizierung” E U {J} von E zu grob ist. Die Theorie der Ray-Knight-
Kompaktifizierung zeigt, wie man, abhéingig von der Standardhalbgruppe (P(t)):>0, die Menge
E so kompaktifiziert, dass eine MKSZ X mit Werten in der Kompaktifizierung existiert mit den
geforderten endlich-dimensionalen Verteilungen (zu (P(t))+>0), rechtsstetige Pfade hat und die
starke Markoveigenschaft erfiillt. Der interessierte Leser sei auf [Wi79] verwiesen.

Als néchstes stellen wir uns die Frage, ob und gegebenenfalls wie man aus einer konservativen
@-Matrix die Standardhalbgruppe (P(t)):>0 berechnen kann.

Satz 3.3.1 (Riickwértsgleichung). Sei (P(t))i>0 standard mit konservativer Q-Matriz Q). Dann
ist t — Py (t) auf [0,00) stetig differenzierbar fir alle i,j € E, und es gelten

P'(t)=QP(t), t>0, und P(0) =1, (3.3.1)
wobei I die Identitit auf E ist (d. h. I;; = §;;) und die Ableitung komponentenweise zu verstehen
15t.

Beweis. Fiir h > 0 und s > 0 gilt:

Pij(h +s) — Py(s)
. _

Pa(h)Pig(s) = Py(s)|
keE
(Pa(h) = 1)Py(s) + Y. Pulh)Pii(s)].

keE\{i}

(3.3.2)

S >

|

Falls die eventuell unendliche Summe mit dem Grenzwert h | 0 vertauscht werden darf, so
erhalten wir aus (3.3.2) leicht:

i Palh+5) = Py(s)
h]0 h

=qiPy(s)+ D awPiji(s) =D qinPrj(s). (3.3.3)
ke E\{i} keE

Wir rechtfertigen nun die Vertauschung. Seien ¢ > 0 und J C F mit ¢ € J und |J| < oo, so dass
> kep\s %k < €/2 (hier benutzen wir, dass @ konservativ ist). Dann gilt

‘ 3 (Pikh(h) _qik>ij(S)‘ g‘ 3 1F>ikh(h)‘+ >
keE\J keE\J keE\J

1 — P(h) Pi(h)
<’ D Dl

|+ (3.3.4)

N ™

keJ\{i}

h10 € £
— Qi — Z ik T 5 = ZQik+§<€’
keJ\{i} keE\J
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wobei wir beim letzten Gleichheitszeichen die Konservativitéit von () benutzten.

Damit ist die Konvergenz in (3.3.3) gerechtfertigt, und es folgt
P'(s) = QP(s), (3.3.5)

wobei allerdings der Strich zunéchst nur als rechtsseitige Ableitung zu verstehen ist, da h > 0
war.

Aus Lemma 3.2.6 wissen wir, dass P;;(-) gleichméBig stetig ist. Wegen der Konservativitét
von () und Beschrénktheit der P;;(-) durch 1 konvergiert >, - > ik Pr;(s) gleichméBig fiir alle s €
[0,00). Da gleichméBige Grenzwerte stetiger Funktionen stetig sind, folgt, dass PZ’J() stetig ist.
Nun gilt aber allgemein, dass eine stetige Funktion mit existierender und stetiger rechtsseitiger
Ableitung sogar stetig differenzierbar ist (da dies nicht ganz so trivial ist, wie man meinen
konnte, zeigen wir dies in Lemma 3.3.2). Da P(0) = I im Standardfall immer gilt, folgt die
Behauptung. O

Lemma 3.3.2. Sei f: [0,t9] — R stetig und auf [0,t9) rechtsseitig differenzierbar mit stetiger
Ableitung ft. Dann ist f auf (0,to) stetig differenzierbar mit Ableitung f+.

Beweis (nach M. Schil). Setze F(t) := f(0) + fo fT(s)ds fiir t € [0,t]. Da nach dem
Hauptsatz der Differential- und Integralrechnung F' stetig d1&erenz1erbar mit Ableitung f7 ist,
geniigt es zu zeigen, dass F' = f ist.

Sei ¢(t) := F(t)— f(t) fiir t € [0, t]. Dann ist ¢ stetig, ¢(0) = 0 und ¢ (¢) = 0 fiir t € [0, to).
Zu zeigen ist ¢ = 0. Wire dem nicht so, dann gélte max;c|g 4,) ¢(t) > 0 oder minygg 4, (t) < 0.
Es geniigt, den ersten Fall zu betrachten. Wegen der Stetigkeit von ¢ existiert ein t* € (0, o]
mit @(t*) = maxejo 4] P(t). Sei v(s) 1= p(s) — F(t*) fiir s € [0,¢]. Dann gelten

+ o _W(t*)
v(s) ==
Sei s* € [0,t*) so gewihlt, dass v(s*) = min,c[g 4+ 7(s). Dann folgt

v (s%) im Y

im Widerspruch zu (3.3.6). O

<0 furse[0,t") und ©(0) =0 = @(t"). (3.3.6)

1) 5 (3.3.7)

Satz 3.3.3 (Vorwértsgleichung). Sei (P(t))t>0 standard mit konservativer Q-Matriz Q). Weiter
seq

c:=supg < 0. (3.3.8)
i€l
Dann gelten
P'(t)=P(t)Q, t>0, und — P(0)=1. (3.3.9)

Beweis. Sei h > 0. Es gilt

Pri(h) — Ok 1— Pr(h
h h
letzteres wurde im 1. Teil des Beweises von Satz 3.2.7 gezeigt. Somit gilt
i t+h P, Okj hlo
Pis =3 Py u M8 N P anys (3.3.11)

keE keE
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denn wegen der Voraussetzung 3.3.8 gilt fiir endliches J C E'mit j € Jund 3.\ ; Pir(t) < £/c:

>

Pi;(h) — 6k; £
Pir(t) (W - ij)‘ Sc =e (3.3.12)
keE\J

Nach Satz 3.3.1 wissen wir, dass P;;(-) stetig differenzierbar ist, also folgt die Behauptung. O

Beispiel 3.3.4. Sei @ die (konservative) @-Matrix des Poissonprozesses. Bislang wissen wir
noch nicht, ob die zum Poissonprozess gehorige Halbgruppe wirklich standard ist, dennoch ver-
suchen wir, die Riickwérts- und Vorwéartsgleichung zu @ zu 16sen. Die Riickwirtsgleichung lautet
ausgeschrieben:

Pi(t) = Y qwPij(t) = APi1(t) — APy;(t), t>0,i,j € No, (3.3.13)
keE

Wir werden spéter sehen, dass dieses System eine eindeutige Losung hat, aber man sieht bereits
jetzt, dass sich hier die Riickwértsgleichung nicht besonders zur Berechnung von P(t) eignet
(zur Berechnung von Py;(t) muss man bereits P;;(t) kennen usw.). Die Vorwértsgleichung lautet
ausgeschrieben:

AP j_1(t) — AP;;(t) falls j > 1,
Pt = 3 Pultygy = Tt ARl (3:3.15)
Py —AP(t), falls 7 = 0,
P@(O) = (Sl'j, 1,7 € Ng. (3.3.16)
Hier kann man fiir festes i € Ny das System rekursiv fiir j = 0,1,2,... lésen. Fiir j = 0 erhélt
man:
0 falls i > 1
Py(t) = - 3.3.17
io(t) {e_)‘t, falls ¢ = 0. ( )
Dies setzt man in die Gleichung fiir j = 1 ein. Mit dieser Methode zeigt man leicht, dass
0 falls i > j,
Pii(t) = i 3.3.18
i(l) {e)‘t(()‘jt)]i)! , fallsi<j ( )

gilt. Die Anzahl der Spriinge des Poissonprozesses in einem Zeitintervall der Lénge ¢ ist also
Poisson-verteilt mit Parameter A\t. Man kann nun explizit nachrechnen, dass diese (einzige)
Losung der Vorwiartsgleichung wirklich eine markovsche Standardhalbgruppe ist. Dies wird sich
allerdings gleich als unnétig herausstellen (siehe Satz 3.3.6).

Bislang wissen wir nicht, ob zu einer (konservativen) ()-Matrix immer eine Standardhalb-
gruppe gehort und wann diese eindeutig ist. Die Existenz wird im folgenden Satz sichergestellt.
Dabei konnen wir die Konservativitéit von () etwas abschwiéichen.

Definition 3.3.5. ): E x F — R heifit schwach konservativ, wenn gelten:
(i) ¢ij > 0 fiir alle 7,5 € E mit ¢ # j,

(ii) gy > —oo fiir alle i € E,
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(iil) > jep @y <0 fir allei € E.
Wieder definieren wir ¢; := —gq;; fiir alle ¢ € E.

Unser Ziel besteht darin, zu einer gegebenen schwach konservativen Matrix @ eine Stan-
dardhalbgruppe (P(t))t>0 zu finden, die die Vorwirts- und Riickwirtsgleichung 16st, fiir die
also insbesondere (Riickwirtsgleichung fiir ¢ = 0) F/(O) = Q ist, d.h. Q ist die Q-Matrix von
(P(t))t>0. Wir wissen dann insbesondere, dass, wenn @ schwach konservativ ist und die VWG
(oder RWG) eine eindeutige Losung hat, diese automatisch eine Standardhalbgruppe sein muss
(vgl. Bemerkung am Ende von Beispiel 3.3.4).

Satz 3.3.6. Sei Q eine schwach konservative Matriz. Dann existiert eine Standardhalbgruppe

(P())t>0, die die VWG und RWG lést und fiir die gilt
Py(t) < Zij(t),  t>0,i,j €E, (3.3.19)
fiir jede Standardhalbgruppe (Z(t))i>0 mit Q-Matriz Q. Diese Standardhalbgruppe (P(t))i>0 heifit

Minimallésung.

Beweisansatz. Wir zeigen nur die Konstruktion der Standardhalbgruppe (P(t));>0 (die uns
beim Beweis von Satz 3.4.4 niitzlich sein wird), ohne aber zu beweisen, dass sie wirklich die
geforderten Eigenschaften hat. Fiir den vollstéindigen Beweis siehe [Ch67, S. 251 ff].

Definiere fiir i, € E, t > 0

PJ(t) = 65 %" (3.3.20)
und fiir n € Ny induktiv
t
P = Y /0 P2 (s)qnye ) ds. (3.3.21)
keB\(j}

Induktiv zeigt man, dass P/i(-) stetig differenzierbar ist und

N
=> Pit)<1 (3.3.22)
n=0
ist. SchlieBlich definiert man fiir ¢ > 0
Pit) 1= lim HY (1) (3.3.23)

(der Grenzwert existiert und ist < 1). Es bleibt zu zeigen, dass (P(t)):>0 standard ist und die
VWG und RWG 16st, sowie die Minimalitidtseigenschaft. Der Beweis der Giiltigkeit der VWG
ist mit der obigen Rekursion relativ leicht, fiir den Nachweis der RWG zeigt man zunéchst, dass
die oben definierten P/ auch der Rekursion

Pty = ) / e 4= g, PrL(s) ds (3.3.24)

keE\{i}

geniigen. Die letzte Gleichung 148t sich anschaulich wie folgt interpretieren: P"( ) ist die Wahr-

scheinlichkeit, bei Start in ¢ mit genau n Spriingen zur Zeit ¢ in j zu landen. P;;(t) ist dann die
Wahrscheinlichkeit, bei Start in ¢ mit endlich vielen Spriingen zur Zeit ¢ in j zu landen. O
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Bemerkung 3.3.7. Die Minimallssung (P(t));>¢ ist die Halbgruppe derjenigen MKSZ X zu Q,
die nach der ersten Fxplosion — d.h. dem ersten Zeitpunkt zu dem X entweder in den Zustand
0 springt, oder dem Infimum der Zeitpunkte, an denen X unendlich viele Zustdnde besucht hat
~ fiir immer in 8 bleibt. Jede MKSZ X zu einer anderen Standardlosung Z verhélt sich bis zur
Explosion genauso wie X, springt dann aber von 0 aus auf irgendeine Weise zuriick nach F,
weswegen P;;(t) < Z;;(t) gilt.

Korollar 3.3.8. Sei Q schwach konservativ. Wenn die Minimallésung (P(t))t>0 markovsch ist,
dann ist sie die einzige Standardhalbgruppe mit Q-Matriz Q.

Beweis. Sei (Z(t))i>0 auch eine Standardhalbgruppe zu @, dann folgt aus Satz 3.3.6, dass
Zi;(t) > P;j(t) fiir alle 4,7 € E und ¢ > 0, also

1> Z;(t) =Y Py(t)=1, i€ Et>0, (3.3.25)
JEE JEE
also folgt Z;;(t) = P;;(t) fiir alle i,j € E und ¢ > 0. O

Proposition 3.3.9. Sei Q konservativ und ¢ := sup;ep qi < oo. Dann ist die Minimallosung
(P(t))t>0 markovsch.

Beweis. Unsg Ziel besteht darin, 2 zeigen, dass % > jeE P;;(t) =0 fiir alle ¢ > 0 gilt, woraus
wegen > .. Pij(0) = 1 folgt, dass (P(t))i>0 markovsch ist.

Sei J C E endlich. Da (P(t)):>o die VWG erfiillt, gilt

%Zﬁij(t) :Z?Zj Z Z ) arj — Z?ij(t)qj. (3.3.26)

jed jed JjeJ ke E\{j} jeJ

Nun ist >2:c; > rep (i) Pi(-)qi; stetig, denn |J| < oo, und d_keB\{j} Pix(t)gr; = Pi;(t) +
P;;(t)q; ist stetig in ¢ nach Satz 3.3.1.
Weiter konvergiert mit J T E

> > Pal)ay monomnz > Pul)ay =D Pir(-)ar, (3.3.27)

j€J keE\{j} JEE keE\ {5} kel

da @) konservativ ist, und

= monoton Y
ZPij(t)Qj — ZPij(t)Qj- (3.3.28)

jeJ JEE
Wir zeigen, dass t — Z]eE ;i (t)g; stetig ist:
hLO
> (Pij(t+h) = Pij(t))qj| <> _[Pij(t+h) — Py(t)| — (3.3.29)
JjEE jeEE

gleichméBig fiir alle ¢ € [0, 00) nach Lemma 3.2.6. Nun besagt der Satz von Dini, dass, wenn eine
Folge stetiger Funktionen auf einem kompakten Intervall monoton gegen eine stetige Funktion
punktweise konvergiert, die Konvergenz sogar gleichméBig ist (Ubungsaufgabe: man zeige dies!,
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vgl. [He86, S. 578]). Somit konvergiert die rechte Seite von (3.3.26) gleichméfig auf kompakten
Intervallen gegen

> Palt)ar — > Pij(t)g; =0. (3.3.30)

keEE JEE

Aus dem aus Analysisvorlesungen bekannten Satz, dass eine Folge stetig differenzierbarer
Funktionen f,: [0,¢0] — R mit f,(0) — a € R, deren Ableitungen gleichmiflig konvergieren,
gleichméBig auf [0, ¢g] gegen eine Funktion f konvergiert, die stetig differenzierbar ist und deren
Ableitung gleich dem Grenzwert der Ableitungen der f,, ist, folgt

d _
" > Pi(t) =0. (3.3.31)
jeE

O

Bemerkung 3.3.10. Aus den bisherigen Resultaten folgt: Ist () schwach konservativ, und hat
die VWG eine eindeutige Losung (P(?))i>0 und erfiillt diese >,y P;;(t) = 1 fiir alle i € E,
dann ist (P(t)):>0 standard und die einzige Standardhalbgruppe mit Q-Matrix Q.

3.4 Langzeitverhalten und invariante Mafle

Wir studieren nun die Existenz von Grenzwerten von P;;(t) fiir ¢ — oo. Interessanterweise ist
dies weniger kompliziert als im diskreten Fall, da das Problem der Periodizitdt bei MKSZ nicht
auftaucht.

Satz 3.4.1. Sei (P(t))i>0 standard. Dann existiert fir alle i,j € E
Tij = tli)rgo Pi(t), (3.4.1)

und es gilt

Zm‘j <L (3.4.2)

Beweis. Setze zunéchst (P(t)):>0 wie in Proposition 3.2.3 zu einer Standard-Markovhalbgruppe
auf E U {0} fort, falls (P(t));>0 nicht markovsch ist. Also kénnen wir oBdA annehmen, dass
(P(t))¢>0 standard und markovsch ist. Fiir j € E existiert (da (P(t))¢>0 standard ist) ein hg > 0,
so dass Pj;(h) > 0 fir alle 0 < h < hg. Mit der Chapman-Kolmogorov-Gleichung folgt somit fiir
t > 0, indem man t = nh mit n € N und h < hg setzt:

Py(t) > (Py;(h))™ > 0. (3.4.3)

Fiir beliebiges h > 0 betrachte nun die MKDZ (X (0), X (h), X (2h),...) mit Ubergangsmatrix
P(h). Diese ist wegen Pj;(h) > 0 fiir alle j € E aperiodisch, also existiert nach Satz 2.6.18 der
Grenzwert

ﬂij(h) = nlLH;O Pw(nh) (3.4.4)

Sei € > 0 vorgegeben und 4, j € E fest. Da Pj;(-) nach Lemma 3.2.6 gleichméaflig stetig ist,

existiert ein h, so dass |P;;(t + s) — Pi;(t)| < €/4 fiir alle t > 0 und alle s < h. Wéhle nun
ng = no(h), so dass

|Py(nh) — mii(h)| < =

7 n > ng. (3.4.5)
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Dann gilt fiir ¢,¢' > noh mit kh <t < (k+ 1)h und mh <t < (m+1)h

|Pij(t) — Py (t')] < |Pij(t) — Pyj(kh)| + | Pij(kh) — mij(h)]|

o Imij (h) = Py (mh)| + | Py (mh) — Py (#)] < 45 = <.

(3.4.6)

Also existiert lim;_,oo P;;(t), und es ist m;; 1= limy o0 Pj(t) = limy—oo Pjj(nh) = m;5(h). Insbe-
sondere héngt 7;;(h) gar nicht von h ab.
Sei nun J C E endlich. Dann gilt
> miy = lim Pij(t) = lim »  Pij(t) <1, (3.4.7)
—00

t—o0

jeJ jeJ jeJ

also folgt >, pmi; < 1. O

Wie im diskreten Fall wollen wir die Beziehung zwischen den Grenzwerten 7;; und invari-
anten Maflen néher studieren.

Definition 3.4.2. Sei (P(t)):>0 submarkovsch und X eine zugehorige MKSZ. Eine Abbildung
m: E — [0,00] heifit ein invariantes Maf fiiv (P(t))¢>o (oder fiir X), wenn 7wP(t) = 7 fiir alle
t > 0.

Gilt zusétzlich ), p 7 = 1, dann heifit 7 invariantes WahrscheinlichkeitsmafS (oder inva-
riante Verteilung) von (P(t))¢=o.

Proposition 3.4.3. Ist (P(t))i>0 standard und i € E, dann ist (m;;)jer (wie in Satz 3.4.1
definiert) ein invariantes Majfs.

Beweis. Setze wie in Proposition 3.2.3 (P(t));>0 zu einer Markovhalbgruppe auf E U {9} fort.
Dann gilt fiir s,¢ > 0 und k € EU {0}

> Pyls)Pir(t) = Puslt + ). (3.4.8)
jEEU{D}
Lésst man s — oo gehen, so folgt (mit der tiblichen “Abschneidetechnik”)
Z i Pik(t) < ik (3.4.9)

JEEU{0}

Summiert man iiber alle & € F U {39}, so folgt ZjeEu{@} mij < ZkeEu{B} Tk, also — da die
Summe endlich ist — die Gleichheit in (3.4.9) fiir alle k € E U {0}. Fiir k € E ist Py (t) = 0 fur
alle t > 0, also ist (7;;) ek ein invariantes MaSB. O

Satz 3.4.4. Sei  konservativ und die Minimallosung (P(t))t>0 markovsch. Dann ist m: E — R
ein invariantes Wahrscheinlichkeitsmafl von (P(t))t>0 genau dann, wenn es

(i) TQ = 0, (ii) >0, i€E, (i) Y m=1 (3.4.10)

S

lost.
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Beweis. (nach [Mi63)):
1. Schritt: Sei 7 ein invariantes Wahrscheinlichkeitsmaf, also m; > 0 fiir allei € E, Y, . pm = 1
und 7P (t) = 7 fiir alle ¢ > 0. Dann gilt

w1 = P(t) = Y mPy(t). (3.4.11)

i€E\{j}
Dividiert man beidseitig durch ¢ > 0 und &8t ¢ | 0 gehen, so folgt
00 >mig; > Y g >0 (3.4.12)
i€E\{j}

(um das mittlere “>” zu erhalten, summiere man zunéchst iiber endliche Mengen).
Sei J C FE endlich. Dann folgt mit der VWG (die ja von der Minimallosung erfiillt wird)

%Z'ﬂipij(t) = ZTF@%B]@) = —qj Zﬂipij(t) + Z?Ti Z Pik:(t)ij' (3.4.13)

e ieJ icJ icd  keB\{j}

Wie im Beweis von Satz 3.3.9 folgt die Stetigkeit der letzten Summe. Die beiden Terme auf
der rechten Seite von (3.4.13) konvergieren mit J T E jeweils monoton gegen —q; Y ;. mi Py (t) =
—q;m; bzw.

domio > Puay = Y, a d_ mPalt)= Y arm,

i€E  keE\{j} keB\(j}  i€E keE\{j}

da 7 invariant ist.

Der Grenzwert ist jeweils konstant und endlich nach (3.4.12), insbesondere also stetig. Wie
im Beweis von Satz 3.3.9 folgt mit dem Satz von Dini und dem Satz iiber die Vertauschbarkeit
von Grenzwert und Ableitung

d

d
er keB\{5} keE

Also gilt (i) (die Aussagen (ii) und (iii) sind ohnehin klar).
2. Schritt:

7 erfiille (i), (ii) und (iii). Definiere P]}(¢) und Hg(t) fir n, N € Ng,und 4,j € Eund ¢t > 0
wie im Beweis von Satz 3.3.6. Wir zeigen per Induktion nach N € Ny, dass gilt:

> mHY () <m;  firalle j € E,¢t>0. (3.4.15)
i€k

Fiir N = 0 gilt
Zmﬂ%(t) = Zm&ije*qﬂ = mje Ut < ;. (3.4.16)

i€R i€ER
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Gelte also (3.4.15) fiir ein N € Ny. Dann folgt

ZWZHN—H = mje 9t 4 Z /Zm s)qr e —4(t=5) 45

IS keE\{j} i€EE
< mje Ut + Z / Thqkje —4(t=5) 45 (3.4.17)
keE\{j}

= mje” Ut +7rjq]/0 e %t S)dS—TI'],

wobei in ‘<” die Induktionsvoraussetzung einging und beim vorletzten Gleichheitszeichen die
Eigenschaft (i).

Da P;j(t) = Py(t) = limyyoo HY 7 (t), folgt aus (3.4.15)

> miPy(t) <m;  firalle j € E,t >0, (3.4.18)
1€EE
Summiert man iiber alle j € E, so sieht man, dass in (3.4.18) in Wirklichkeit Gleichheit gilt,
d.h. 7 ist ein invariantes Wahrscheinlichkeitsmaf. 0

Bemerkung 3.4.5. Satz 3.4.4 zeigt, dass man unter den angegebenen Voraussetzungen alle
invarianten Wahrscheinlichkeitsmafie durch Losen von @) = 0 mit den Nebenbedingungen (ii),
(iii) in 3.4.10 erhélt. Dies ist fiir die Berechnung von 7 sehr bedeutsam, da die Matrizen P(t) fiir
t > 0 im Gegensatz zu ) meist nicht explizit gegeben sind. Man beachte aber die Voraussetzun-
gen von Satz 3.4.4! Miller gibt in der zitierten Arbeit ein Beispiel, bei dem fiir ein konservatives
@ (i) - (iil) eine eindeutige Losung hat, ohne dass 7 ein invariantes Wahrscheinlichkeitsmaf ist
(die Minimallsung ist in seinem Beispiel nicht markovsch).

Definition 3.4.6 (Irreduzibilitdt). Eine Standardhalbgruppe (P(t)):>0 mit schwach konserva-
tiver @Q-Matrix @ (oder Q selbst) heifit irreduzibel, wenn fiir alle 4,7 € E mit ¢ # j ein n € Ny
und i = ig,41,...,%, = j aus E existieren mit Hm 0 Qimimir > 0.

Korollar 3.4.7. Sei @ konservativ und irreduzibel und die Minimallésung markovsch. Wenn
(3.4.10) in Satz 3.4.4 eine Losung 7 hat, dann ist diese eindeutig, und es gilt lim;_.o Pi;(t) = ;
fir alle i,j € F.

Beweis. Nach Satz 3.4.4 ist die Losung 7 invariant unter (P(t)):>0, also ist 7 auch invariantes
Wahrscheinlichkeitsma8 der MKDZ (X (0), X (1), X(2),...) mit Ubergangsmatrix P(1). Diese
MKDZ ist irreduzibel: Im Beweis von Satz 3.4.1 sahen wir, dass P;;(t) > 0 fiir alle t > 0. Fiir
1 # j seien ig,...,i, wie bei der Definition 3.4.6 gegeben. Es geniigt zu zeigen, dass i — i
fiir die MKDZ (X(0), X(1),...) gilt. Wegen P/, (t) = it + o(t) und g;;, > 0 existiert ein
ho > 0, so dass P; ;, (t) > 0 fiir alle ¢t € (0, ho| gilt. Weiter gilt fiir ¢ > hg, dass P, ;, (t) > Py(t —
ho)P;i, (ho) > 0, womit insbesondere die Irreduzibilitit von P(1) gezeigt ist. Wegen P;;(1) > 0
ist die Aperiodizitat klar. Also folgt nach Satz 2.6.15 fiir j € E, dass m; = lim, .o P;;(n), und
wegen Satz 3.4.1 gilt sogar m; = lim;_.o P;j(t). Dies zeigt auch die Eindeutigkeit der Losung 7
von (i) - (iii) in Satz 3.4.4. O

Korollar 3.4.8. Sei Q) konservativ und die Minimallosung markovsch. Wenn (3.4.10) in Satz 3.4.4
keine Losung hat, dann folgt

1tlirn Pij(t)=0 fir alle i,j € E. (3.4.19)
—00
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Beweis. Nach Satz 3.4.1 existiert 7, = lim; oo Pi(t) und es gilt >, . mip < 1. Angenommen,
es existieren ¢, j € E mit limy_,o P;;(t) = m;; > 0, dann definiere

Tik

_. (3.4.20)
ZTGE Tr

Tik ‘=
Nach Satz 3.4.3 ist (Tk)rep ein invariantes Wahrscheinlichkeitsmaf§ und erfiillt (3.4.10) im
Widerspruch zur Voraussetzung. Also gilt m;; = 0 fiir alle 4, j € E. O

Beispiel 3.4.9. Fiir Geburts- und Todesprozesse lassen sich die invarianten Wahrscheinlich-
keitsverteilungen (wenn sie existieren) explizit berechnen. Wir nehmen an, dass die Geburts-
und Sterberaten alle strikt positiv sind. Definiert man by = 1 und

AO--- )\j—l

bj = ———, JjeN, 3.4.21
’ B1- - ( )

so kann man zeigen, dass genau im Fall

[e's) i

> (b)Y k) = o (3.4.22)

i=0 §=0

der Prozess nicht explodiert (d.h. die Minimallsung markovsch ist). Wir setzen dies im Folgen-
den voraus. Solche expliziten notwendige und hinreichende Nichtexplosionskriterien sind {ibri-
gens fiir allgemeine MKSZ nicht bekannt.

Der Geburts- und Todesprozess ist wegen der Voraussetzung der Positivitdt der A; und u;
offenbar irreduzibel. Anstatt das Gleichungssystem in Satz 3.4.4 direkt zu l6sen, fithrt auch die
folgende Uberlegung zu einer Lésung:

Wenn ein invariantes Wahrscheinlichkeitsmass 7 existiert, dann muss (da der Prozess im
Gleichgewicht ist), fiir jedes i € Ny genausoviel “Masse” pro Zeit von i nach i + 1 flieflen wie
umgekehrt, d. h. es muss gelten:

TN = i1 i1 fiir alle ¢ € Ny. (3423)

Man zeigt leicht, dass (3.4.23) dquivalent zu (i) in Satz 3.4.4 ist. Die Aussage in (3.4.23) erhélt
man, indem man die ersten i + 1 Gleichungen von 7Q) = 0 addiert. Aus (3.4.23) folgt fiir k € N
Me—1 Ak—2 k-1

T = Mh_1 =Mpog———— = -+ = moby. (3.4.24)
Kk Hi—11K

Wenn » 77, = 1 ist, so muss 1 = my > ;2 b gelten. Wire )7 by = oo, so miifite mp = 0
sein und nach (3.4.24) m, = 0 fiir alle k € N gelten, was > ;- 7, = 1 widerspricht. Ist also
> pebr = 00, dann existiert kein invariantes Wahrscheinlichkeitsma8. Ist dagegen > 72 by <

o0, so definiert

T = %bbﬁ 7 € Ny, (3.4.25)
k=0 "k

eine Losung von (3.4.23) und damit ein invariantes Wahrscheinlichkeitsmaf. Also ist Y ;2 by <

oo eine notwendige und hinreichende Bedingung fiir die Existenz eines invarianten Wahrschein-

lichkeitsmafles eines irreduziblen Geburts- und Todesprozesses. Aus Korollar 3.4.7 folgt dann

sogar m; = limy_,o P;;(t) fiir alle 4, j € No.
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3.5 Beispiele: Warteschlangen

3.5.1 Warteschlangen

Wir benutzen das eben gewonnene Resultat, um zu entscheiden, ob die Zahl der Kunden in ei-
ner M/M/c-Schlange eine invariante Verteilung hat und um gegebenenfalls die invariante Wahr-
scheinlichkeitsverteilung zu berechnen.

Beispiel 3.5.1 (M/M/c-Warteschlange). Mit den Bezeichnungen aus Beispiel 3.1.2 gilt :

00 c—1 i 00 i
Z Z Y Z N

Die erste Summe ist immer endlich, die zweite ist endlich genau dann, wenn A < ¢y ist. Definiert
man die Verkehrsdichte p als A/(cp), so gilt also wiederum (vgl. Satz 2.7.3), dass eine invariante
Verteilung genau dann existiert, wenn p < 1 ist.

Ist p < 1, so folgt

00 c—1 ;
N ccpc

d bi=> : (3.5.2)
| (1 —

J=0 j=0 g el(1=p)

woraus sich m; = b; (ZZO:O bk)_l explizit berechnen 148t:

A\ J 1 falls j < c,
;= m(—)] R (3.5.3)
Iz go— fallsj>ec
Im Spezialfall ¢ = 1 erhélt man 7; = (1—p)p/ fiir alle j = 0,1,2,..., also eine geometrische

Verteilung.

3.5.2 'Warteschlangennetze

In den letzten 20 Jahren sind Warteschlangennetze vor allem mit Anwendung auf Rechner-
systeme, aber auch auf Produktionsabldufe untersucht worden. Man modelliert solche Netze
dadurch, dass man jeden der Bediener (0.4.) als Eckpunkt eines (endlichen) Graphen auffasst.
Man verbindet 7 mit j durch einen gerichteten Pfeil und beschriftet ihn mit 7;;, wenn m;; > 0
die Wahrscheinlichkeit ist, dass ein Kunde, nachdem er bei ¢ bedient wurde, sich bei j anstellt.
Zusétzlich kann man eine Ecke des Graphen einfithren, die die “Aulenwelt” darstellt. Ein Kun-
de, der das ganze System verlédflt, geht also in jene Ecke. Aulerdem legt man fest, mit welcher
Verteilung Kunden von auflen in den einzelnen Ecken eintreffen, und beschriftet die Ecken mit
der zugehorigen Bedienungszeitverteilung. Nimmt man an, dass alle Bedienungszeiten, Spriinge
und Zwischenankunftszeiten unabhéngig sind, und legt man eine geeignete Startbedingung fest,
so ist damit die Dynamik des Prozesses festgelegt. Interessant sind die gemeinsame Verteilung
der Warteschlangenléngen in allen Ecken (aufler der “Auflenwelt”), insbesondere fiir ¢ — oo,
aber auch die Verweildauerverteilung eines Kunden im System. Wenn alle Bedienungs- und Zwi-
schenankunftsverteilungen endliche Mischungen von Ej-Verteilungen sind, so kann man mit der
in Beispiel 3.1.3 - 3.1.5 vorgestellten Methode den Vektor der Zahl der Kunden in jeder Ecke zu
einer MKSZ “aufbldhen”. Dies wird auch haufig gemacht, um damit invariante Wahrscheinlich-
keitsmafle (numerisch) fiir obigen Vektor zu berechnen.
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FEin Spezialfall, fiir den die Grenzverteilungen eine besonders einfache Gestalt haben, sind
Jackson networks (vgl. [HS82, S. 456 ff]).

Jackson-Netzwerke.

Wir machen die folgenden Annahmen:

1. Es gibt N € N Knoten — durchnummeriert von 1 bis N.
2. Im Knoten ¢ befinden sich ¢; Bediener. Die Bedienungszeiten seien Exp(p;)-verteilt.

3. Kunden, die von auflen (und nicht von einem anderen Knoten) bei Knoten ¢ eintreffen,
haben unabhingige Exp(\;)-verteilte Zwischenankunftszeiten.

4. Gegeben ist eine substochastische N x N-Matrix P, wobei p;; die Wahrscheinlichkeit sei,
dass ein Kunde nach der Bedienung im Knoten i sich (sofort!) am Knoten j anstellt.
pio = 1— Zé\le pij sei die Wahrscheinlichkeit, dass der Kunde nach Bedienung am Knoten
1 das System verlésst.

5. Es gelte iiberall FIFO (“first in first out”).

Notwendig und hinreichend fiir die Existenz einer Gleichgewichtsverteilung ist offenbar, dass
alle N Knoten so schnell arbeiten, dass langfristig genausoviel herein- wie herausfliet. Wir leiten
zuniichst heuristisch eine Verkehrsgleichung her, die wir dann (mathematisch exakt) analysieren,
womit wir (im folgenden Satz) ein notwendiges und hinreichendes Kriterium fiir die Existenz
einer invarianten Verteilung — sowie eine Formel dafiir — erhalten.

Wenn «; > 0 die Rate ist, mit der Kunden im stationéren Zustand den Knoten 7 verlassen,
dann gilt anschaulich:

N
o = Az’"‘Z%’Pjh 1=1,...,N, (354)
j=1

denn was abflieSt (c;) muss auch reinflieBen (rechte Seite). Wir nehmen nun zusétzlich an, dass
gilt
P""%0 komponentenweise, (3.5.5)

was besagt, dass Kunden von jedem Knoten aus irgendwann das System verlassen — sicher keine
allzu starke und eine leicht iiberpriifbare Voraussetzung an P.

Behauptung: Unter obigen Annahmen hat (3.5.4) genau eine Losung «, und zwar

aT =XT(I-P) ' =AT> " P* (3.5.6)
k=0

Beweis. (3.5.4) kann man in der Form o = AT 4+ aTP, also oT(I — P) = AT schreiben. Nun
gilt
I-P'=(I—-P)I+P+P>+-..4 P}, (3.5.7)

Wegen unserer Voraussetzung (3.5.5) ist I — P fiir hinreichend grofle n invertierbar und daher
det(I — P™) # 0. Also ist nach (3.5.7) auch det(I — P) # 0, d.h., I — P ist invertierbar, woraus
das erste Gleichheitszeichen der Behauptung folgt. Weiter folgt aus (3.5.7) nach Grenziibergang
n — oo die Gleichung (I — P)~1 = Y"¢%2, P O
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Wir machen nun noch die weitere Annahme

N 00
ai=3 N (Z Pk) >0 fiwralled, (3.5.8)
=1 k=0 7

was zum Beispiel aus der stérkeren Forderung A; > 0 fiir alle j folgt. Nun wihlen wir — nahelie-
genderweise — als Zustandsraum des Netzwerks E = NY¥, wobei X (t) = (n1,...,ny) bedeuten
soll, dass sich zur Zeit t genau n; € Ny Kunden am Knoten ¢ befinden fiir alle ¢ = 1,..., N.
Offenbar ist (X(t))i>0 eine MKSZ, deren @-Matrix wir im Beweis des folgenden Satzes explizit
angeben werden.

Satz 3.5.2 (Jackson). Unter den obigen Annahmen hat die MKSZ (X (t))t>0 genau dann ein
invariantes Wahrscheinlichkeitsmafl w, wenn fir alle i = 1,..., N gilt: a; < c;jt;.

In diesem Full ist w eindeutig, und es gilt

Ty = Y1(n1) - Uy (nn), (3.5.9)

wobei V,(-) das invariante Wahrscheinlichkeitsmafs einer M /M /c;-Schlange mit Ankunftsrate o;
und Bedienungsrate p; ist, also

(3.5.10)

ai)n %, falls n < ¢;,
¢!

7% Cn£cw falls n > ¢;.

Bemerkung 3.5.3. Man beachte, dass trotz der Abhéngigkeiten, die zwischen den Knoten
bestehen, die Anzahl der Kunden an den einzelnen Knoten im stationiren Zustand zu einem
festen Zeitpunkt unabhingige Zufallsgrofien sind!

Beweis von Satz 3.5.2. Offenbar hat die Q-Matrix folgende Gestalt (mit ¢; bezeichen wir das
Element aus N} mit einer Eins an der i-ten Stelle und Nullen sonst). Fiir alle n € £ = N} gilt

Qnnte; — Ai
Inn—e; = (i A ¢i) pipio, (3.5.11)
Unn—e;+e; = (i A ¢i)pipij
alle anderen ¢;; mit 7 # j sind Null. Weiter ist () irreduzibel.

Wir setzen nun voraus, dass «; < ¢;u; fiir alle ¢ (den Beweis im umgekehrten Fall ersparen
wir uns). Definiere 7 durch (3.5.9). Nach Satz 3.4.4 ist zu zeigen, dass 7Q = 0 (die Eindeutigkeit

von 7 folgt dann aus Korollar 3.4.7). Wir zeigen sogar, dass fiir jedes n = (nq,...,ny) gilt
N N
> Marelniegn = T dnnte (3.5.12)
Jj=1 Jj=1

N N N N
Zﬁn—eiQn—ei,n + Z Tn—e;+ejdn—e;+e;,n = WnZQn,n—ei + Ty Z nn—e;+e;j» (3-5-13)
=1

ij=1 i=1 ij=1
i#] i#]

(3.5.14)

woraus sofort m@Q) = 0 folgt.
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Wir zeigen nur (3.5.12), da (3.5.13) analog bewiesen wird. Die linke Seite von (3.5.12) ist

N N
Z(H %(m))‘l’j(ng‘ +1)((ny + 1) Acj)uspjo
=
N N G
=[] win) > \I/J\I(, A],:.r)l) ((nj +1) Acj)pjpjo
i=1 j=1 A

(3.5.15)

I
=
&
5
] =
QQ
3
o
I
—
=
0
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Q
Pl
—

|

]
3
=
N—

N
I
—
<
I
—
s
I
—
<
I
fa
T
—

[
=
=
3
M=
3/

@
I
—
.
I
—

was gleich der rechten Seite von (3.5.12) ist, wobei wir beim letzten Gleichheitszeichen die Ver-
kehrsgleichung (3.5.4) und beim vorletzten die explizite Formel fiir ¥;(n;+1)/¥;(n;) benutzten.
O






Kapitel 4

Gauflsche Prozesse und
Zeitreihenanalyse

4.1 Einleitung

In diesem Kapitel behandeln wir die wichtige Klasse der Gauflprozesse und einige Fragestellungen
aus der Zeitreihenanalyse — wenn auch sehr oberfléchlich.

Definition 4.1.1. Ein reellwertiger stochastischer Prozess X (t),t € I heifit GaufSprozess, wenn
alle (endlichen) Linearkombinationen

keNty,...,tp € I,aq,...,q € R, normalverteilt sind. Im Fall || < oo heifit X (¢),t € I auch
GaufSvektor.

Bemerkung 4.1.2.

- Wir bezeichnen eine Zufallsgréfle auch dann als normalverteilt, wenn sie fast sicher kon-
stant ist!

- Da (Xy,...,X,) genau dann (gemeinsam) Gaufverteilt (oder normalverteilt) ist, wenn alle
Linearkombinationen (eindimensional) normalverteilt sind, ist X (¢),t € I ein Gaufiprozess
genau dann, wenn alle endlich-dimensionalen Verteilungen Normalverteilungen sind.

Definition 4.1.3. Sei X (t),t € I ein stochastischer Prozess mit EX2(¢) < oo fiir alle t € I. Sei
w(t) := EX(¢t). Dann heifit die Funktion

r:IxI] —NR

definiert durch
r(s,t) == E((X(s) = p(s))(X(#) = u(t))), s, € 1
Kovarianzfunktion von X (t),t € I.

83
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Satz 4.1.4. Seir die Kovarianzfunktion des Prozesses X (t),t € I. Dann ist r positiv semidefinit,

d.h.
k

Z Zir(tiv tj)zij

i,j=1

ist reell und nicht negativ fir alle k € N,z = (21,...,2,) € C¥ tq,...,t, € I.

Beweis.
k k
S a7 = Y 5B ((X(0) - p(0) (X)) — 1(E) ) 5
ij=1 ij=1
k k
= E ( ( Z zi(X(t;) — ,Uz(tz))> (Z zj(X(tj) — ,u(tj))>>
) =1 , Jj=1
= E Zzi(X(ti) —u(ti))| =0
i=1

O]

Bemerkung 4.1.5. Den Querstrich iiber X (¢;) — u(t;) im zweiten Ausdruck des Beweises kann
man natiirlich auch weglassen, da X (t;) — u(t;) reell ist. Man sieht aber, dass auch im Falle C-

wertiger Prozesse r positiv semidefinit ist, wenn man r(¢;,¢;) als E((X (¢;) —p(t:)) (X (t5) — u(t5)))

definiert.

Bemerkung 4.1.6. Wir werden spéter sehen, dass auch umgekehrt jede reelle positiv semide-
finite Funktion Kovarianzfunktion eines (reellwertigen) stochastischen Prozesses ist (sogar eines

Gauflprozesses).

Satz 4.1.7. a) Ein Gaufprozess hat endliche zweite Momente, d.h. EX?(t) < oo fiir alle

tel.

b) Wenn X(t),t € I ein Gaufiprozess ist, ty,ta,...t; € I,

u(t) = EX(),t € 1,X — 1= (X(t1) — p(tr), ..., X (1) — pu(ts))”

I :=cov(X(t1),...,X(t) :==E(X — p)(X = p)7T)

invertierbar ist, dann hat die Verteilung von (X(t1),...,X(tx)) eine Dichte, die gegeben

ist durch

wobei x = (z1,...,o1) 7, = (u(ty),...,p(ty))T.
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¢) Die Verteilung eines Gaufiprozesses ist durch seine Erwartungswertfunktion EX (t) = u(t)
und Kovarianzfunktion eindeutig festgelegt.

Beweis. a) Nach Definition 4.1.1 ist X (t) = Y((lt)) eindimensional normalverteilt und hat daher
ein zweites (und sogar beliebiges n-tes fiir n € N) Moment.

b) und ¢) sind aus der Vorlesung WT I bekannt. Bei c¢) beachte man, dass die endlich-
dimensionalen Verteilungen die Verteilung festlegen.
]

Der folgende Satz zeigt, wie man mehrdimensional-normalverteilte Zufallsvariablen aus un-
abhingig N (0, 1)-verteilten erhélt.

Satz 4.1.8. Seim € N,y € R™ und ¥ € R™*™ positiv semidefinit.
Sei rg(¥) = k und n > max(k,1). Dann ezistiert ein A € R™*" so dass ¥ = AAT. Sind
Y1, ..., Y, unabhdingig N(0,1)-verteilte ZVn, dann ist
X =AY +pu

N (p, X)-verteilt.

Beweis. Die erste Behauptung ist ein bekanntes Resultat aus der linearen Algebra.

(i) X ist ein Gaufivektor, da alle Linearkombinationen der Komponenten von X gleichzeitig
Linearkombinationen der Komponenten von Y plus einer Konstanten und damit normal-
verteilt sind.

(i) EX = E(AY +p) = AEY + pu = p.
(iii) cov X = E((X — p)(X —u)T) = E((AY (AY)T) = E(AYYT AT)
= AE(YYT)AT = AAT =%,

O]

Bemerkung 4.1.9. Satz 4.1.8 ldsst sich zur Simulation von Gauflvektoren anwenden. Will man
X ~ N(u,%) simulieren, so finde man fiir n > rg(X) vV 1 ein A mit ¥ = AAT. Man kann
z.B. n = m wihlen und A mit dem Choleskyverfahren berechnen. Die unabhingigen N (0, 1)-
verteilten Y7,Ys, ... simuliert man aus unabhéngig, auf [0,1] gleichverteilten Zufallsvariablen
U1, Us, ... am einfachsten paarweise durch

Y1 = (=2log Uy)Y/? cos(2nUs)
Yy = (—2log Up) Y2 sin(27Us)
usw. (vgl. letzte Bemerkung in Kapitel 1).

Satz 4.1.10. Sei I eine nichtleere Menge, i : I — R beliebig und r : I x I — R positiv semi-
definit. Dann ezistiert (bzgl. Verteilung) genau ein GaufSprozess mit Erwartungswertfunktion p
und Kovarianzfunktion r.
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Beweis. Definiere die Verteilungen

p(t)
By = N (i, tj)i,j:17---,k
1(te)
fir k € Ntq,...,t € I. Man kann leicht zeigen, dass die Familie dieser Mafle konsistent im Sinne

von Definition 1.4.2 ist. Daher existiert nach Satz 1.4.3 eine eindeutige Verteilung P auf (R, BT)
mit obigen endlich dimensionalen Verteilungen. P ist offensichtlich die eindeutige Verteilung

eines Gauflprozesses mit den vorgeschriebenen Erwartungswerten und Kovarianzen.
O

Satz 4.1.11. Sei X(t),t € I ein Gaufprozess. Dann sind dquivalent:

(i) X(t),t € I sind unabhdngig (d.h. {X (t1),..., X (tx)} sind unabhingig fir alle k € N, t1,ta,. ..

I paarweise verschieden).

(i) X(t),t € I sind paarweise orthogonal, d.h. E((X(t) — pu(t))(X(u) — p(w))) = 0 fir alle
t,bu €l t#u.

Beweis.

(i) = (ii): Gilt allgemein fiir Prozesse mit endlichen zweiten Momenten.

(ii) = (i): Seien t1,...,t; € I paarweise verschieden. Wenn X (¢1),..., X (fx) paarweise unkorreliert
sind, gilt
X(ty) p(t1) o?(t1) 0
: ~ N E ) T . 9
X (tr) 1(tk) 0 o (tr)

wobei 0%(t;) = var (X(t;)). Nach Satz 4.1.8 gilt, dass fiir unabhingige A (0, 1)-verteilte Y7, ..., Y}

£(t) utr) o(tr) 0 Y
: = : + :

X(ty) lty) 0 o) ) \ vi

dieselbe Verteilung wie (X (1), ... , X (t;))T hat, also (X (t1),---, X (t)) paarweise unkorreliert

sind. Da aber X(¢;) = u(t;) + o(t;)Y; fir i = 1,..., k als Funktionen unabhéngiger Zufallsvaria-

bler ebenfalls unabhéngig sind, gilt dasselbe auch fiir X (1), ..., X (tg).
O

4.2 Vorhersage stochastischer Prozesse

Wir studieren nun das fiir Anwendungen wichtige Vorhersageproblem fiir stochastische Prozesse:

7tk€
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Problem: Gegeben sei ein reellwertiger stochastischer Prozess X (t),t € I auf (Q, F,P) (mit
bekannter Verteilung P). Wir nehmen an, dass fiir I C I die Realisierung X (t),t e I beobach-
tet wurde. Sei to € I \ I. Man finde eine gute (optimale) Vorhersage fiir X (ty) aufgrund der
Beobachtungen und der bekannten Verteilung.

Offenbar besteht die Aufgabe darin, eine (von P abhéingige) Funktion f : R - R zu finden,
so dass

X(to) = F(X(8),t € )

eine gute Schéitzung fiir X (¢9) darstellt. Da sowohl X (o) also auch X (to) Zufallsvariablen sind,
bietet es sich an, z.B. eine Metrik d auf R zu definieren und X (¢9) (oder f) als ,optimal“ zu
bezeichnen, wenn

E d(X(to), X (to))
minimal ist, wobei das Minimum iiber alle (messbaren) Funktionen f : R’ — R gebildet wird.
Aus Griinden der mathematischen Einfachheit wihlt man meist das Quadrat des euklidischen
Abstands d(z,y) = (x — y)?, was zwar keine Metrik ist, aber zumindest symmetrisch ist und
d(z,y) = 0 genau dann, wenn z = y erfiillt. Diese Wahl von d ist aber keineswegs zwingend, die
Berechnung des optimalen f wird aber durch andere Wahlen von d unter Umsténden betrécht-
lich aufwendiger. Die Verwendung von d(x,y) = (z — y)? setzt natiirlich voraus, dass X (t),t € I

A

endliche zweite Momente hat (sonst wére typischerweise Ed(X (t9), X (to)) unendlich fiir jedes f).

Zur Losung des Problems im Fall d(x,y) = (z—y)? definieren wir den Raum H = L*(Q, F,P)
als den Hilbertraum aller iiber (§2, F,P) definierten (reellwertigen) quadratintegrierbaren Funk-
tionen (Zufallsvariablen) mit dem Skalarprodukt

Y, Z) = E(Y Z).

Sei K = L%(Q, F,P) der von den X (t),t € I erzeugte abgeschlossene Teilraum von L2(€2, F,P).
Er enthiilt zum Beispiel | X (£)X (u)|'/2, falls t,u € I. Alle Elemente von L%(Q, F,P) sind Funk-
tionen der (beobachteten) Zufallsvariablen X (¢),¢ € I. Die beste Approximation (im obigen
Sinn) einer Zufallsvariablen X (), die im allgemeinen nicht in L%(Q,J-— ,P) liegt, ist gerade die

orthogonale Projektion X (tg) von X (to) auf L%(Q,}" ,P). Aus der Vorlesung WTII ist bekannt,
dass R .
K (to) = B(X(to)| X (), € ).

Es gilt also:
E(X(t)) — X(tg))® = min E(X(tg) — V)% (4.2.1)
YEeL2(Q,F P)
Im Fall I = 0 enthélt L%(Q, F,P) iibrigens nur die Konstanten, ist also eindimensional. In

diesem Fall ist X (to) = EX (t), also die bedingte Erwartung gleich dem (unbedingten) Erwar-
tungswert.

Unser Problem ist bislang aber nur theoretisch gel6st. Die entscheidende Frage ist, wie man
die orthogonale Projektion X (to) als Funktion f von X(t),¢ € I explizit ausdriickt. Das Problem
ist deswegen oft sehr schwer zu 16sen, weil auch im Fall |[I| < co der Raum K = L%(Q,}' ,P)

typischerweise unendlich-dimensional ist — selbst im Fall || = 1.
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Um wenigstens im Fall |1: | < oo auf ein endlichdimensionales Approximationsproblem zu
kommen, vereinfacht man oft die Fragestellung dadurch, dass man, anstatt in (4.2.1) das Mi-
nimum iiber alle Y € L?(Q, F,P) zu bilden, nur iiber die Y minimiert, die sich als Linearkom-

bination der X (t),t € I und der Konstanten schreiben lassen. Damit die zugelassenen Y einen
abgeschlossenen Teilraum von L?(Q, F,P) bilden, vervollstindigt man noch beziiglich der Norm
von L2(Q2, F,P) (im Fall |I| = o).

Wir bezeichnen diese Vervollstandigung mit L% 1 (2, F ). Ist |I| = k < oo, dann ist dieser

Raum maximal &+ 1-dimensional. Im Fall linearer Abhéngigkeiten zwischen den X (¢),t € T und
den Konstanten ist die Dimension kleiner als k£ 4 1, sonst gleich k4 1. Das optimale Y in dieser
Klasse bezeichnen wir mit X (to). X (tp) ist also die orthogonale Projektion von X (tg) auf den
Raum L2 (Q,F,P). Da L2 (Q,F,P) C L(Q, F,P), ist E(X (to) — X (tg))? im allgemeinen

grofer als E(X (tg) — X (to))2. Also ist X (o) ein schlechterer Pridiktor fiir X (to) als X (to), ist
dafiir aber meist leichter berechenbar.

Wir zeigen nun, wie man X (ty) im Fall |X| < oo als Losung eines linearen Gleichungs-
systems berechnen kann.

Satz 4.2.1. Sei X(t),t € I ein reellwertiger stochastischer Prozess, I={t,....tm} C I und
to € I\I. Weiter sei EX?(t) < oo firt € [ U{ty} und

u(t) =EX(t)
R(t,u) :=EX ()X (u), t,ueIU{ty}.

Sei X'(to)~ die orthogonale Projektion von X (ty) auf den von den Linearkombinationen von
X(t),t € I und den Konstanten erzeugten Teilraum L% 1in (8, F ) won L?(Q, F,P). Dann gilt

m

X(to) = aiX(t:) +a,

i=1
wobet a,ay, ..., a, irgendeine Lésung von
m
Z (IjR(ti,tj) + au(ti) = R(to,ti), i=1,---,m
j=1
(4.2.2)
m
'21 a;u(t;) +a = plto)
j:
15t.

Beweis. Die orthogonale Projektion X (o) von X (t9) auf den Spann von X (t1), ..., X (t,), 1 (1 =
Konstante 1) ist charakterisiert durch

E((X(to) — X (t0))X(#:)) =0, i=1,....m
E(X (to) — X (t0))1) = 0

und die Bedingung, dass X (to) in diesem Spann liegt, also eine Darstellung

X(to) = Z a; X (t;) +a
=1
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hat. Setzt man letztere Formel in (4.2.3) ein, so ist das dadurch entstehende lineare Gleichungs-
system identisch mit (4.2.2).
O

Bemerkungen. Man sieht aus (4.2.2), dass man zur Berechnung der optimalen linearen Vor-
hersage nur p und r braucht. Dies hat eine grofle praktische Bedeutung, da man bei unbekannter
Verteilung nur p und r und nicht die komplette Verteilung schéitzen muss, um die optimale li-
neare Vorhersage zu berechnen. Auch der sogenannte Vorhersagefehler E(X (to) — X (t))? héngt
nur von 4 und r (oder p und R) ab.

4.3 Rekursive lineare Vorhersage

Der Aufwand zur Losung von (4.2.2) mit Standardmethoden ist von der GroBenordnung m3.
Kommt eine neue Beobachtung hinzu, so muss man ein neues Gleichungssystem mit m + 1
Unbekannten 16sen. Es stellt sich die Frage, ob man sich dabei Arbeit sparen kann indem man
(Zwischen)ergebnisse fritherer Berechnungen mitverwendet. Konkret betrachten wir den Fall,
dass sukzessive X1, X3, X3, ... beobachtet werden und man jeweils die beste lineare Vorhersage
der néchsten Zufallsvariable berechnen will. Wir nehmen der Einfachheit halber an, dass EX; = 0
fiir alle ¢ € N gilt und setzen wieder r(4,j) = R(i,j) = cov (X;, X;) = E(X;X;) fir i,j € N.
Weiter sei

H, =sp{X1,..., X}

der (lineare) Spann von X; bis X,, und X, die orthogonale Projektion (= beste lineare Vor-
hersage) von X,, 11 auf H,,. Weiter sei v, = || Xy11 — Xpni1l|? = E((Xns1 — Xni1)?) der Vorher-
sagefehler bei der optimalen linearen Vorhersage von X, 1 aufgrund von X; bis X,,.
Offenbar gilt:
H, =sp{X, — X,,..., X1 — X1}

(man beachte, dass X, =0 ist). Da Xn+1 € H, fiir jedes n € N gilt, existiert eine Darstellung
~ n ~
Xnt1 = Z Onj(Xny1—j — Xnt1-5),
j=1

die sogenannte Innovationsdarstellung. Man beachte, dass die Innovationen X,, — X, fir n € N
orthogonal sind (wobei es moglich ist, dass X,, — X, = 0 fiir gewisse n € N ist). Bei der Innova-
tionsdarstellung wird die (neue) Vorhersage im n-ten Schritt durch die fritheren Beobachtungen
Xp41—; und die fritheren Vorhersagen Xn-‘,—l—j ausgedriickt. Die Aufgabe besteht nun darin,
die zundchst unbekannten Koeffizienten 6,,; zu berechnen und zwar méglichst so, dass sie ohne
groBen Aufwand aus den 0, fiir 1 < k < n berechenbar sind. Der folgende Satz (der sich auch
in [BD87], S. 165 findet) zeigt, wie dies funktioniert:

Satz 4.3.1. Sei X1, Xo,... eine Folge von quadratintegrierbaren Zufallsvariablen mit EX; =
0,7 € N. Weiter sei fir alle n die Matriz (r(%,j))i j=1,..n tnvertierbar. Mit den obigen Bezeich-
nungen gilt dann:

0 n=>0

— n _
Xn+1 B E e’nj(Xn-i-l—j - Xn+1—j) n>1 (431)
J=1
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und
vo =r7(1,1)
Ot =0, (r(n+ 1Lk +1) = S50 Opkjbnnjvj) k=0,...,n—1 (4.3.2)
v, =r(n+1,n+1) —Z;L:_Ol GTQL,nfj’U]' n € N.

Bemerkung 4.3.2. (4.3.2) erlaubt eine rekursive Berechnung der 6,,; und v; in der Reihenfolge
vg; 011, v1; 022, 021, v2; 033, 032, 031, v3 usw. Der Zusatzaufwand zur Berechnung von 6,,,, bis 6,,1 ist
von der GroBenordnung n? anstatt n® bei einem nichtrekursiven Verfahren. Fiir grofie n ist der
Speicheraufwand allerdings nicht unerheblich, da man sich alle fritheren 6,; und v; aufheben
muss.

Beweis von Satz 4.3.1. Bildet man in (4.3.1) beidseitig das Skalarprodukt mit Xy — Xk-+1
fiir 0 < k < n, so erhiilt man (wegen der Orthogonalitit der Innovationen)
(X1, Xer1 — Xir1) = Onn—kVk

und somit (unter erneuter Verwendung der Orthogonalitét)
Onn—t = vy (X1, X1 — Xpt1)-

Die Tatsache, dass vy # 0 ist, folgt aus der Invertierbarkeit der Kovarianzmatrizen. Nun setzen
wir (4.3.1) mit k statt n ein und erhalten:

k—1

Opn—k =0, (r(n+ 1,k + 1) — Zekz,k—j<Xn+lan+1 — Xj41))-
=0

Ersetzt man (Xy41, X1 — Xj41) durch 6, ,—; v; (siehe oben), so erhélt man, wie behauptet,
k—1
Ot =0, (P + 1,k +1) =Y O pjbnnjvy).
j=0
Weiter gilt mit dem (verallgemeinerten) Satz von Pythagoras:
_ _ n—1
vn = | X1 = Xn|P = | X [P = (1 Xl P = r(n+ Ln+1) = Y67 0.
j=0

Wir prisentieren (nach der folgenden Bemerkung) zwei Beispiele, die zeigen, dass optimale
lineare Vorhersagen gelegentlich deutlich schlechter sind als optimale (nichtlineare) Vorhersagen.
O

Bemerkung 4.3.3. Satz 4.3.1 bleibt richtig, wenn man die Invertierbarkeit von r nicht voraus-
setzt und 6, ,,—j im Fall v, = 0 beliebig (z.B. Null) wihlt.

Beispiel 4.3.4. Wir wéhlen I = {1,2} und X; = Groe und Xo = Gewicht einer zufiillig
gewdhlten Person. Sicher sind X; und Xs nicht unabhéngig. Ein “Scatterplot” vieler Messun-
gen konnte (etwas iibertrieben) so aussehen:
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Hier kommt in der Vorlesung ein Bild hin!

Die beste lineare Vorhersage des Gewichts gegeben die Gréfle ist die eingezeichnete Regressi-
onsgerade (jedenfalls im Grenzfall unendlich vieler Beobachtungen). Man sieht, dass vor allem in
den Bereichen extremer Groflen, aber auch im Zentralbereich die Vorhersage schlecht ist. Eine ge-
eignete kubische statt einer linearen Funktion fithrt dagegen zu wesentlich besseren Vorhersagen.

Beispiel 4.3.5. Sei I = {1,2}, X; ~ N (0,1) und X2 = X?. Offenbar ist E(X2|X1) = X7 = X,
d.h. Xy ldsst sich aus X, perfekt vorhersagen. Wir berechnen nun die beste lineare Vorhersage
X2 = a1 X1 + a. Das Gleichungssystem (4.2.2) in Satz 4.2.1 lautet:

ar R(1,1)+a u(l) =R(1,2)

ar p(1) +a = u(2).

Hier ist R(1,1) = EX? =1, R(1,2) = E(X1X5) =E X} =0, (1) = 0 und p(2) = EX? = 1.
Die Losung des Systems lautet daher

ay = 0

a =1

Also ist die beste lineare Schitzung von X? aufgrund von X; die Konstante 1. Diese Vorhersage
ist also viel schlechter als die beste nichtlineare Vorhersage X?. Letztere erfordert in diesem Fall
sogar geringeren Rechenaufwand.

Wiéhrend im allgemeinen die beste lineare Vorhersage schlechter als die beste (nichtlineare)
Vorhersage ist, sind im Fall von Gauflprozessen beide gleich, wie der folgende Satz zeigt.

Satz 4.3.6. Fiir Gaufprozesse X (t),t € I ist die beste Vorhersage linear.

Beweis. Die Aussage gilt fiir beliebige I C I, wir zeigen sie aber nur fiir ]f | < oo. Sei I =
{tl, c. ,tm},to € I\I und

X(to) =Y aiX(t) +a
i=1
die beste lineare Vorhersage von X (t9) gegeben X (t1),..., X (t;,). Also gilt
(X(to) = Y _aiX(t;) —a) L1, X(t1),..., X (tm).
i=1

Nun orthogonalisieren wir 1, X (¢1), ..., X (¢, ): das Resultat sei 1, X1, ..., X,. Nun ist (X (o) —
m
S aiX(ti)—a,1,Xy,...,X,) ein GauBivektor mit paarweise unkorrelierten Komponenten. Nach
i=1

Satz 4.1.11 sind die Komponenten sogar unabhéngig. Insbesondere sind die beiden Zufallsvaria-
blen

X(to) =Y a;iX(t;) —aund f(I,Xy,..., X)) = g(L, X(t),..., X(tm))
i=1

unabhéngig fiir jedes messbare f (oder g) und damit gilt

m

E((X(to) = Y aiX(t;) — a)g(1, X(t1),.., X (tm))) = O,
=1
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fiir jedes messbare g : R — R mit Eg?(1, X (t1),..., X (tm)) < oc.

Daraus folgt

X(to) = E(X (to)|L, X (t1), .., X(tm)) = X (to).

Bemerkung 4.3.7. Man kann Satz 4.3.6 wie folgt interpretieren:

Unter allen Prozessen mit vorgegebener Erwartungswertfunktion und vorgegebener Kova-
rianzfunktion ist der Gaufiprozess am schlechtesten (nichtlinear) vorhersagbar. Die Giite der
linearen Vorhersage ist ndmlich fiir all diese Prozesse identisch. Fiir die meisten dieser Prozesse
ist aber die beste nichtlineare Vorhersage strikt besser als die beste lineare. Zu den Ausnahmen
gehort aber nach dem letzten Satz der (einzige) GauBprozess in der Klasse.

Bemerkung 4.3.8. Zwischen der besten linearen Vorhersage und der bedingten Erwartung (=
beste (nichtlineare) Vorhersage) gibt es die besten polynomialen Vorhersagen mit vorgegebenem
Grad. So ist im Fall |I| < oo die beste quadratische Vorhersage fiir X (¢y) von der Form

o) —a+ 3 aX(0)+ Y X ()X (t). (433)
i=1 ij=1

Die Koeffizienten bestimmen sich wieder aus einem linearen Gleichungssystem, wenn man
in
E((X(to) — X (o)X (t:) )
E(X(to) — X(to)) =0
E((X(to) — X (o)) X (t:)X(¢;) ) =0

0 2=1,...,m

,7=1,...,m

Formel (4.3.3) einsetzt. Damit dieser Ansatz funktioniert, miissen alle Momente bis zur vier-
ten Ordnung endlich und bekannt sein. Die bessere Qualitdt der quadratischen gegeniiber der
linearen Vorhersage wird also dadurch erkauft, dass man mehr Informationen iiber den Prozess
benétigt, was vor allem dann problematisch sein kann, wenn alle diese Parameter aus Realdaten
geschdtzt werden miissen.

4.4 Filterprobleme, der Kalmanfilter

Spezialfille der Betrachtungen im letzten Abschnitt sind neben Vorhersageproblemen (im en-
geren Sinne) auch Interpolations- und Filterprobleme. Ein Beispiel fiir ein Interpolationspro-
blem ist: bei einem reellen Prozess X;,t € Ny liegen Messwerte fiir t = 0,1,2,4 vor, der fiir
t = 3 fehle. Er 148t sich optimal (im Sinne minimalen quadratischen Fehlers) interpolieren durch
X3 = E(X3| X0, X1, X2, X4) oder optimal linear interpolieren durch X3 wie zuvor (“linear” heifit

hier natiirlich nicht, dass X3 notwendig der Mittelwert von Xs und X} ist).

Bei Filterproblemen hat man es immer mit einem héherdimensionalen Prozess zu tun, bei
dem gewisse Komponenten den interessierenden Zustand eines Systems beschreiben und an-
dere Komponenten typischerweise verrauschte Beobachtungen (von Funktionen) der Zustands-
komponenten. Der Zustand kann z.B. die Position und Geschwindigkeit einer Rakete sein. Das



VERSION FEBRUAR 2011 93

Filterproblem besteht darin, bei gegebenem Modell und Beobachtung nur einiger Komponenten
bis zur Zeit n die anderen Komponenten zur Zeit n (oder n + m fiir ein m € Z) optimal zu
schéitzen. Dies kann man wie vorher fiir jede zu schitzende Komponente getrennt durch ortho-
gonale Projektion 16sen. Besonders berithmt ist der Spezialfall des Kalmanfilters, den wir etwas
néher untersuchen wollen. Wir folgen dabei der Darstellung von Jazwinski: Stochastic Processes
and Filtering Theory, Academic Press, 1970.

Sei Xo, X1, Xo,... ein Re%-wertiger Prozess, der durch folgende Rekursion gegeben ist:
Xn-{—l =Xy + VTL+17 n € Ny,

wobei F, fiir jedes n € Ny eine vorgegebene (deterministische) d x d-Matrix ist. Der R*-wertige
Beobachtungsprozess Yy, Y7, ... sei gegeben durch

Y, =GX,+W,, neNy

mit bekannten k x d-Matrizen G,. Wir nehmen an, dass alle Komponenten von Xy, V41 und
Wi, n € Ny ein endliches zweites Moment und Erwartungswert Null haben und je zwei Kompo-
nenten verschiedener Elemente von {Xo, V,,+1, Wy, n € Ny} unkorreliert sind. Sei @,, = cov(V},)
und R, = cov(W,).

Sei H = L*(Q,F,P), H, der Teilraum der Linearkombinationen der Komponenten von
Yo,..., Y, n € Ngund H_; := {0}. m, bezeichne die orthogonale Projektion von H auf H,.
Weiter sei X_; := 0, Vo := Xo, F_1 := 0 (womit Xo = F_1X_1 + V) und X™ := m,,(X,)
(komponentenweise) fir m, n + 1 € Ny. Unser Ziel besteht darin, fiir festes m € Ny eine Re-

kursionsformel fiir X" m zu finden. Eine solche Formel geben wir im folgenden Satz an. Dazu

brauchen wir noch die Matrizen

P = cov(X, — X)), m,n+1¢€ Ny,
die die Vorhersagefehler beschreiben.

Satz 4.4.1. Sei R,, invertierbar fiir jedes n € Ny, dann gilt fiir n € Ny:
(1) Xﬁ-s—l = FnXg,

(ii) Pl = FnPr?FE + Qny1,

(iti) X7 = X" 4 K, (Y, — G X271,

(iv) PP =Pr ' — K,G, PP,

wobei

(v) K, =P GG, P 1GT + R,) ™!

der “Kalmanzuwachs” ist. Weiter gelten die Anfangsbedingungen

(vi) X;'=0,P;! = cov(Xo) =: Qo.
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Bemerkung 4.4.2. Die Formeln erlauben — startend mit )A((; ! und Py 1 _ eine rekursive Be-
rechnung von Xﬁ,Xﬁ 1, Py und Py, wobei die Ps deterministisch sind. Man sieht, dass die
Rekursion fiir die Ps nicht von den Beobachtungen abhéingt und sich daher “off-line” im voraus
berechnen lisst, wihrend in die X (wie zu erwarten) die Beobachtungen (linear) einflieBen. Die
Berechnung der Ps ist auch notwendig, wenn man an ihnen kein Interesse hat, da sie via K, in
die Rekursion der X eingehen.

Ist man nur an X’ ; und nicht an X} interessiert, so kann man die dritte in die erste Glei-

chung einsetzen und entsprechend, wenn man nur an X, interessiert ist, die erste in die dritte
(mit verschobenem n) einsetzen.

Interessiert man sich (auch) fiir X"

nam fir m > 2, so kann man die Formel

n
= [I FX:
k=n4+m-—1

verwenden, denn

X777LL+m = Tn(Xntm) = Tn(Fnrm—1Xntm—1 + Vatm)
n
= Fn—i—m—lﬂ'n(Xn—i—m—l) =...= H Fkﬂ'n(Xn)
k=n+m—1

per Induktion, wobei wir 7, (V,,4+r) = 0 fiir £ € N benutzten.

Beweis von Satz 4.4.1.

(i) haben wir gerade eben gezeigt (setze m = 1). Auch (vi) ist offensichtlich.
(ii)
Py = E((Xpp - X7?+1)(Xn+1 - XT?H)T)
= E(FuXn + Vig1 — B X0 (Fu X + Vi — B, X007
= E(Fu(Xn — X)) (Xa = X0)TF)) + Quoi
= F,P'FI 4+ Q.1 fiir n € Ny,

wobel wir (i) benutzten, sowie die Unkorreliertheit der Komponenten von V,,4; mit den
Komponenten von X, und X .

(iii) Wir berechnen zunéchst m,—1(Y,) fir n € Ny:
anl(Yn) = ﬂ-nfl(Gan + Wn) = Gnﬂ'nfl(Xn) + anl(Wn) = an(ﬁ_l + 0.

Nach Definition von H,, erzeugen die Komponenten von Y, — m,_1(Y;) das orthogonale
Komplement von H,,_; in H,,, somit existiert eine d x d-Matrix K, mit

Wn(Xn) = Wn—l(Xn> + Kn(Yn - Wn—l(Yn))a

also
X = X" Ko (Y, — G X, (4.4.1)
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(V) Zu zeigen ist, dass K, die in (v) angegebene Gestalt hat. Fiir n € Ny gilt
Y, =G X+ Wy, =GoF1Xn—1+ G, Vi + Wi,
sowie mit (iii), (i)
X = X' = Fp1Xn1+ Vo — Xp71 = K (Y, — G X277

=F (X — X1 1) + Vi — KnGoFy 1 (X — X1
Nun gilt X,, — X” LY, (fiir je 2 Komponenten), also — unter Benutzung von

Vo =GuFy 1 (X — X+ X)) + GuVi + W,
0=E [(Xn — XY = Fy1 PPIFT GT 4 QuGT
— K (GnFo 1 PP FT G+ GLQuGT + Ry,
woraus mit (ii) die Formel (v) folgt (da R, und damit G, P 'GL + R,, invertierbar ist).
(iv) Aus (4.4.1) folgt (mit I = d-dim. Einheitsmatrix)

P = cov(X, — X" — K,Gn(Xn — XY — K, W,,)
= (I -K,G,)P" (I - K,G,)T + K,R, KL
(I — K,Gn)P" ' + (K,G, — )P" 'GIKT + K, R, K}

= (I-K,G)P" '+ K,(G,P"'GT + R,)KT — Pr~1GTKT
( n)

n
I - K,G,)P" !

n

nach (v).

4.5 Schwach stationire Prozesse

Wir beschéftigen uns nun mit der Frage, wie man Datenreihen vorhersagt, fiir die a-priori keine
Information iiber die Verteilung des Prozesses, als deren Realisierung sie interpretiert werden,
vorliegt. Man wird in diesem Fall versuchen, entweder die komplette Verteilung aus den Daten
zu schétzen und dann die jeweils fiir die besten (nichtlineare) Vorhersage benétigten bedingten
Erwartungen zu berechnen (wobei die Frage nach einem Berechnungsverfahren zunéchst offen
bleibt), oder lediglich die Mittelwerte und Kovarianzen zu schétzen und dann nach Satz 4.2.1
oder 4.3.1 die besten linearen Vorhersagen explizit berechnen. Natiirlich kénnte man analog
auch gem#fl Bemerkung 4.3.8 die besten quadratischen Vorhersagen usw. berechnen.

Wir behandeln im weiteren nur den Fall der optimalen linearen Vorhersage. Wir stellen uns
vor, dass Y7, Ys, ... zeitlich d4quidistante Messungen sind. Liegen die Beobachtungen y1,...,yn
vor, so sieht man aus Satz 4.3.1, dass man zur Vorhersage von X,4+1 := Y11 — EY, 1 den
Mittelwert p(n + 1) und die Kovarianzen r(n + 1,k + 1) benétigt. Da bislang keine Beobach-
tung von Y, vorliegt, hat man zunéchst keinerlei Grundlage fiir eine Schitzung dieser Grofien.
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Man behilft sich dadurch, dass man darauf vertraut, dass Y41 sich im Vergleich zu den bis-
herigen Daten yi,...,y, nicht vollig anders verhélt. Man wird also versuchen, “Muster” oder
“Strukturen” in den Beobachtungen yi, ..., ¥y, zu erkennen und auf y,41 zu extrapolieren.

Hierfiir gibt es prinzipiell sehr viele Mo6glichkeiten. Die folgende hat sich in vielen Féllen
aber als besonders geeignet erwiesen. Sie beruht darauf, dass viele Datenreihen Trends und/oder
saisonale Komponenten aufweisen und ansonsten — d.h. nach Trend- und Saisonbereinigung —
“stationédr aussehen”. Damit ist ein konkreter Weg bereits angedeutet: Man schétzt zunéchst
Trend und saisonale Komponenten, zieht diese ab und schéitzt dann fiir den als stationér ange-
nommenen Prozess den (konstanten) Mittelwert und die Kovarianzen, die dann nur noch von
der Zeitdifferenz abhdngen. Man geht also von der Annahme aus, dass nach Trend- und Saison-
bereinigung die statistische Kopplung von Y, +1 an Y,,...,Y,_j dieselbe ist wie die von Y,, an
Yn—l; ce 7Yn—l<:—1 und Yn—l an Yn_g, ey Yn—kz—? Uusw.

Wir werden nun diese etwas vagen AuBerungen prizisieren, indem wir zunichst sehr allge-
mein definieren, was ein stationdrer und schwach stationdrer Prozess ist und dann andeuten, wie
man Trend- und Saisonbereinigung durchfiithren kann und wie man Mittelwert und Kovarianzen
eines schwach stationdren Prozesses schétzen kann.

Definition 4.5.1. Sei (I,+) eine Halbgruppe und X (¢),t € I ein reellwertiger stochastischer
Prozess. Dieser heifit (strikt) stationdr, wenn

Plw: (X(t),...,X(tr) € BY) = P({w : (X(t1 + h), ..., X(tx + h)) € B})

fiir alle k e N, B € B" und t1,...,tx, h € I gilt.

Bemerkung 4.5.2. Nach Satz 1.4.3 bleiben nicht nur die endlich-dimensionalen Verteilungen
unter einem “Zeitshift” invariant, sondern sogar die Verteilung selbst.

Definition 4.5.3. Sei (I, +) eine Halbgruppe und X (¢),¢ € I ein stochastischer Prozess. Dieser
heiit schwach stationdr (oder stationdr von zweiter Ordnung), wenn EX?(t) < oo fiir alle t € [
und

EX(tl) EX(tl + h)
E(X(t1)X(t2)) = E(X(t1 4+ h)X(t2+ h))

fir alle t1,ts, h € I gilt.

Bemerkung 4.5.4. Fordert man E|X (¢)|™ < oo fiir alle ¢t € I und E(X (¢1)X (t2) ... X(tx)) =
E(X(ti+h)...X(tx+h)) fir alle k <m € Nund ¢y,...,t, h € I, dann nennt man den Prozess
stationédr von m-ter Ordnung. Wir werden solche Prozesse aber nicht speziell betrachten.

Bemerkung 4.5.5. Wenn ein Prozess endliche zweite Momente hat, dann folgt im Falle seiner
(strikten) Stationaritét die schwache Stationaritdt. Die Umkehrung gilt dagegen nicht (siehe
Beispiel 4.5.7). Wie wir im folgenden Satz sehen, ist die Umkehrung allerdings unter der Zusatz-
voraussetzung richtig, dass der Prozess GauBsch ist.
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Satz 4.5.6. Ein schwach stationdrer GaufSprozess ist stationdr.

Beweis. Sei X (t),t € (I,+) Gauisch und schwach stationér. Dann gilt fiir u(t) := EX (¢),r(t,u) =
cov(X (t), X (u)) nach Definition 4.5.3

w(t) = p(t + h), r(t,u) =r(t+h,u+h), tuhel. (4.5.1)

Die Verteilungen von (X (tl) (tg)) und (X (t1 +h)... X(tx + h)) sind dann
N((uta), - ()T 7 (tis )i =1, )bZW N((u(tr+h), .., pltith)T r(tith, t+h)s =1
und stimmen daher nach (4.5.1) i berem d.h. X (t),t € I ist stationér.

Beispiel 4.5.7. Das folgende Beispiel zeigt, dass ein schwach stationdrer Prozess nicht im-
mer stationér ist. Sei I = Z und X;,i € Z unabhingig mit X; ~ N(0,1) fiir ¢+ # 0 und
P({Xo = —1}) = P({Xo = 1}) = 1/2. Dann gilt u(i) = 0,r(i,j) = d;; fir ¢,5 € Z, d.h. der
Prozess ist schwach stationdr. Andererseits gilt aber z.B. 0 = P({Xo > 2}) # P({X1 > 2}) > 0,
d.h. nicht einmal die eindimensionalen Verteilungen sind invariant unter Zeitshifts.

Wir diskutieren zuerst, wie man fiir eine als schwach stationédr angenommene Datenreihe
Z1,...,Ty den (konstanten) Erwartungswert und die Kovarianzfunktion schétzt. Danach gehen
wir kurz auf die Frage der Trend- und Saisonbereinigung von Datenreihen ein.

4.6 Schitzung von Erwartungswert und Kovarianzfunktion

FEin naheliegender und in sehr vielen Féllen sinnvoller Schétzer fiir den Erwartungswert p eines
schwach stationdren Prozesses ist der (empirische) Mittelwert der Zeitreihe

1 n
LY
n
=1

Satz 4.6.1. a) [i,,n € N ist eine Folge von erwartungstreuen Schitzern fir p = EX(i),i € N,
d.h. Efi, = p fiir allen € N

b) Wenn limp o |7(k)| = 0 fir r(k) := cov(X(1), X (k + 1)) gilt, dann ist die Folge ji,,n € N
eine L?-konsistente Folge von Schitzern fiir p, d.h. E((p — fin)?) — 0.

Bemerkung 4.6.2. Die Bedingung fiir r in b) 148t sich nicht ersatzlos streichen. So ist zum
Beispiel fiir X; = Xo = ... ~ NM(p,1) fi, = X1 fiir alle n € N und daher nicht L?-konsistent

(aber erwartungstreu). Man beachte, dass L?-Konsistenz (schwache) Konsistenz impliziert, d.h.

P(lu = fin| > €) — 0.
n—oo
Beweis.

n n
a) Epm_]EGLZXi) =+ Y EX;=p.



98 STOCHASTISCHE MODELLE

b) E ((fin - 1%) =E (( S (X - m)z) = 53 S B - (X, - )

i=1j=1 k=—(n—1
n—1
=5 X (1=5)rw
k=—(n—1) ( " )
n—1
<1 S —o
k=—(n-1)

Als Schétzer fiir die Kovarianzen r(k) = cov (X (1), X(k + 1)), k € Ny sind iiblich:
ﬁZ?Jf(wi—ﬂn)(wHk—ﬂn) k=0,...,.n—1
0 sonst.

LS (@i — fin) (@igr — fin) k=0,...,n—1
Tn(k) :=
0 sonst.

Beide unterscheiden sich nur durch den Vorfaktor ﬁ bzw. % Der erste Schétzer erscheint
zunichst verniinftiger, da man durch die Anzahl der Summanden dividiert. Dennoch wird meist
der zweite verwendet. Ein Grund dafiir ist der, dass 7, (k) als Funktion von k£ immer eine positiv
semidefinite Funktion ist (das werden wir in Satz 4.7.9 sehen), 7 (k) dagegen im allgemeinen
nicht (Beispiel: N = 3, 1 = 1, 9 = 0, 3 = —1). Dariiberhinaus hat 7, in vielen Féllen asym-
ptotisch giinstigere Eigenschaften.

Fiir Eigenschaften wie (asymptotische) Erwartungstreue, Konsistenz, asymptotische Nor-
malitét usw. der Schétzungen 7 und 7, verweisen wir auf die Literatur ([Pr81], [BD8T]).

Neben der eben erwihnten Methode sind zwei weitere Zuginge zur Schétzung der Kovarianz-
funktion eines Prozesses iiblich — eine parametrische im Zeitbereich und eine nichtparametrische
im Frequenzbereich.

Bei dem parametrischen Zugang im Zeitbereich versucht man, aus einer durch eine endli-
che Zahl von Parametern beschriebenen Klasse von stationdren Prozessen einen Prozess aus-
zuwéhlen, der am besten zu den beobachteten Daten passt. Besonders beliebt ist die Klasse der
(stationdren) ARMA-Prozesse. Dies sind stationire Prozesse (auf einem geeigneten Wahrschein-
lichkeitsraum), die eine Darstellung der Form

p q
X, + Z a;Xp_; = Z bjenfj (461)
i1 j=0

haben mit p,q € No,a1,...,ap,b0,...,by € Rund ¢,, n € Z weiffes Rauschen, d.h. Ee, = 0,n €
Z und Ee,e, = Ompn. Gibt es eine Darstellung mit p = 0, so heifit der Prozess MA (“Moving
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Average” )-Prozess, gibt es eine solche mit ¢ = 0, dann heifit der Prozess AR (autoregressiver)-
Prozess. Macht man eine spezielle Verteilungsannahme fiir die €, n € Z, z.B. uiv N'(0,1), dann
kann man die Parameter mit der Maximum-Likelihood-Methode (ML) schitzen. Es stellt sich
dabei als wenig sinnvoll heraus, auch p und ¢ so zu schétzen. Vielmehr wird man zunéchst p und ¢
mit anderen Methoden (méglichst klein) schitzen und dann die verbliebenen ay, ..., ap, by, . .., by
nach ML schitzen. In vielen Féllen ist diese Berechnung miihsam und man verwendet daher
Niaherungsverfahren. Bei der Schétzung der a; und b; ist iibrigens darauf zu achten, dass es
auch wirklich einen stationdren Prozess X,,, n € Z gibt mit einer Darstellung der Form (4.6.1).
Fiir Details verweisen wir auf die Literatur ([Pr81], [BD87]). Man beachte die Ahnlichkeit von
(4.6.1) zu den beim Kalmanfilter betrachteten Zustandsprozessen.

Der nichtparametrische Zugang iiber den Frequenzbereich benutzt die Tatsache, dass die
positiv-semidefinite Kovarianzfunktion r,, ,,cz eines schwach stationiren Prozesses, definiert als
rn = E((Xo — ) (X, — ), eine Darstellung der Form

1/2
Ty = / / M Am(N), neZ (4.6.2)
—-1/2

hat, wobei m ein endliches, symmetrisches Maf} auf [—1/2,1/2] ist, d.h. m([-1/2,1/2]) < oo
und m(A) = m(—A). Es gilt auch die Umkehrung, dass jedes solche Mafl mit (4.6.2) eine
positiv-semidefinite Funktion erzeugt. m nennt man Spektralmaj$ des Prozesses. Es ist eindeutig
durch die Funktion r,, n € Z festgelegt (Satz von Herglotz, in allgemeiner Form: Satz von
Bochner). Anstatt r direkt zu schéitzen, kann man auch m schétzen und erhilt dann mittels
(4.6.2) eine Schétzung fiir r, fiir alle n € Z. Vor allem in dem wichtigen Spezialfall, dass m
eine Dichte hat (die “Spektraldichte”), gibt es umfangreiche Literatur zur Frage des Schétzens
von m (oder der Dichte von m). Unter numerischen Gesichtspunkten erweist sich der Zugang
iiber das Spektralmafl als sinnvoll, da man fiir die direkte Berechnung von 7, (k) fir alle k
O(n?) Multiplikationen ausfithren muss, beim Zugang iiber den Frequenzbereich dagegen nur
O(nlogn), da man mit der schnellen Fouriertransformation (FFT) arbeiten kann. Wenn n grofier
als 1000 ist, merkt man den Unterschied sehr deutlich. Im n#chsten Abschnitt gehen wir darauf
etwas genauer ein.

4.7 Der nichtparametrische Ansatz; Spektraldichtenschitzung

Satz 4.7.1. Seim ein endliches symmetrisches Mafs auf[—1/2,1/2] (symmetrisch heifft: m(A) =
m(—A) fir jede Borelmenge A C [-1/2,1/2]).
Dann ist die Funktion r : Z — R definiert durch

1/2
r(n) = / MM A Am(N), neZ

—-1/2

n
positiv semidefinit d.h. . zjr(t; —ty)Z ist reell und > 0 fir alle n € N, t1,...t, € Z und
Ji:k=1
(21,...,2n) € C™.

Beweis. r(n) ist reellwertig, da wegen der Symmetrie von m gilt:
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1/2 1/2 1/2
r(n) = / cos(2mnA) dm(A) +1i / sin(2rnA) dm(\) = / cos(2mnA) dm(N).
-1/2 —1/2 -1/2

SeineNt;... t, € Zund (21,...,2,) € C". Dann gilt

n n 1/2
Yoogyrlty—t)m = >z / AN dm () z
G k=1 ik=1 Y
/2
= / |sze2mtj)‘]2 dm(\) >0
iyp 3=l

O

Satz 4.7.2. (Herglotz): Zu jeder positiv semidefiniten Funktion r : Z — R ezistiert genau ein
symmetrisches endliches Mafi m auf [—1/2,1/2] mit

1/2
r(n) = / ™A dm(\), n € Z.
—1/2
Beweis. Wir beweisen die Aussage nur unter der Zusatzbedingung > |r(k)| < co. Wir definie-

keZ
ren in diesem Fall

FO) = r(k)e M —1/2 <X <1/2.

kEZ

Die Reihe konvergiert und ihr Wert ist reell. Weiter gilt f(A\) = f(—\). Da r positiv semidefinit
ist, folgt

1 Y 2 k)\ 2mil = |k| 2mikA
N2 © = Y, (= rk)e ™™ — f(N),dh. f() =0
k:,l:l k=—N+1

Die Funktion A — f(A) ist stetig als gleichméfBiiger Grenzwert stetiger Funktionen und es
gilt

1/2 1/2
/ F)MM AN = (k) / e 2mkAITIRAGN = (n), n e N.
~1/2 keZ )9
12
Setzt man m(A) := [ f(A)dA fiir jede Borelmenge A C [—1, 1] dannfolgt r(n) = [ > dm().
A ~1/2

Die Eindeutigkeit zeigen wir nicht. O
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Definition 4.7.3. Ist r : Z — R die Kovarianzfunktion eines schwach stationédren Prozesses,
dann heifit das nach Satz 4.7.2 existierende Mafl m Spektralmaf$ des Prozesses (oder Spektralmafl
von r) und f(A) := %—T(A) die Spektraldichte (sofern sie existiert; sie existiert und ist stetig falls

2 [r(k)| < 00).

Wir zeigen nun, wie man die Spektraldichte schitzen kann. Gegeben seien Beobachtungen

Xo,...,Xn—_1 eines schwach stationdren Prozesses mit stetiger Spektraldichte f. Wir wollen f
schétzen.

N—1

Z Xke_QWIk)\, 2ER

k=0

heifit diskrete Fouriertransformation (DFT) von Xy, ..., Xn_1.

Proposition 4.7.4. a) Zy ist periodisch mit Periode 1.
b) Zn(=A) = Zn(\).

N— 1/2 _
¢) Xp =+ z N(L)eXN = [ e2mRAZy (AN, k=0,...,N—1
1=0 ~1/2
Beweis. a) und b) sind klar
, & yemikt g NN —2mimly orikl
) n 2 In(§)e™N =5 20 (30 Xme TN )TN
1=0 1=0 m=0
N-1 N-1 fm
— Xm% Z e27r1l ¥ = X
m=0 =0
Weiter gilt
1/2 12 v 4
/ e27rik)\ZN()\)d)\_ / ZX e—27r1m>\ 27r1k>\d)\
~1/2 ~172 ™0
. 1/2
_ Z X, / (2ritk=mA g\ — x,
m=0 i)
O
Bemerkung 4.7 .5. Proposition 4.7.4 c) zeigt, dass die Funktion Zxy () durch die Werte an
den Stellen A = &,1 = O, ..., N — 1 bereits festgelegt ist. Oft bezeichnet man auch die Zah-
len Zn(%),0 = 0 — 1 als diskrete Fouriertransformierte. Mit der sogenannten FFT (fast

Fourier transform) lasst sich Zn(4), 1=0,...,N —1in O(Nlog N) Schritten “schnell” be-
rechnen.

Definition 4.7.6. Die Funktion In()) := +|Zn(A)[%, A € [-1/2,1/2] heiit Periodogramm der
Daten Xy, ..., Xy_1. Weiter definieren wir Iy ()\) := | N2 A € [=1/2,1/2], wobei Zy die

N-—1
DFT der zentrierten Daten X; — & > X;, 1=0,...,N — 1 ist.
j=0
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Proposition 4.7.7. o In(A) =In(—A); In hat Periode 1.

o In(\) =1In(=)); Iy hat Periode 1; In(0) = 0.
Beweis. Klar. O

Satz 4.7.8. In(\) = 3. #n(k)e 2™F X eR.

kEZ
Beweis.
. 1 = .
In(\) = N' (X — fuy )e2mikA 12
k=0
| NoIN-d .
= ¥ Z Z(Xm — AN)(X) — fuy)e2mi=mA
m=0 (=0
| N1 Nk |
= & 2 Y (X ) (K — e
k=—N+1 =0
N-1 . |
= Z fN(k)e_%nk)‘ = ZﬁN(k.)e—ka)\.
k=-N+1 kEZ
O
Satz 4.7.9. Es gilt
1/2
Pn(k) = / In(N)e*MRXAN K € Z.
~1/2
Insbesondere ist 7y (k), k € Z positiv semidefinit (nach Satz 4.7.1).
Beweis. Es gilt
1/2 1/2
= N (m)opm = in(k)
meZ
O

Da 7y (k) ein sinnvoller Schiitzer fiir (k) zu sein scheint, sollte man erwarten, dass I () ein
sinnvoller Schiitzer fiir die Spektraldichte f(\) ist (denn der Zusammenhang zwischen r und f ist
derselbe wie der zwischen 7 und I ~N). Zwar kann man relativ leicht unter schwachen Annahmen
zeigen, dass Iy (\) ein asymptotisch erwartungstreuer Schétzer fiir f()) ist, der allerdings in der
Regel nicht konsistent ist (nicht einmal schwach konsistent). Dies hingt damit zusammen, dass
A — In(\) fiir groBe N sehr kriiftig oszilliert. Man behilft sich dadurch, dass man die Funktion
A — In(\) mit einem “Fenster” wy (“window”) gléttet. Dabei sei wy fiir jedes N € N eine
Funktion von R nach R mit
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(1) wy ist stetig
(ii) wy hat Periode 1
(iii) wy ist gerade (d.h. wy(N) = wy(—=A))

1/2
(iv) [ wy(N)dr=1
~1/2
1/2
(v) Fiir jedes e > 0,e < 1/2 gilt ]\}im [ Jwn(AN)]dA = 0.

Insbesondere konvergiert wy eingeschrinkt auf [—1/2,1/2] schwach gegen ein Punktmaf
mit Masse 1 in der Null.

Unter geeigneten Voraussetzungen an wy und den zugrunde liegenden Prozess konvergiert

dann
1/2

fn(A) = / wy (A — p)In(p)dp
—-1/2

gleichmiBig fiir N — oo gegen die Spektraldichte f()) (fast sicher oder in L? oder in Wahr-
scheinlichkeit).

Zu jedem Fenster wy korrespondiert eine Schitzung der Kovarianzfunktion r:

1/2 1/2 1/2
i) = [ Fveman= [ e [ oo pemitnad,
—1/2 —1/2 —1/2
1/2
= 7y(k) / wy (V)X N, ke Z
—-1/2

wobei das letzte Integral hochstens 1 ist.

Zusammenfassung des nichtparametrischen Zugangs
Gegeben seien reelle Zahlen zg,...,xny_1, die als Realisierung eines schwach stationéren Pro-
zesses mit stetiger Spektraldichte gedeutet werden. Gesucht (zu berechnen) sind 7y (k),k €
{0,...,N — 1} oder #y(k),k € {0,..., N —1} oder fy(\),—1/2 <X <1/2.

1. Ziehe von den Daten den Mittelwert iy ab ~> yo,...,yn—1

2. Fiige an die Daten N — 1 Nullen hinten an (“zero padding”)

3. Berechne Zon_1(35—)(= Zn(35=7)),! = 0,...,2N — 1 via FFT
4. Berechne In(55) = ~|Zan—1(3x=7)|?

5. Berechne 7y (k), —N + 1 < k < N — 1 durch FFT aus Iy (gx5),l =0,...,2N —2
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6. Berechne (ggf) 7y (k),—N +1 <k < N — 1 wie oben
7. Berechne (ggf) fN(ﬁ),l =0,...,N—1mit FFT aus 7(k),k=—-N+1,...,N — 1

Bemerkung 4.7.10. Wenn N grof ist, dann ist obige Berechnung selbst dann sinnvoll, wenn
man nur an der Funktion 7y (k), k € Z interessiert ist, da man dann nur O(N log N) Operationen
benétigt statt O(N?) bei Berechnung der 7y (k), k € Z nach der Definition.

4.8 Datentransformation, Trendbereinigung, Saisonbereinigung

Der erste Schritt bei der Analyse einer Zeitreihe x1,...,x, ist in der Regel der, dass man eine
Funktion f : R — R findet, so dass die Reihe y; = f(z;),i = 1,...,n sich als Teil einer
Realisierung eines Prozesses der Form

Yi=m;+s;+72;, 1€Z (4.8.1)

auffassen ldsst, wobei m; den Trend darstellt, s; periodisch ist (oder jedenfalls s; = 5(i) fiir
eine periodische Funktion § : R — R gilt) und Z; ;cz schwach stationér ist. Wir wollen nicht
genau definieren, was ein Trend ist. Die Vorstellung ist aber die, dass m; eine Funktion einfacher
Gestalt ist, die sich nicht zu schnell &ndert (jedenfalls nicht “oszilliert” - was auch immer dies
genau bedeutet). m; konnte zum Beispiel eine Exponentialfunktion oder ein Polynom niedrigen
Grades sein.

In manchen Fillen braucht man nicht zu transformieren, d.h. f kann als die Identitat gewahlt
werden. Eine Transformation empfiehlt sich aber immer dann, wenn die Stérke der lokalen Fluk-
tuation vom Niveau der x-Werte abhéngt - zum Beispiel monoton wachsend. In diesem Fall
sollte f so gewiihlt werden, dass f’(z) ungefihr umgekehrt proportional zur Fluktuationsinten-
sitdt beim Niveau z ist. Wachsen die Fluktuationen (im Mittel) zum Beispiel proportional zu
x (dies ist bei Preisen oder Aktienkursen plausibel), dann ist f(x) = logx eine angemessene
Transformation, die zudem den Wertebereich von ]0, co[ auf R transformiert.

Man kann sich fragen, warum man {iberhaupt nach der Elimination des Trends noch den
saisonalen Anteil abtrennt, denn die Summe eine stationéiren Prozesses und einer periodischen
Funktion (mit gleichverteilt zufilliger vom Prozess unabhiingiger Phase) ist ebenfalls stationér.
Der Grund ist der, dass man gerne mit solchen (schwach) stationédren Prozessen arbeitet, de-
ren Kovarianzfunktionen (moglichst schnell) gegen Null konvergieren (wir sahen die Bedeutung
dieser Eigenschaft in Satz 4.6.1 und periodische stationére Prozesse haben periodische Kovari-
anzfunktionen (die deswegen nicht konvergieren).

Nach diesen allgemeinen Bemerkungen gehen wir nun auf die Frage der Trend- und Sai-
sonschétzung bzw. -elimination etwas genauer ein. Dazu nehmen wir an, dass erstens die Periode
d der Funktion s; ;c7 ganzzahlig und bekannt sei (zu der Frage, wie man d aus der Zeitreihe

schiitzen kann, verweisen wir auf die genannte Literatur) und dass (0BdA) EZ; = 0,7 € Z und
d

> s; = 0 gelte. Die letzten Voraussetzungen sind deswegen keine Einschrénkungen, weil man
i=1

anderenfalls die additiven Konstanten immer dem Trend m;, ¢ € Z zuschlagen kann.
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Fiir die Trendeinschétzung hat man die Wahl zwischen parametrischen und nichtparame-
trischen Ansétzen. Bei parametrischen Ansétzen versucht man fiir eine durch endlich viele Pa-
rameter beschriebene Funktionsklasse die Parameter so zu bestimmen, dass die beobachtete
(evtl. transformierte) Datenreihe yi, ..., y, gut “passt” (z.B. im Sinne kleinster Quadrate). Bei
nichtparametrischen Schitzungen stellt man zunéchst keine Voraussetzungen an die Klasse der
Schatzungen m;, ¢ € Z. Gangige nichtparametrische Schiatzungen sind Moving-average-Filter der
Form

M= olij, (4.8.2)
JEZL
wobei ) o = 1 gilt. Typischerweise wird man o; = a—; und ap > a7 > ... und nicht zu
jEZ
viele a; # 0 wahlen. Probleme treten an den Rindern des Beobachtungsintervalls auf, da dort
(4.8.2) wegen nichtvorliegender Daten nicht ausgewertet werden kann. Bei gleichzeitigem Vorlie-
gen einer saisonalen Komponente sollte man die a;; so wihlen, dass m; die Periodizitdt mdoglichst
nicht spiirt z.B. dadurch, dass man in (4.8.2) {iber ein ganzzahliges Vielfaches der Periode die
y; mittelt.

Eine andere iibliche Methode ist das Differenzieren der Datenreihe, womit sich polynomiale
Trends vollstandig beseitigen lassen. Gilt ndmlich

k
Y;:Zvjij—ksi—kZi, 1 €7
=0

und bildet man k£ mal die Differenzen jeweils aufeinanderfolgender Werte, so erhéilt man
(VFY); = kly + (VFs)i + (VF2);,

einen schwach stationdren Prozess mit saisonaler Komponente ohne Trend (bis auf die Konstan-
te k!vg, die man - so sie stort - durch eine weitere Differenzbildung auch noch eliminieren kann).
Man beachte, dass die Saisonkomponente von V*Y durch V*s gegeben ist.

Oft verwendet man das Differenzieren nur dazu, den Grad des Trendpolynoms zu schétzen
und schitzt dann die Koeffizienten des Polynoms auf andere Weise (z.B. mit der Methode der
kleinsten Quadrate).

Die Saisonkomponente s; schéitzt man immer, nachdem man den Trend eliminiert hat. Wir
nehmen daher an, dass Y; von der Form Y; = s;+Z; ist (m; also Null ist). Eine {ibliche Schitzung
§; fur s; ist

T+l =

wobei |z | die grofite ganze Zahl < z ist. Fiir ¢ > d setzt man §; periodisch mit Periode d fort.

Hat man den Trend geschiitzt (parametrisch oder nichtparametrisch) und anschliefend die
Saisonkomponente (z.B. nach (4.8.3)), so wird man fiir die trend- und saisonbereinigte Zeitreihe
z; die Kovarianzfunktion (z.B. so wie frither vorgeschlagen) schétzen und mit Satz 4.2.1 oder 4.3.1
vorhersagen. Eine Vorhersage fiir den néchsten Wert y,,+1 der urspriinglichen Daten y1,...,yn
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erhélt man, indem man zur Vorhersage 2,11 den Trend m,+1 und die Saisonkomponente §,,1
addiert.

Wir fassen noch einmal zusammen, wie man beobachtete Zeitreihen vorhersagen kann.

4.9 Zusammenfassung

e Man transformiere die Daten so, dass sie als Realisierung eines schwach stationdren Pro-
zesses plus Trend plus saisonaler Komponente interpretierbar sind.

e Man schitze und eliminiere den Trend.
e Man schitze und eliminiere den saisonalen Anteil.

e Fiir den verbliebenen schwach stationéiren Anteil schitze man Erwartungswert und die Ko-
varianzfunktion (vgl. Satz 4.6.1, die Formel fiir 7, (k) im Anschluss daran, sowie Abschnitt
4.7).

e Mit diesen Groflen gehe man in Satz 4.2.1 oder 4.3.1 und berechne die néchste Vorhersage.

e Man transformiere diese zuriick auf die urspriingliche Zeitreihe.

Wir betonen, dass dies keineswegs die beste oder gar die einzige Methode der Vorhersage
ist. Die Literatur zur Zeitreihenanalyse ist voll mit Verbesserungsvorschlédgen fiir die einzelnen
Punkte. Wir erwihnten schon den (vermeidbaren) numerischen Aufwand bei der direkten Be-
rechnung von 7,.

Dieses Kapitel sollte lediglich einige Fragestellungen in der Zeitreihenanalyse und erste
Losungsansétze nahebringen. Auf neuere Zugéinge, wie “Bootstrap” methoden konnte aus Zeit-
griinden iiberhaupt nicht eingegangen werden. Es ist zu erwarten, dass mit solchen (und #hnli-
chen) Methoden ganz neue Vorhersagemethoden in der Zukunft entwickelt werden, die sich vollig
von dem Konzept der besten linearen Vorhersage l6sen und gleichzeitig algorithmisch einfacher
— allerdings rechenzeitintensiver — sein werden.
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